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Vzhledem k tomu, ze chybi zdkladni u¢ebnice neuronovych siti v cestiné,
prvni{ ¢ast knihy obsahuje struény Gvod do této oblasti. Vyklad je zde spise
zaméfen na motivace a zakladni typové modely a neni zddnym ucelenym
prehledem modelt neuronovych siti.

V druhé ¢asti knihy pohlizime na neuronovou sit jako na vypocetni model
a zkoumame jeho vypocetni silu a deskriptivni slozitost. Také se zabyvame
efektivitou ucicich algoritmt a slozitosti problému uceni a generalizace. Hlav-
nim nastrojem studia uvedenych otazek je teorie slozitosti.

Treti cast knihy zkouma typy funkci, které jsou realizovany neurono-
vymi sitémi. Z tohoto hlediska se zabyva aproximacnimi vlastnostmi riz-
nych modeld neuronovych siti a jejich funkéni ekvivalenci. Tato ¢ast vyuziva
prostiedky funkcionalni analyzy.

Pfedklddanéd prace puvodné vznikla jako uéebni text ke stejnojmenné
dvousemestralni pfednasce, kterou jsme méli na matematicko-fyzikalni fa-
kulté Univerzity Karlovy v letech 1993-96 pro studenty oboru informatika.
Obsahuje relativné nové vysledky, #z nichz nékteré jsou zatim dostupné jen
v ptvodnich ¢lancich. Ty obohatily latku, kterou jsme Cerpali z ojedinélych
existujicich zahrani¢nich monografii. I kdyz jsme se snazili ji zpfistupnit co
nejsirsimu okruhu zdjemcd o neuronové sité, pfesto k plnému pochopeni
zv1asté technickych partii pomohou pfedbézné znalosti z teorie slozitosti a
funkcionalni analyzy.

Chtéli bychom touto cestou podékovat RNDr. Jifimu Hofejsovi, CSc.,
ktery v nds svymi zajimavymi pfednaskami vzbudil zédjem o neuronové sité.
Déle dékujeme RNDr. Véfe Kurkové, CSc. a RNDr. Jifimu Wiederman-
novi, DrSc., ktefi nam ukazali, Ze tento zajem je mozné podlozit teorii. Uvi-
tali jsme, ze se oba ujali nevdééné Glohy recenzentu. Také dékujeme nagsemu
kolegovi RNDr. Petru Savickému, CSc. za rozhovory o ceské terminologii
v oblasti booleovské slozitosti a za prvni pfipominky k rukopisu. Pfedbéznou
verzi této knihy podrobné procetl nas kolega Mgr. Jifi Cervenka, kterému
jsme vdééni za mnoZstvi pfipominek, které ndm pomohly odstranit nejza-
vaznéj$i nedostatky a chyby. Nas dik patii nasim kolegynim a kamaradkam
Tereze Vavitkové, kterd ochotné zrealizovala nékolik obrazka v této knize
na po¢itaci, a Hance Klimové, kterd nam pomohla pfi pfipravé bibliografie.
Také nasemu kolegovi a p¥iteli Mgr. Arnostovi Stédrému dékujeme za po-
moc s pripravou nékterych obrazkt a za rady pfi sdzeni textu. Prace na
této knize byla E4steéné podporovana z granti GA CR é&islo 201/95/0976
a 201/96/0917. V neposledni fadé jsme vdééni svym manzelkdm za jejich
trpélivost, kterou s nami mély pii pfipravé rukopisu. Tuto knihu vénujeme
pravé jim.

Predmluva

V poslednich deseti letech opét vzrostl zdjem o tzv. (umélé) neuronové site,
coz jsou velmi zjednodusené matematické modely nervovych systémi zivych
organismi. Jeden smér vyzkumu v této oblasti se snazi pochopit a mode-
lovat, jakym zptisobem myslime a jak funguje nas mozek. Na druhé strané
tohoto sili stoji inzeny#i, ktefi, inspirovani neurofyziologickymi poznatky,
tyto modely neuronovych siti modifikuji, popt. hardwarové realizuji, aby je
mohli vyuzit pro feSeni tiloh z umélé inteligence.

Simulace neuronovych siti pfekvapivé vykazuji prvky podobné lidské in-
teligenci: schopnost ucit se a zobechovat pfedchozi zkusenosti. Tato jejich
vlastnost patrné ptitahuje velké mnozstvi laikd i odbornika. Avsak aplikace
neuronovych sit{ pfi feSeni realnych problému ukazuji i na jejich omezeni.
Napf. ucici proces je ¢asové narocnou zalezitosti s nejistym vysledkem. Také
zakladni vyzkum v oboru neuronovych siti, pfestoze existuji desitky specia-
lizovanych konferenci a ¢asopist, nepfinesl zasadni pokrok. V literatufe jsou
popisovany stovky riznych variant modeli neuronovych siti, jejichz oprav-
nénost a vyhody jsou ¢asto ilustrovany jen na izolovanych jednoduchych
ptikladech.

Domnivame se, ze tato situace v zdkladnim vyzkumu neuronovych siti je
zpusobena nespravnou metodou pouzitou pfi studiu téchto modeld. Modely
neuronovych siti jsou totiz matematické povahy, a proto adekvatnim néstro-
jem pro zkoumadni jejich vlastnosti by méla byt matematika, popf. teoretickd
informatika. Z tohoto hlediska vypovédi typu ,neuronova sit spravné gene-
ralizuje”, zalozené na experimentélnich vysledcich, nemaji tu silu a obecnost
jako exaktné zformulovana matematicka tvrzeni. Na druhou stranu ani teo-
rie nedava presvédéivou odpovéd na otdzku, co to znamend, Ze neuronovd
sit se chova ,inteligentné®.

Neni pravdou, ze by neexistoval vyzkum v teorii neuronovych siti, ale jeho
vysledky nejsou dostateéné znadmy a interpretovany. Tato kniha je skromnym
pokusem tento nedostatek napravit v ¢esky mluvicim prostiedi. Sklada se ze
tF Casti.
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uceni znamym jako ucici vektorova kvantizace. Na zavér uvedeme model sité
typu counterpropagation.

V paté kapitole se vénujeme dopfednym sitim s lokdlnimi jednotkami,
které jsou v jistém smyslu komplementarni k perceptronuim. Nejznaméjsi
modelem téchto siti jsou RBF sité. Kromé zakladntho modelu si uvedeme
semi-lokalni gaussovské sité a zobecnéné RBF sité (GRBF) Poggia a Gi-
rosiho.

Poznatky v této ¢asti knihy lze najit v libovolné monografii éi v pfe-
hledovych ¢lancich o neuronovych sitich. Pii jeji kompozici jsme vychazeli

zejména z praci [63, 97, 105, 109, 129, 130, 175, 256].

15

Prvni ¢ast knihy je struénym tivodem do neuronovych siti a lze ji chapat
jako pozvani k hlubsimu studiu tohoto oboru. Vyklad je zde spige zaméfen
na motivace a zdkladni typové modely a neni Zaddnym ucelenym pfehledem
modela neuronovych siti. Pfipravuje ptdu pro ty, kdo se s timto fenomé-
nem jesté nesetkali, aby mohli docenit nésledujici teoretické ¢asti knihy.
Ale poslouzi i tém, ktefi se chtéji seznamit se zdkladnimi modely, aby je
mohli aplikovat v oblasti svého odborného zajmu. Tato ¢ast nevyzaduje pred-
bézné hlubsi znalosti, obsahuje mnoho obrazka a matematicky formalismus
je v prvni kapitole redukovan na co nejmensi moznou miru a v néasleduji-
cich kapitolach je pouZit jen k technickému popisu modeld neuronovych siti.
K formalizaci nékterych z popisovanych modelt se pak vratime pfi jejich
teoretické analyze.

Prvni kapitola se snazi popsat a objasnit fenomén neuronovych siti. Ob-
sahuje struény prehled historie badani v oblasti neurovypoétia a objasnuje
neurofyziologické motivace, které vedly k matematickému modelu neuronu
a neuronové sité. Ukazuje, 7e konkrétni model neuronové sité 1ze zadat po-
moci organizacni, aktivni a adaptivni dynamiky, které urcuji vyvoj jednot-
livych charakteristik neuronové sité v case. Dale pfedstavuje neuropocitace
zalozené na téchto modelech jako alternativu ke klasické von neumannovské
architektufe pocitace a vymezuje vhodné oblasti jejich aplikace.

Druha kapitola popisuje klasické modely neuronovych siti. Nejprve kratce
zminuje historicky nejstarsi model sit perceptronu. Dale se podrobnéji za-
byva v praxi nejcastéji pouzivanym modelem vicevrstvé neuronové sité s uci-
cim algoritmem backpropagation. Popis kromé rtiznych variant tohoto mo-
delu obsahuje 1 implementaé¢ni pozndmky. Nasleduje vyklad linedrntho mo-
delu MADALINE adaptovaného podle Widrowova pravidla. Kapitolu pak
uzavira ucici algoritmus pro kaskddové architektury, ktery v pribéhu orga-
nizacné—adaptivniho rezimu pfidava k siti nové neurony. Tento model neni
aplné klasicky, avSak je v8eobecné zndmym rozsitenim algoritmu backpropa-
gation.

Ve treti kapitole je vyklad zaméfen na modely neuronovych siti, které se
vyuzivaji jako autoasociativni nebo heteroasociativni paméti. Na pFikladu
linedrni asociativni sité jsou vysvétleny principy adaptace podle Hebbova
zékona. Dalsim modelem je zndma Hopfieldova sif motivovand fyzikalnimi
déji, kterd je predstavitelem cyklickych neuronovych siti. Analogovou verzi
této sité lze pouzit k heuristickému FeSeni optimalizaénich Gloh (napf. ob-
chodni cestujici). Zavedenim parametru teploty do Hopfieldovy sité podle
fyzikalni analogie obdrzime stochasticky model, tzv. Boltzmannuv stroj.

Ctvrta kapitola se zabyva samoorganizaci (tzv. ueni bez uéitele). Vy-
lozime tu Grayuv algoritmus vektorové kvantizace a jeho neuronovou on-
line variantu nazyvanou Kohonenova sit. Déle vénujeme pozornost Kohone-
novym samoorganizujicim mapam a riznym variantadm jejich dodatecného
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nosti nebyl nikdy vyuzit k feSeni néjakého zajimavého praktického problému.
Nicméné jeho architektura pozdéji inspirovala dalsi konstruktéry neuropoéi-
tacu.

V roce 1957 Frank Rosenblatt vynalezl tzv. perceptron [238] (viz podka-
pitolu 2.1), ktery je zobecnénim McCullochova a Pittsova modelu neuronu
pro realny ¢iselny obor parametra. Pro tento model navrhl uéici algoritmus,
o kterém matematicky dokazal, ze pro dané tréninkova data nalezne po ko-
ne¢ném poctu kroki odpovidajici vahovy vektor parametri (pokud existuje)
nezavisle na jeho pocateénim nastaveni. Tento vysledek vzbudil velké nad-
Seni. Rosenblatt také napsal jednu z prvnich knih o neurovypoctech Princi-
ples of Neurodynamics [239].

Na zakladé tohoto vyzkumu Rosenblatt spolu s Charlesem Wightmanem
a dalsimi [238] sestrojili béhem let 1957 a 1958 prvni GispéSny neuropodcitaé,
ktery nesl jméno Mark I Perceptron. Protoze puvodnim odbornym zdjmem
Rosenblatta bylo rozpoznavani obrazcii, Mark | Perceptron byl navrzen pro
rozpoznavani znaku. Znak byl promitan na svételnou tabuli, ze které byl sni-
man polem 20 x 20 fotovodici. Intenzita 400 obrazovych bodu byla vstupem
do neuronové sité perceptront, jejimz tkolem bylo klasifikovat, o jaky znak
se jedné (napf. ,A“, ,B“ apod.). Mark I Perceptron mél 512 adaptovatelnych
vahovych parametru, které byly realizoviany polem 8 x 8 x 8 potenciometru.
Hodnota odporu u kazdého potenciometru, kterd pravé odpovidala piislusné
vaze, byla nastavovana automaticky samostatnym motorem. Ten byl fizen
analogovym obvodem, ktery implementoval perceptronovy ucici algoritmus.
Jednotlivé perceptrony bylo mozné spojit se vstupy libovolnym zptsobem.
Typicky bylo pouzito ndhodné zapojeni, aby se ilustrovala schopnost per-
ceptronu ucit se pozadované vzory bez presného zapojeni drata v protikladu
ke klasickym programovatelnym pocitacim. Diky Gspésné prezentaci uvede-
ného neuropocitace se neurovypocty, které byly alternativou ke klasickym
vypoétim realizovanym na von neumannovské architektufe pocitace, staly
novym pfedmétem vyzkumu. Frank Rosenblatt je proto dodnes nékterymi
odborniky povaZovan za zakladatele tohoto nového oboru.

Kratce po objevu perceptronu Bernard Widrow se svymi studenty vy-
vinul dalsi typ neuronového vypoéetniho prvku, ktery nazval ADALINE
(ADAptive LINear Element) [287] (viz podkapitolu 2.3). Tento model byl
vybaven novym vykonnym ucicim pravidlem, které se az doposud vyuziva.
Widrow se svymi studenty demonstroval funkénost ADALINE na mnoha
jednoduchych typovych pfikladech. Widrow také zalozil prvni firmu (Me-
mistor Corporation) orientovanou na hardware neuropoéitaci, kterd v prvni
poloviné 60. let vyrabéla a prodavala neuropocitace a jejich komponenty.

Na pfelomu 50. a 60. let dochdzi k Gspésnému rozvoji neurovypocti
v oblasti ndvrhu novych modeli neuronovych siti a jejich implementaci. Na-
pfiklad Karl Steinbuch vyvinul model binarni asociativni sité nebo Roger

Kapitola 1

Fenomeén neuronovych siti

1.1 Historie neurovypoctu

Za pocatek vzniku oboru neuronovych siti je povazovana prace Warrena
McCullocha a Waltera Pittse z roku 1943 [189], ktefi vytvorili velmi jedno-
duchy matematicky model neuronu, coz je zakladni bunka nervové soustavy.
Ciselné hodnoty parametri v tomto modelu byly pievazné bipolarni (t;.
z mnoziny {—1,0,1}). Ukazali, ze nejjednodussi typy neuronovych siti mo-
hou v principu poéitat libovolnou aritmetickou nebo logickou funkci. Acko-
liv nepocitali s moznosti bezprostiedniho praktického vyuziti svého modelu,
jejich ¢lanek mél velky vliv na ostatni badatele. Naptiklad zakladatel ky-
bernetiky Norbert Wiener se jim inspiroval pfi studiu podobnosti ¢innosti
nervové soustavy a systémi vypocetni techniky. Nebo autor amerického pro-
jektu elektronickych poéita¢i John von Neumann napsal prace [206, 207],
ve kterych navrhoval vyzkum pocitaci, které by byly inspirovany ¢innosti
mozku. Tyto navrhy, pfestoze byly hojné citovany, nepfinesly zpocatku oce-
kavané vysledky.

V roce 1949 napsal Donald Hebb knihu The Organization of Behavior [98],
ve které navrhl uéici pravidlo pro synapse neuronti (mezineuronové rozhranf).
Toto pravidlo bylo inspirovano myslenkou, ze podminéné reflexy, které jsou
pozorovatelné u vsech zivocichi, jsou jiz vlastnosti jednotlivych neuront.
Hebb se tak snazil vysvétlit nékteré experimentdlni vysledky z psychologie.
Také jeho prace ovlivnila ostatni védce, ktefi se zacali zabyvat podobnymi
otdzkami. Avsak 40. a 50. 1éta zatim jesté nepfinesla zdsadn{ pokrok v oblasti
neurovypoc¢ti. Typickym piikladem vyzkumu z tohoto obdobi byla v roce
1951 konstrukce prvniho neuropoéitace Snark, u jehoz zrodu stal Marvin
Minsky [196]. Snark byl sice Gspésny z technického hlediska, dokonce jiz
automaticky adaptoval vdhy (mira synaptické propustnosti), ale ve skuteé-
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jich aplikace. Zasluhou programového manazera Ira Skurnicka zacala v roce
1983 americkd grantovd agentura DARPA (Defense Advanced Research
Projects Agency) finanéné podporovat vyzkum neuronovych siti a jeji p¥i-
klad v kratké dobé nasledovaly dalsi organizace podporujici zdkladni 1 apli-
kovany vyzkum.

Dalsi zasluhu na renesanci oboru neuronovych siti mél svétové uznéa-
vany fyzik John Hopfield, ktery se v této dobé zacal zabyvat neurovypoéty.
Své vysledky publikoval v roce 1982 a 1984 ve dvou velmi ¢tivych ¢Elan-
cich [122, 123], kde ukdzal souvislost nékterych modeli neuronovych siti
s fyzikalnimi modely magnetickych materidla. Svymi zvanymi pfednaskami,
které mél po celém svété, ziskal pro neuronové sité stovky kvalifikovanych
védcel, matematikl a technologu.

V roce 1986 publikovali své vysledky badatelé z tzv. ,PDP skupiny“
(Parallel Distributed Processing Group) ve sborniku editovaném Davidem
Rumelhartem a Jamesem McClellandem [244]. Zde se objevil ¢lanek Ru-
melharta, Geoffreyho Hintona a Ronalda Williamse [243], ktefi v ném po-
psali uéici algoritmus zpétného siteni chyby (backpropagation) pro vicevrst-
vou neuronovou sit (viz podkapitolu 2.2) a vyfesili tak problém, ktery se
Minskému a Papertovi v 60. letech jevil jako nepfekonatelna prekazka pro
vyuziti a dalsi rozvo] neuronovych siti. Tento algoritmus je dosud nejpouzi-
vanéjsi uéici metodou neuronovych siti. Publikovanim uvedeného sborniku
dosahl zdjem o neuronové sité svého vrcholu. Nic na tom neméni fakt, ze
uvedeny algoritmus, jak se pozdéji ukazalo, byl vlastné znovu objeven, pro-
toze byl jiz zndm a publikovan nékterymi védci v ,tichém“ obdobi (napf.
Arthur Bryson a Yu-Chi Ho, 1969 [44]; Paul Werbos, 1974 [286]; David Par-
ker, 1985 [218]).

Znadmym piikladem, ktery v pocatcich ilustroval prakticky vyznam neu-
ronového uciciho algoritmu backpropagation, byl systém NETtalk vyvinuty
Terrencem Sejnowskim a Charlesem Rosenbergem [249]. Tento systém, vy-
tvofeny v kratké dobé ucenim neuronové sité z prikladi, Gspésné konvertoval
anglicky psany text na mluveny. Konkuroval tak svému pfedchudci, systému
DECtalk (Digital Equipment Corporation), ktery obsahoval stovky pravidel
vytvafenych lingvisty po celd desetileti.

V roce 1987 se v San Diegu konala prvni vétsi konference specializovana
na neuronové sité (IEEE International Conference on Neural Networks), na
které bylo 1700 Gcastnikd, a byla zalozena mezinarodni spole¢nost pro vy-
zkum neuronovych siti INNS (International Neural Network Society). O rok
pozdéji INNS zacala vydavat svlij casopis Neural Networks. V nasledujicich
letech vznikly dalsi specializované ¢asopisy, jako napt. Neural Computation
(1989), IEEE Transactions on Neural Networks (1990) a mnoho jinych (napf.
v Praze vychazi od roku 1991 mezinarodni ¢asopis Neural Network World).
Od roku 1987 mnoho renomovanych univerzit zalozilo nové vyzkumné tstavy
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Barron a Lewey Gilstrap zalozili v roce 1960 prvni firmu zaméfenou na apli-
kace neurovypoéti. Vysledky z uvedeného obdobi jsou shrnuty v knize Nilse
Nilssona Learning Machines [208] z roku 1965.

Pfes nesporné Gspéchy dosazené v tomto obdobi se obor neuronovych siti
potykal se dvéma zfejmymi problémy. Za prvé, vétsina badatelu pfistupo-
vala k neuronovym sitim z experimentélniho hlediska (pfipominajiciho tak
trochu alchymii) a zanedbévala analyticky vyzkum neuronovych modelu. Za
druhé, nadseni nékterych vyzkumnych pracovniki vedlo k velké publicité
neopodstatnénych prohlaseni jako napiiklad, ze za nékolik maélo let bude vy-
vinut umély mozek. Tyto skute¢nosti diskreditovaly neuronové sité v ocich
odbornikt z jinych oblasti a odradily védce a inZenyry, ktefi se o neurovypo-
¢ty zajimali. Navic se samotny obor neuronovych siti vycéerpal a dalsi pokrok
v této oblasti by byval vyzadoval radikalné nové myslenky a postupy. Nejlepsi
odbornici oblast neuronovych siti opoustéli a zacali se zabyvat pfibuznymi
obory umélé inteligence.

Posledni epizodou tohoto obdobi byla kampan vedend Marvinem Min-
skym a Seymourem Papertem, ktefi vyuzili svého vlivu, aby diskreditovali
vyzkum neuronovych siti, nachéazejici se v krizi, ve snaze pfevést finanéni
zdroje z této oblasti na jiny vyzkum v umélé inteligenci. V té dobé koloval
rukopis jejich vyzkumné zpravy, kterd napomahala tomuto zdméru. Uvedeny
rukopis pak byl v upravené formé publikovan v roce 1969 pod ndzvem Per-
ceptrons [197]. V této knize Minsky a Papert vyuzili pro svoji argumentaci
znamého trividlniho faktu, Ze jeden perceptron nemuze pocitat jednodu-
chou logickou funkei, tzv. vylucovaci disjunkci (XOR). Tento problém lze
sice vytesit vytvorenim dvouvrstvé sité se tfemi neurony, ale pro vicevrstvy
perceptron nebyl v té dobé znam ucici algoritmus. Autofi z toho nespravné
vyvodili, ze takovy algoritmus vzhledem ke komplikovanosti funkce, kterou
vicevrstva sif pocita, snad ani neni mozny. Jejich tvrzeni bylo v8eobecné pte-
jato a povazovano za matematicky dokdzané. Kampan Minského a Paperta
byla Gispésnd, vyzkum neuronovych siti jiz nebyl dale dotovdn a neurovypo-
¢ty byly povazovany za neperspektivni.

V dalsim obdobi od roku 1967 do 1982 probihal vyzkum neuronovych
siti ojedinéle a izolované, pFfevazné mimo tzemi Spojenych statt, kde kniha
Perceptrons méla velky vliv. Vétsina praci byla publikovidna napt. pod hla-
vickou adaptivni zpracovani signéla, rozpoznavani obrazcu a biologické mo-
delovani. Avsak jiz v pocatcich tohoto ,tichého“ obdobi se neurovypocty
zacali zabyvat talentovani badatelé, mezi nimiz byli nap¥. Shun-Ichi Amari,
James Anderson, Kunihiko Fukushima, Stephen Grossberg, Harry Klopf,
Teuvo Kohonen a David Willshaw. Tito védci pozdéji pfispéli svymi objevy
k renesanci neuronovych siti.

Pocatkem 80. let se badatelé v oblasti neurovypocti osmélili a zacali
podavat vlastni grantové projekty zaméfené na vyvoj neuropoditaci a je-
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zpracovani informace, které je zakladem pro védomé fizeni ¢innosti efektori,
probihé jiz sekvenéné v tzv. asociacénich oblastech.

Zakladnim stavebnim funkénim prvkem nervové soustavy je nervova bun-
ka, tzv. neuron. Jen mozkova kiira ¢lovéka je tvofena asi 13 az 15 miliardami
neurond, z nichz kazdy muze byt spojen s 5000 jinymi neurony. Neurony jsou
samostatné specializované bunky urcené k prenosu, zpracovani a uchovéani
informaci nutnych pro realizaci zivotnich funkei organismu. Struktura neu-
ronu je schematicky znazornéna na obrazku 1.1. Neuron je pfizpusoben pro

terminaly axonu

Obr. 1.1: Biologicky neuron.

prenos signalia tak, ze kromé vlastniho téla, tzv. somaiu, ma i vstupni a vy-
stupni pfenosové kanaly: dendrily a azon. Z axonu obvykle odbocuje fada
vétvi, tzv. termindlu, zakoncenych blanou, kterd se pfevazné styka s vybézky,
tzv. trny, dendritu jinych neuront, jak je naznaceno na obrazku 1.2. K pfe-
nosu informace pak slouzi unikétni mezineuronové rozhrani, tzv. (chemick)
synapse. Mira synaptické propustnosti je nositelem vsech vyznacénych infor-
maci béhem celého zivota organismu. Z funkéniho hlediska lze synapse roz-
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zabyvajici se neuronovymi sitémi a vyhlasilo vyukové programy zameérené na
neurovypocty. Tento trend pokracuje az dodnes, kdy se zda, ze Siroky zabér
vyzkumu a vynalozené investice neodpovidaji kvalité dosazenych vysledka.
Teprve blizka budoucnost opét provéri zivotnost oboru neuronovych siti.

1.2 Neurofyziologické motivace

Piavodnim cilem vyzkumu neuronovych siti byla snaha pochopit a modelo-
vat, jakym zpusobem myslime a jak funguje lidsky mozek. Neurofyziologické
poznatky umoznily vytvorit zjednodusené matematické modely, které se daji
vyuzit pro neurovypocty pfi feseni praktickych tloh z umélé inteligence. To
znamend, ze neurofyziologie zde slouzi jen jako zdroj inspiraci a navrzené
modely neuronovych siti jsou jiz déle rozvijeny bez ohledu na to, zda mode-
luji lidsky mozek. Pfesto, je-li to uzitecné, lze se k této analogii vracet pro
nové inspirace nebo je mozné ji vyuzit pfi popisu vlastnosti matematického
modelu.

Proto je Gcelné se sezndmit se zakladnimi poznatky z neurofyziologie
v takovém rozsahu, ktery nam umozni pochopit ptvodni motivace matema-
tickych modeli neuronovych siti. Nejsme v tomto oboru zadnymi odborniky,
ale nasledujici vyklad bychom snad mohli obhéjit vyrokem jistého neurofy-
ziologa, ktery tvrdi, Ze soucasné poznani ¢innosti lidského mozku je natolik
povrchni, Ze cokoliv o mozku fekneme, mize byt povazovano za pravdivé.
7 tychz Gst jsme slySeli, ze pfistroje (napf. EEG), kterymi v soucasnosti
studujeme mozek, lze p¥irovnat k mikrofonu nad rozboutenym fotbalovym
stadiénem, pomoci kterého bychom se radi dozvédéli, co si fikaji dva divaci
v zastupu fanouski. Na druhou stranu nam nejde o vytvoreni identické ko-
pie mozku, ale chceme napodobit jeho zakladni funkce (podobné jako letadla
maji s ptaky spolecné hlavné to, Ze 1étaji).

Nervovd soustava ¢lovéka (obecné zivych organismi) zprostfedkuje vzta-
hy mezi vnéjsim prostfedim a organismem, i mezi jeho ¢astmi, a zajistuje
tak prislusnou reakci na vnéjsi podnéty i na vnitini stavy organismu. Tento
proces probiha §ifenim vzruchd z jednotlivych cidel, tzv. receptoru, které
umoznuji pfijimat mechanické, tepelné, chemické a svételné podnéty, smé-
rem k jinym nervovym bunkam, které tyto signdly zpracovavaji a privadi
k piislusnym vykonnym organim, tzv. efekiorim. Tyto vzruchy se po pro-
jekénich drahdch, kde dochézi k prvnimu pfedzpracovani, kompresi a filtraci
informace, dostavaji az do mozkové kiry, ktera je nejvyssim fidicim cen-
trem nervového systému. Na povrchu mozku muzeme rozlisit celkem Sest pri-
marnich vzajemné propojenych projekénich oblasti odpovidajicich pfiblizné
smysltm, ve kterych dochazi k paralelnimu zpracovani informace. Komplexni
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Nervové soustava clovéka je velmi slozity systém, ktery je stale predmeé-
tem zkoumani. Uvedené velmi zjednodusené neurofyziologické principy nam
vSak v dostateéné mite poslouzi k formulaci matematického modelu neuro-
nové sité.

1.3 Matematicky model neuronové sité

1.3.1 Formalni neuron

Zakladem matematického modelu neuronové sité bude formdini neuron, kte-
PR < PRI oy . Iy

ry ziskdme preformulovanim zjednodusené funkce neurofyziologického neu-

ronu do matematické feci. Jeho struktura je schematicky znazornéna na ob-

razku 1.3. Formalni neuron (déle jen neuron) mé n obecné redlnych vstupi

prah
. Yoo vystup

bias
vnitfni potencidl

synaptické vahy

Ty vstupy
Obr. 1.3: Formalni neuron.

Z1,...,2n, které modeluji dendrity. Vstupy jsou ohodnoceny odpovidaji-
cimi obecné redlnymi synaptickymi vdhami w1, ..., w,, které urcuji jejich
propustnost. Ve shodé s neurofyziologickou motivaci mohou byt synaptické
vahy zdporné, ¢imz se vyjadfuje jejich inhibi¢ni charakter. Zvazena suma
vstupnich hodnot pfedstavuje vnitrni potencidl neuronu:

&:Zwixi. (1.1)
i=1

Hodnota vnitfniho potencidlu £ po dosazeni tzv. prahové hodnoty h indukuje
vfstup (stav) neuronu y, ktery modeluje elektricky impuls axonu. Nelinedrni
narist vystupni hodnoty y = o(§) pfi dosazeni prahové hodnoty potenciélu A
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’—“,
%
7 <J.....) ....synapse

Obr. 1.2: Biologick4 neuronova sit.

délit predevsim na tzv. ezcitacéni, které umoznuji rozsiteni vzruchu v nervové
soustavé, a na tzv. inhibicni, které zpusobuji jeho Gtlum. Pamétova stopa
v nervové soustavé vznikd pravdépodobné pravé zakdédovanim synaptickych
vazeb na cesté mezi receptorem a efektorem.

Siteni informace je umoznéno tim, Ze soma i axon jsou obaleny membra-
nou, kterd mé schopnost za jistych okolnosti generovat elektrické impulsy.
Tyto impulsy jsou z axonu pfendSeny na dendrity jinych neuront synaptic-
kymi branami, které svoji propustnosti urcuji intenzitu podrazdéni dalsich
neuronu. Takto podrdzdéné neurony pii dosazeni urcité hraniéni meze, tzv.
prahu, samy generuji impuls a zajistuji tak §ifeni prislusné informace. Po kaz-
dém prichodu signalu se synapticka propustnost méni, coz je pfedpokladem
pamétové schopnosti neuroni. Také propojeni neuront prodélava béhem zi-
vota organismu sviij vyvoj, v pribéhu ucenf se vytvaii nové pamétfové stopy
nebo pfi zapominani se synaptické spoje pFerusuji.
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Tato nadrovina déli vstupni prostor na dva poloprostory. Soufadnice bod
[z, ..., zF], které lezi v jednom poloprostoru, splituji nasledujic{ nerovnost:
n
wo—l—Zwix;" >0. (1.5)
i=1
Body [27,...,«;] z druhého poloprostoru vyhovuji nerovnosti s opaénym
relaénim znaménkem: N
wq + Z wix; < 0. (1.6)
i=1
Synaptické vahy neuronu wy, ..., w, (vCetné biasu) lze chapat jako koefi-

cienty této nadroviny. Je zfejmé, ze neuron ve vstupnim prostoru klasifikuje,
ve kterém ze dvou poloprostora urcenych touto nadrovinou lezi bod, jehoz
soufadnice jsou na vstupu, tj. neuron realizuje tzv. dichotomii vstupniho pro-
storu. Pfesnéji feceno, neuron je aktivni (tj. stav neuronu je y = 1), jestlize
vstupy neuronu spliuji podminku (1.5) nebo (1.4), tj. pfedstavuji soufad-
nice bodu, ktery lezi v prvnim poloprostoru nebo na nadroviné. V ptipadé, ze
tento bod lezi ve druhém poloprostoru, vstupy neuronu vyhovuji podmince
(1.6) a neuron je pasivni (tj. stav neuronu je y = 0).

7
wo + Ei:l wiz; =0

” AJJ

” B))

Obr. 1.5: Separace obrazi ,A“ a ,,B“ pomoci neuronu.

Vyznam funkce neuronu ilustrujeme na motiva¢nim (trochu nadneseném)
piikladu z oblasti rozpoznavani obrazct. Pfedstavme si, ze skoldk z prvni
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je dan tzv. aktivacéni (pfenosovou) funkei o. Nejjednodussim typem aktivaéni
funkce je tzv. ostrd nelinearita, kterd ma tvar:

[ 1 Jestlize £>h
(&) = { 0 jestlize & < h. (1.2)

Formélni Gipravou lze docilit toho, Ze funkce o bude mit nulovy prah a vlastni
prah neuronu se zdpornym znaménkem budeme chapat jako vahu, tzv. bias
wq = —h dalstho formélniho vstupu zg = 1 s konstantni jednotkovou hodno-
tou, jak je naznaceno na obrazku 1.3. Matematicka formulace funkce neuronu
je potom déna vztahem:

1 jestlize ¢ >0 -
y=o0(&) = { 0 jestlize £ <0 kde ¢ = Z%wi.z‘i. (1.3)

K lepsimu pochopeni funkce jednoho neuronu ndm pomuze geometricka
pfedstava nacértnutd na obrazku 1.4. Vstupy neuronu budeme chapat jako

7
wo + Ei:l w;r; =0

°

[zF,...,2f] € Ey

1110-1-2:.7':1 wiz] >0

— Yy =

°

[¢7,...,z,] € En
wo—i—E?_l wir; <0
—>y:0

Obr. 1.4: Geometricka interpretace funkce neuronu.

soufadnice bodu v n-rozmérném euklidovském, tzv. vstupnim prostoru E,,.
V tomto prostoru mé rovnice nadroviny (nap¥. v Es p¥imka, v F3 rovina)
tvar:

wo—i—Zwixi:O. (14)
i=1
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hoto pismene od obrazi ostatnich pismen. Je pravdépodobné, ze na zacatku
gkolniho roku budou vahy neuronu odpovidajiciho za dichotomii pismen ,,A“
a ,,B“ nastaveny ndhodné, protoze skolak jesté neumf ¢ist. V prabéhu uéenf,
kdy mu je pfedklddano mnoZstvi vzorovych pismen, se vahy tohoto neuronu
budou postupné adaptovat tak, aby pfislusna nadrovina zacala oddélovat
shluk boda odpovidajici pismenu ,,A“ od shluku bodu reprezentujici pis-
meno ,,B“.

Napftiklad si pfedstavme, Ze skoldk jiz celkem dobfe od sebe rozlisi vzo-
rova pismena ,A“ a ,B“. V této fazi uceni se setka s jiz trochu vypsanym
rukopisem své maminky, kde obraz pismene ,,A“ bude deformovéan tak, ze jej
zprvu bude ¢ist jako pismeno ,,B“. To znamend, ze ptislusnd nadrovina re-
prezentovand uvedenym neuronem rozdéluje vstupni prostor takovym zptso-
bem, ze bod odpovidajici deformovanému obrazu pismene ,,A“ lezi nespravné
v poloprostoru ptislusejicim pismenu ,,B“. P¥1 chybném éteni maminka sko-
ldka opravi a gkoldk si pfizpusobi pfislusné synaptické vahy wy, ... w, tak,
aby se nadrovina natocila a zahrnula novy vzor do spravného poloprostoru.
Tato situace je znazornéna na obrazku 1.6, kde je nova poloha nadroviny
(reprezentovand vdhami wy, . . .w}, ) vyznacena pFerusovanou carou. V uvede-
ném piipadé je tedy potieba korekce ucitele, kterého predstavuje maminka.
Nékdy muze byt stimulaci k u€eni negativni zkusenost, kdy spravné rozli-
Senf objektt je otdzkou preziti (napf. kufe se musi naucit rozlisit hospodéfe,
ktery mu p¥inasi potravu, od dravce, ktery je chce zahubit). Adaptovani vah

T2

=
-
O

[0,0] (1,0]

Obr. 1.7: Geometrické znazornéni funkce XOR.
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n ! n !
wo+ L wimi =0 wo 3L, wiwi =0

Obr. 1.6: Adaptace vah neuronu pfi chybné klasifikaci obrazu ,A“.

tFidy se uci ¢ist a rozpoznavat pismena. Pro jednoduchost pfedpokladejme,
ze za dichotomii pismen ,,A“ a ,,B“ je v jeho mozku odpovédny jeden neuron
(srovnejte s vyuzitim Rosenblattova neuropocitate Mark I Perceptron v pod-
kapitole 1.1). Obraz jednoho pismene je rozlozen na matici n = k x k bodd.
Intenzita téchto obrazovych bodu vyjadfend redlnymi ¢isly je vstupem uve-
deného neuronu. Tedy kazdé pismeno v nasi geometrické predstavé odpovida
bodu v n-rozmérném vstupnim prostoru neuronu. Je ziejmé, 7e skoldk se pii
svém ucenf setkd s riznymi vyskyty pismene ,A“ (napf. vzorové pismo v &i-
tance, pismo uéitele apod.), jejichz tvar nebude vzdy totozny, ale mél by byt
velmi podobny (vzdy se jednd o pismeno ,,A“). Body ve vstupnim prostoru
neuronu odpovidajici témto vyskyttim pismene ,A“ by nemély byt vzhledem
k podobnosti obrazovych vzora od sebe pfilis vzdélené (méfeno euklidovskou
metrikou). Na druhou stranu bod reprezentujici pismeno ,, B¢, jehoz obraz se
dostatecné lis{ od obrazu pismene ,,A“, bude ve vstupnim prostoru ponékud
vzdalen od bodi odpovidajicich pismenu ,A“. Jinymi slovy body reprezen-
tujic{ pismena ,,A“ a ,B“ vytvori ve vstupnim prostoru dva oddélené shluky.
Funkei uvedeného neuronu je oddélit tyto shluky ptislusnou nadrovinou tak,
jak je naznaceno na obrazku 1.5.

Na uvedeném prikladé je vidét metodologickou odlisnost reprezentace
konceptii v neuronovych sitich. Skolak si nemusi pamatovat jednotlivé ob-
razy vSech vyskytu daného pismene. Staci, kdyz synaptické vahy ptislusného
neuronu budou nastaveny tak, ze odpovidajici nadrovina oddéli obrazy to-
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témito zakonitostmi, probihaji v odpovidajicich rezimech prace neuronové
sité.

Konkretizaci{ jednotlivych dynamik pak obdrzime rtzné modely neuro-
novych siti vhodné pro Feseni urcitych t¥id Gloh. To znamend, ze pro spe-
cifikaci konkrétnitho modelu neuronové sité staci, kdyz definujeme jeho or-
ganizaéni, aktivni a adaptivni dynamiku. V nasledujicim vykladu popiseme
obecné principy a riazné typy téchto tfi dynamik, které jsou zakladem pro
déleni a klasifikaci model neuronovych siti. Také zminime nékolik typickych
prikladu, které se nam budou pozdéji hodit pii popisu konkrétnich modela
neuronovych siti.

Organizac¢ni dynamika

Organizacni dynamika specifikuje architekturu sité a jeji pfipadnou zménu.
Zména topologie se vétginou uplatnuje v ramei adaptivniho rezimu tak, 7e
sit je v pFipadé potieby rozsifena o dalsi neurony a prFislusné spoje. Avsak
organizaéni dynamika pfevazné pfedpoklada pevnou architekturu neuronové
sité, kterd se jiz neméni.

Obr. 1.8: Pfiklad cyklické architektury.

Rozlisujeme v zdsadé dva typy architektury: cyklickd (resp. rekurentni)
a acyklickd (vesp. dopfednd) sif. V pFipadé cyklické topologie existuje v siti
skupina neuronti, kterd je zapojena v kruhu (tzv. cyklus). To znamend, ze
v této skupiné neuronu je vystup prvniho neuronu vstupem druhého neu-
ronu, jehoz vystup je opét vstupem tfetiho neuronu atd., az vystup posled-
niho neuronu v této skupiné je vstupem prvniho neuronu. Nejjednodussim
prikladem cyklu je zpétnd vazba neuronu, jehoz vystup je zaroven jeho vstu-
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u formalniho neuronu modeluje zménu synaptickych propustnosti biologic-
kého neuronu a vznik pamétovych stop v nervové soustavé zivého organismu.

Uvedeny motivacni pFiklad mél osvétlit zakladni principy matematického
modelu neuronu. Je zfejmé, 7e jeden neuron muze fesit jen velmi jednodu-
ché tlohy. Typickym piikladem logické funkce, kterou nelze pocitat pomoci
jednoho neuronu je vylu¢ovaci disjunkce XOR (srovnejte s argumentem Min-
ského a Paperta proti perceptronu v podkapitole 1.1). Uvazujme napf. jen
dva bindrni vstupy (jejichz hodnoty jsou z mnoziny {0,1}) a jeden binarni
vystup, jehoz hodnota je 1, pravé kdyz hodnota pravé jednoho vstupu je 1
(tj. XOR(0,0) =0, XOR(1,0) =1, XOR(0,1) =1, XOR(1,1) = 0). Z ob-
razku 1.7, kde jsou vSechny mozné vstupy zndzornény ve vstupnim prostoru
E5 a ohodnoceny odpovidajicimi vystupy, je zfejmé, Ze neexistuje nadrovina
(pfimka), kterd by oddélila body prislusejici k vystupu 1 od bodi odpovi-
potfeba neurony spojovat do sité stejné tak, jak je tomu v nervové soustavé
clovéka.

1.3.2 Neuronova sit

Neuronovd sit se sklada z formalnich neuronti, které jsou vzdjemné propo-
jené tak, ze vystup neuronu je vstupem obecné vice neuronii podobné, jako
terminaly axonu biologického neuronu jsou pfes synaptické vazby spojeny
s dendrity jinych neuronu. Poéet neuronu a jejich vzajemné propojeni v siti
uréuje tzv. architekturu (topologii) neuronové sité. 7Z hlediska vyuziti rozli-
Sujeme v siti wstupni, pracovni (skryté, mezilehlé) a vystupni neurony. Lze
zjednodusené ¥ici, ze v neurofyziologické analogii vstupni neurony odpovi-
daji receptorim, vystupni neurony efektorim a propojené pracovni neurony
mezi nimi vytvari pfislusné drahy, po kterych se §ifi vlastni vzruchy. Tyto
drahy budeme v matematickém modelu nazyvat cestami. Sifenf a zpracovani
informace na cesté v siti je umoznéno zménou stavli neuronu lezicich na této
cesté. Stavy vSech neuronu v siti urcuji tzv. stav neuronové sité a synaptické
vahy vSech spoju predstavuji tzv. konfiguraci neuronové sité.

Neuronové sit se v case vyviji, ménf se propojeni a stav neuroni, adap-
tuji se vahy. V souvislosti se zménou téchto charakteristik v case je icelné
celkovou dynamiku neuronové sité rozdélit do t¥i dynamik a uvazovat pak
tF reZimy prace sité: organizacni (zména topologie), aktivni (zména stavu)
a adaptivni (zména konfigurace). Toto déleni neodpovida neurofyziologické
skutecnosti, protoze v nervové soustavé probihaji prislusné zmény soucasné.
Uvedené dynamiky neuronové sité jsou obvykle zadany pociteénim stavem
a matematickou rovnici, resp. pravidlem, které urcuje vyvoj pfislusné cha-
rakteristiky sité (topologie, stav, konfigurace) v Case. Zmény, které se Fidi
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vystupni vrstva

skryté vrstvy

vstupni vrstva

Obr. 1.10: Piiklad architektury vicevrstvé neuronové sité 3—4-3-2.

Aktivni dynamika

Aktivni dynamika specifikuje pocdiecni stav sité a zptsob jeho zmény v Case
pfi pevné topologii a konfiguraci. V aktivnim rezimu se na zacatku nastavi
stavy vstupnich neuront na tzv. vstup sité a zbylé neurony jsou v uvedeném
pocatecnim stavu. Vsechny mozné vstupy, resp. stavy sité, tvoti tzv. vstupni
prostor, resp. stavovy prostor, neuronové sité. Po inicializaci stavu sité pro-
biha vlastni vypocet. Obecné se uvazuje spojity vyvoj stavu neuronové sité
v Case a hovoii se o tzv. spojitém modelu, kdy stav sité je (spojitou) funkci
casu, kterd je obvykle v aktivni dynamice zadana diferencialni rovnici. Vét-
sinou se v8ak pfedpokladd diskrétni as, tj. na pocatku se sit nachdz{ v case
0 a stav sité se ménf jen v ¢ase 1,2,3,.... V kazdém takovém casovém kroku
je podle daného pravidla aktivni dynamiky vybran jeden neuron (tzv. sek-
vencni vypocet) nebo vice neuront (tzv. paralelni vypocet), které aktualizuji
(méni) svij stav na zdkladé svych vstupd, tj. stavl sousednich neuront, je-
jichz vystupy jsou vstupy aktualizovanych neuronu. Podle toho, zda neurony
meéni svi) stav nezdvisle na sobé nebo je jejich aktualizace Fizena centralné,
rozliujeme asynchronni a synchronni modely neuronovych siti. Stav vystup-
nich neuront, ktery se obecné méni v Case, je tzv. vy§stupem neuronové sité
(tj. vysledkem vypoétu). Obvykle se vSak uvazuje takova aktivni dynamika,
ze vystup sité je po néjakém Case konstantni a neuronovéa sit tak v aktiv-
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pem. Nejvice cykld je v tzv. dpiné topologii cyklické neuronové sité, kde
vystup libovolného neuronu je vstupem kazdého neuronu. Pfiklad obecné
cyklické neuronové sité je na obrazku 1.8, kde jsou vyznaceny vSechny cykly.
V acyklickych sitich naopak cyklus neexistuje a vSechny cesty vedou jednim
smérem. Pfiklad acyklické neuronové sité je na obrazku 1.9, kde je vyznacena
nejdel§i cesta.

Obr. 1.9: Piiklad acyklické architektury.

U acyklické neuronové sité lze neurony vzdy (disjunktné) rozdélit do tzv.
vrstev, které jsou uspofddany (napf. nad sebou) tak, Ze spoje mezi neu-
rony vedou jen z niz8ich vrstev do vyssich a obecné mohou preskoéit jednu
nebo vice vrstev. Specidlnim pfipadem takové architektury je tzv. vicevrsivd
neuronovd sit. V této siti je nultd (dolni), tzv. vstupni vrstva tvofena vstup-
nimi neurony a posledni (horni), tzv. vgstupni vrstva se skldda z vystupnich
neurond. Ostatni, tzv. skryté (mezilehlé) vrstvy jsou slozeny ze skrytych
neuront. Jak uz bylo naznaceno, vrstvy ¢islujeme od nuly, kterd odpovida
vstupni vrstvé. Tu potom nepoéitdme do poétu vrstev sité (napf. dvouvrstva
neuronova sit se sklddad ze vstupni, jedné skryté a vystupni vrstvy). V to-
pologii vicevrstvé sité jsou neurony jedné vrstvy spojeny se véemi neurony
bezprostfedné nésledujici vrstvy (pfip. chybéjici spoje lze implicitné chépat
jako spoje s nulovymi vahami). Proto architekturu takové sité lze zadat jen
pocty neuronu v jednotlivych vrstvach, typicky oddélenymi pomlckou, v po-
fadi od vstupni k vystupni vrstvé. Také cesta v takové siti vede smérem od
vstupni vrstvy k vystupni, pficemz obsahuje po jednom neuronu z kazdé
vrstvy. Piiklad architektury tfivrstvé neuronové sité 3-4-3-2 s jednou vy-
znacenou cestou je na obrdzku 1.10, kde kromé vstupni a vystupni vrstvy
jsou dvé skryté vrstvy.
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Obr. 1.11: Grafy sigmoidnich aktivaénich funkei.

konfigurace této vicevrstvé sité. Na zacatku jsou (obecné realné) stavy neu-
ront vstupni vrstvy nastaveny na vstup sité a ostatn{ (tj. skryté a vystupni)
neurony jsou pasivni. Vypocet vicevrstvé sité dale probiha v diskrétnim case.
V Casovém kroku 1 jsou aktualizovany stavy neuront z prvni (skryté) vrstvy
podle rovnice (1.3). To znamené, ze neurony z této vrstvy pfevezmou své
vstupy od vstupnich neuronu, spocitaji svij vnitini potencial jako zvdzenou
sumu téchto vstupt a svij stav (vystup) uréi ze znaménka této sumy pomoci
pfenosové funkce. V ¢asovém kroku 2 jsou pak aktualizovany stavy neuront
z druhé (skryté) vrstvy opét podle rovnice (1.3). V tomto p¥ipadé vystupy
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nim rezimu realizuje néjakou funkci na vstupnim prostoru, tj. ke kazdému
vstupu sité vypodéita pravé jeden vystup. Tato tzv. funkce neuronové sité je
tedy dana aktivni dynamikou, jejiz rovnice parametricky zavisf na topologii
a konfiguraci, které se v aktivnim rezimu neméni. Je zfejmé, ze v aktivnim
rezimu se neuronovi sit vyuziva k vlastnim vypoétim.

Aktivni dynamika neuronové sité také urcuje funkci jednoho neuronu,
jejiz pFedpis (matematicky vzorec) je vétSinou pro vSechny (nevstupni) neu-
rony v siti stejny (tzv. homogenni neuronova sit). Zatim jsme uvazovali jen
tvar funkce neuronu dany rovnici (1.3), kterd byla inspirovana funkci bio-
logického neuronu. U modeld neuronovych siti se vSak bézné setkavame s ji-
nymi funkcemi, které nemusi mit neurofyziologicky vzor, ale vznikly jiz jen
matematickou invenci nebo byly dokonce motivovany jinymi, napf. fyzikal-
nimi teoriemi. Naptiklad misto zvazené sumy (1.1) se u tzv. neuronovijch
siti vyssiho Fddu pouziva obecné polynom vice proménnych (vstupt). Nebo
nékdy vnitini potencidl neuronu odpovidd formélné normé uréujici vzda-
lenost vstupu od vdhového vektoru apod. Také diskrétni pfenosova funkce
(1.2) byva aproximovana spojitou (ptip. diferencovatelnou) aktivaéni funkef,
popf. nahrazena Gplné odlisnou funkei. V této praci se setkdme napt. s nasle-
dujicimi sigmoidnimi aktivacnimi funkcemi: ostrd nelinearita (hard limiter)
(1.7), saturovand linedrni funkce (saturated-linear function, resp. piecewise-
linear function) (1.8), standardni (logistickd) sigmoida (standard sigmoid,
resp. logistic function) (1.9), hyperbolicky tangens (1.10) apod.

oé) = { (1) gi(l) ostrd nelinearita (1.7)
1 ¢é>1
o) = & 0<e<t saturovand linedrni funkce  (1.8)
0 ¢<0
o) = Tret standardni (logistickd) sigmoida (1.9)
=
1—e¢
(&) = it hyperbolicky tangens (1.10)

Grafy téchto sigmoidnich funkci jsou znazornény na obrazku 1.11. Podle
toho, zda je funkce neuronu diskrétni nebo spojita rozlisujeme diskréini a
analogové modely neuronovych siti.

Uvedené obecné principy objasnime na ptikladé modelu neuronové sité,
u néhoz konkrétné popiseme aktivni dynamiku a nastinime jeji geometric-
kou interpretaci podobné jako u neuronu v odstavei 1.3.1. Uvazujme pevnou
architekturu vicevrstvé neuronové sité (viz obrazek 1.10). Dale pfedpoklé-
dejme, ze kazdy spoj v této siti je ohodnocen synaptickou vahou, tj. je dana



36 KAPITOLA 1. FENOMEN NEURONOVYCH SITI

sité formalné spojeny s timto neuronem, ale odpovidajici vahy jsou nulové,
a proto nemaji na uvedeny neuron zadny vliv. V tomto p¥ipadé neurony
v druhé vrstvé realizuji logickou konjunkci (AN D), tj. jsou aktivni, pravé
kdyz vsechny relevantni vstupy jsou 1. Na obrazku 1.12 je znézornéno roz-
déleni vstupniho prostoru na étyfi poloprostory P;, Ps, P3, Py pomoci ¢tyf
neurontd z prvni vrstvy (srovnejte s pifkladem architektury vicevrstvé sité
3-4-3-2 na obréazku 1.10). Jsou zde vyznaceny t¥i konvexni oblasti, které jsou
pranikem poloprostordt K1 = PINPy NP3, Ko = PoNPsNPya Kz =P NPy
a odpovidaji tfem neurontim z druhé vrstvy, z nichz kazdy je aktivni, pravé
kdyz vstup sité je z odpovidajici oblasti.

Rozdéleni vstupnfho prostoru na konvexnf oblasti lze napt. vyuzit k roz-
poznavani obrazi vice pismen (srovnejte s dichotomii obrazi dvou pismen
v motiva¢nim pFikladu na obrazku 1.5), kde kazdému pismenu odpovida
jedna konvexni oblast. Nékdy nelze ¢ast vstupniho prostoru odpovidajici
néjakému obrazu uzavfit do konvexni oblasti. AvSsak nekonvexni oblast lze
ziskat sjednocenim konvexnich oblast{, které je realizovano neuronem treti
(vystupni) vrstvy. To znamené, ze vystupni neuron je aktivni, pravé kdyz
vstup sité reprezentuje bod ve vstupnim prostoru, ktery lezi aspon v jedné
z vybranych konvexnich oblasti, které jsou klasifikovany neurony z druhé
vrstvy. V tomto pfipadé neurony vystupni vrstvy pocitaji logickou disjunkci
(OR), tj. jsou aktivni, pravé kdyz aspon jeden relevantni vstup je 1. V pfi-
kladu na obrazku 1.12 maze byt vystupni neuron napf. aktivni, pravé kdyz
vstup sité je z oblasti Ky nebo Ks (tj. K1 U Ka). Je zfejmé, ze obecné lze
nekonvexni oblasti klasifikovat pomoci tfivrstvé neuronové sité.

Obr. 1.13: Neuronové realizace funkci AND a OR.

V piedchozich tvahich jsme vyuzili faktu, ze pomoci neuronu s aktivni
dynamikou (1.3) lze poéitat logickou konjunkci (AN D) a disjunkci (OR). Na
obrazku 1.13 je znédzornéna neuronovéa realizace téchto funkci. Jednotkové
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neurond z prvni vrstvy jsou vstupy neuront z druhé vrstvy. Obdobné v ¢a-
sovém kroku 3 jsou aktualizoviny stavy neurontu z tfeti vrstvy atd. Vypocet
tak probihd smérem od vstupni vrstvy k vystupni s tim, ze v kazdém caso-
vém kroku jsou paralelné aktualizovany vSechny neurony jedné vrstvy, které
ziskaji své vstupy ze stavii neuronu predchézejici vrstvy. Nakonec jsou aktua-
lizovany stavy neuront ve vystupni vrstvé, které tvoii vystup sité, a vypocet
vicevrstvé neuronové sité konéi.

Pokusime se nyni zobecnit nasi geometrickou pfedstavu funkce neuronu
(viz obréazek 1.4) pro funkci t¥ivrstvé neuronové sité. Je zfejmé, ze neu-
rony v prvni (skryté) vrstvé rozdéli vstupni prostor sité pomoci p¥islus-
nych nadrovin na ruzné poloprostory stejné jako v odstavci 1.3.1, a tedy
pocet téchto poloprostoru je roven poc¢tu neuront v prvni vrstvé. Neurony
z druhé vrstvy pak mohou napt. klasifikovat prunik nékterych z téchto po-
loprostort, tj. lze pomoci nich reprezentovat konvexni (vypouklé) oblasti ve
vstupnim prostoru. To znamend, Ze takovy neuron z druhé vrstvy je aktivni,
pravé kdyz vstup sité reprezentuje bod ve vstupnim prostoru, ktery lezi sou-
casné ve v8ech poloprostorech, které jsou klasifikovany vybranymi neurony
z prvni vrstvy. Ostatni neurony z prvni vrstvy jsou sice v topologii vicevrstvé

Ki=P NP NP

Ko=PFP,NPsNF,

....... Ki=P NP,

Py

Obr. 1.12: Piiklad separace konvexnich oblasti.



38 KAPITOLA 1. FENOMEN NEURONOVYCH SITI

vahy (kromé biasu) zajisti, ze zvadZend suma skuteénych bindrnich vstupt
(z mnoziny {0,1}) bude odpovidat poé¢tu 1 na vstupu, a prah (bias s opaé-
nym znaménkem) n v pfipadé funkce AND (resp. 1 v pfipadé funkce OR)
zarucuje, zZe neuron bude aktivni{, pravé kdyz tento pocet bude aspon n (resp.
1). Samozfejmé, ze neurony ve vyssich vrstvach vicevrstvé sité mohou obecné
pocitat jiné funkce nez logickou konjunkei nebo disjunkci, proto tifida moz-
nych funkei vicevrstvé neuronové sité je bohatsi, nez jsme v nasem prikladé
uvazovali.

Vyklad o geometrické interpretaci vicevrstvé neuronové sité budeme jesté
ilustrovat na jiz zminéném dulezitém piikladu logické funkce, vylucovaci
disjunkce (XOR). Z odstavce 1.3.1 vime, Ze ji nelze poéitat pomoci jednoho
neuronu s aktivni dynamikou (1.3). Na obrazku 1.14 (srovnejte s komentérem
k obrazku 1.7) vidime, ze vstupy, pro néz vystup funkce XOR je 1, 1ze pomoci
priniku dvou poloprostori (polorovin) Pj, Ps ohrani¢enych nadrovinami
(pfimkami) uzaviit do konvexni oblasti. Funkci XOR lze proto realizovat
pomoci dvouvrstvé neuronové sité 2-2-1 (s jednou skrytou vrstvou), ktera
je znazornéna na obrazku 1.15.

Adaptivni dynamika

Adaptivni dynamika specifikuje pocdtecni konfiguraci sité a jakym zpuso-
bem se méni vahy v sfti v ¢ase. VSechny mozné konfigurace sité tvoii tzv.
vdhovy prostor neuronové sité. V adaptivnim rezimu se tedy na zacatku na-
stavi vdhy vSech spojl v siti na pocateéni konfiguraci (napf. ndhodné). Po
inicializaci konfigurace sité probiha vlastni adaptace. Podobné jako v aktivni
dynamice se obecné uvazuje spojity model se spojitym vyvojem konfigurace
neuronové sité v case, kdy véhy sité jsou (spojitou) funkci Casu, kterd je
obvykle v adaptivni dynamice zadana diferencialni rovnici. Vétsinou se vsak
pfedpoklada diskrétni ¢as adaptace (srovnejte s aktivni dynamikou).

Vime, 7e funkce sité v aktivnim rezimu zavisi na konfiguraci. Cilem adap-
tace je nalézt takovou konfiguraci sité ve vahovém prostoru, kterd by v ak-
tivnim rezimu realizovala pfedepsanou funkci. Jestlize aktivni rezim sité se
vyuziva k vlastnimu vypoctu funkce sité pro dany vstup, pak adaptivni re-
zim slouzi k uceni (,programovani“) této funkce. Existuji stovky fispésnych
ucicich algoritmi pro rizné modely neuronovych siti. Napfiklad nejznamé)si
a nejpouzivanéjsi uéici algoritmus je backpropagation pro vicevrstvou neu-
ronovou sit, jehoZ vyznam pro rozvoj neurovypoétl jsme objasnili v podka-
pitole 1.1 a vlastni popis lze najit v podkapitole 2.2. Uéen{ neuronové sité
predstavuje vétsinou slozity nelinearni optimalizac¢ni problém, jehoZ feseni je
i pro mensi lohy ¢asové velminéroéné (desitky hodin i dni vypoctu na PC).
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Obr. 1.14: Geometrické znazornéni vypoctu XOR pomoci dvouvrstvé sité.
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Obr. 1.15: Dvouvrstva sit pro vypoéet funkce XOR.
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neprogramujeme tak, ze bychom popsali pfesny postup vypoétu jeji funkéni
hodnoty, ale sit sama abstrahuje a zobecniuje charakter funkce v adaptivnim
rezimu v procesu uéeni ze vzorovych pfiklada. V tomto smyslu neuronova
sit pfipomind inteligenci ¢lovéka, ktery ziskava mnohé své znalosti a doved-
nosti ze zkuSenosti, kterou ani neni ve véts§iné pfipada schopen formulovat
analyticky pomoci pfesnych pravidel ¢ algoritmu. V nésledujicim vykladu
uvedeme opét nékolik motivacnich (trochu nadnesenych) piiklada, které ndm
pomohou tento fenomén pochopit.

Predstavme si zednika, ktery by chtél svého uéné naucit omitat zed. Prav-
dépodobné ti, kdo se nékdy sami pokouseli omitnout svij dam, vi, ze prvni
pokusy nebyvaji moc zdafilé (polovina malty vétSinou kon¢i na zemi). Jak
groteskni by bylo teoretické skoleni zednika, ktery by na tabuli vylekanému
u¢ni napsal diferencialni rovnice popisujici trajektorii (drahu) a rychlost po-
hybu ruky, popt. zapésti, pfi nahazoviani{ malty na omitanou zed. 1 kdyby
zednicky uéen mél zaklady v diferencidlnim poétu, omitat by se timto zpu-
sobem asi nenauéil. Tuto dovednost muze totiz ucen ziskat jen pozorovanim
zednika pFi omitani a vlastnimi pokusy korigovanymi ucitelem.

Nebo jiz uvedeny piiklad skoldka, ktery se uéi éist (viz podkapitolu 1.3).
I zde by analyticky popis tvar idealnich pismen skoldkovi pfilis nepomohl.
Pro néj je dulezité snazit se pod dozorem ucitele pfecist co nejvice pfiklada
jednoduchych vét ze slabikafe, ale 1 vét napsanych rukou ucitele na tabuli
odlisnym pismem. Navic vlastni rozpoznani pismen neni zarukou spravného
¢teni slov, jak ukazuje pfiklad obrazi dvou anglickych slov THE (uréity
¢len), TEA (¢aj) na obrazku 1.16, kde deformovany tvar pismene ,H* je to-
tozny s porusenym tvarem pismene ,A“. Kontext jednotlivych pismen nebo
dokonce vyznam slov je totiz podstatny pro spravné Cteni (srovnejte se sys-
témem NETtalk zminéném v podkapitole 1.1 a odstavci 1.4.2).

1 H 8

Obr. 1.16: Rozliseni pismen ,H“ a ,A“ na zdkladé kontextu.

Dalsim demonstraénim piikladem, ktery je popisovéan v literatufe [273],
je balancovani s tyéf kostéte. Byla sestrojena neuronovi sit, kterd dokazala
napodobit dovednost cirkusového klauna, ktery na svém nose udrzi kosté ve
vertikdlni poloze. PFi vlastnim experimentu byl pouzit specidlni vozik, na
kterém bylo kosté volné upevnéno (pro jednoduchost v jedné roviné) tak, ze
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Pozadovana funkce sité je obvykle zadana tzv. tréninkovour mnoZinou (po-
sloupnosti) dvojic vstup/vystup sité (tzv. tréninkovy vzor). V motivaénim
ptikladé skoldka, ktery se uéi ¢ist (viz odstavec 1.3.1), mohou vstupy trénin-
kovych vzort byt vzorové obrazy pismen (tj. matice intenzit n = k x k ob-
razovych bodi), kterym jako vystupy odpovidaji jednotlivd pismena (napf.
u vystupniho neuronu, ktery reprezentuje pismeno ,A“, je pozadovana hod-
nota stavu rovna 1, pravé kdyz je na vstupu piiklad obrazu pismene ,A“,
a ostatn{ vystupni neurony jsou v takovém pfipadé pasivn{). Tento zpisob
popisu pozadovaného chovani sité modeluje ucitele, ktery pro vzorové vstupy
sité informuje adaptivni mechanismus o spravném vystupu sité. Proto se to-
muto typu adaptace k4 uceni s ucitelem (supervised learning). Nékdy udi-
tel hodnoti kvalitu momentélni skutetné odpovédi (vystupu) sité pro dany
vzorovy vstup pomoci zndmky, kterd je zaddna misto pozadované hodnoty
vystupu sité (tzv. klasifikované uceni). P¥iklady modeli neuronovych sitf,
které vyuzivaji uceni s ucitelem, budou popsany v kapitole 2 (napf. typic-
kym zastupcem z této t¥idy je jiz zminovany algoritmus backpropagation).

Jinym typem adaptace je tzv. samoorganizace. V tomto pfipadé trénin-
kova mnozina obsahuje jen vstupy sité. To modeluje situaci, kdy neni k dis-
pozici ucitel, proto se tomuto zpusobu adaptace také Fika uceni bez ucilele.
Neuronové sif v adaptivnim rezimu sama organizuje tréninkové vzory (napf.
do shluki) a odhaluje jejich souborné vlastnosti. P¥iklady modelt neurono-
vych siti, které vyuzivaji uceni bez ucitele, budou popsany v kapitole 4.

1.4 Postaveni neuronovych siti v informatice

1.4.1 Neuronové sité a von neumannovska architektura
poéitace

7 ptedchoziho vykladu nemusi byt zcela zfejmé, v é¢em spoéivd pfinos neu-
ronovych sit{. Nejprve si uvédomime, %e neuronovi sit je schopna v ak-
tivnim rezimu realizovat pozadovanou funkci. V jistém smyslu neuronové
sité pfedstavuji univerzalni vypocetni prostfedek (pFesnéji viz druhou ¢ast
této knihy), a tedy mayji stejnou vypocetni silu jako klasické pocitae napf.
von neumannovské architektury (tj. pomoci neuronovych siti 1ze principiélné
spocitat v8e, co umi nap¥. osobni pocita¢, a naopak). Tato jejich vlastnost by
vzhledem k existenci stovek riznych (i velmi exotickych) univerzalnich vypo-
Cetnich modelt nebyla tak vyjimecéna. Navic je funkce sité popsana velkym
poétem vahovych parametri a vibec neni ziejmé, jak bychom pozadovanou
funkci v tomto vypocetnim modelu programovali.

Hlavni vyhodou a zaroven odlisnosti neuronovych siti od klasické von neu-
mannovské architektury je jejich schopnost ucit se. Pozadovanou funkci sité
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se totiz nazpamét naucit vzorové piiklady, ale je potfeba umét zobecnit z4-
konitosti jejich Feseni.

Schopnost uéit se a zobecnovat je typickou vlastnosti lidské inteligence.
Velkym problémem pro hodnoceni generalizaéni schopnosti neuronové sité
je, 7e nenf jasné, jakym zpusobem definovat, co je to spravnd generalizace.
Uvazujme otazku 7 testu inteligence, kdy se ma doplnit dalsf ¢len v éiselné
posloupnosti 1,2,3,.... Vétsina lidi by asi doplnila nésledujici ¢éislo 4. Pted-
stavme, s1 ale matematika, ktery si vS§imne, ze ¢islo 3 je sou¢tem dvou pted-
chéazejicich ¢isel 1 a 2, a dle této komplikovanéjsi souvislosti doplni misto
¢isla 4 éislo 5, které je opét sou¢tem dvou predchazejicich ¢isel 2 a 3. Kromé
toho, ze bude nékterymi ,,normalnimi“ lidmi povazovan za podivina, neni
viubec zfejmé, které ze dvou uvedenych doplnéni je spravnou generalizaci
zékonitosti této posloupnosti. A takovych doplnéni, které je mozné néjakym
zpusobem zdivodnit, existuje jisté nekoneéné mnoho.

Diky tomu, ze neumime definovat (formalizovat), a tedy ani méFit ge-
neraliza¢ni schopnosti neuronovych siti, chybi zdkladni kritérium, které by
rozhodlo, jaké modely neuronovych siti jsou v konkrétnim pripadé dobré ¢i
lepsi nez jiné apod. Generaliza¢ni schopnosti navrzenych modeld neurono-
vych siti se vétsinou ilustruji na jednotlivych piikladech, které (mozné diky
vhodnému vybéru) vykazuji dobré vlastnosti, ale tyto vlastnosti nelze ni-
jak formalné ovétit (dokézat). Tento stav je také dle naseho nézoru pfi€¢inou
krize zékladniho vyzkumu neuronovych siti.

Na druhou stranu Gspésné aplikace neuronovych siti pfi feSeni dilezitych
praktickych loh, kde klasické poéitace neuspély, i to, Ze simulace (velmi zjed-
nodusenych) modeli biologickych neuronovych siti vykazuji prvky podobné
lidské inteligenci, naznac¢uji, ze tyto modely vystihuji urcité rysy, dilezité pro
napodobeni inteligentnich ¢innosti clovéka, které pocita¢e von neumannov-
ské architektury postradaji. Zakladnim rysem biologickych nervovych sys-
témi je husté propojend sit velkého poétu vypocletnich prvkia (neuront),
které samy pocitaji jen jednoduché funkce, coz v piipadé matematickych
modeli neuronovych siti pravdépodobné vytvaii vypocetni paradigma po-
stac¢ujici k napodobeni inteligentniho chovéni.

Systematicka logika a pfesnost klasickych pocitac¢i je u neuronovych siti
nahrazena asociaci a neurcitosti, kdy se k novému problému ,vybavi“ sdru-
zeny (podobny) vzorovy pfiklad (tréninkovy vzor), ze kterého je zobecnéno
jeho feseni. Také misto explicitni reprezentace dat v paméti klasickych po-
¢itacu jsou informace v neuronovych sitich zakédovany implicitné a jednot-
livym ¢iselnym parametrim sité (kromé vstupd a vystupd) neni pfifazen
presny vyznam. Zatimco klasické poéitace jsou citlivé na chybu a zména
jednoho bitu muze znamenat celkovy vypadek systému, neuronové sité jsou
robustni. Je napiiklad znamo, ze po neurochirurgickych operacich, kdy je
pacientovi odebrana ¢ast tkdné mozkové kury, pacient pfechodné zapomina
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by bez zachyceni spadlo. Neuronova sit se ucila nejprve na zdkladé odchylky
(ahlu) kostéte od vertikdlni polohy a pozdéji pomoci filtrovaného obrazu né-
sady kostéte snimaného kamerou uréit posuv voziku (v jedné p¥imé dréze)
tak, aby kosté nespadlo. Tréninkové vzory pro jeji adaptaci, kde vstup odpo-
vidal filtrovanému obrazu kostéte a vystup posuvu voziku, byly ziskidny od
demonstratora (pfi zpomalené pocitacové simulaci), ktery néjaky ¢as pohy-
boval vozikem tak, aby kosté nespadlo. Po ¢ase neuronova sit sama Gspésné
pfevzala jeho Glohu Fizeni (jiz skutetného) voziku. I zde by bylo teoreticky
mozné sestavit diferencialni rovnice pro pohyb voziku, ale nez by je klasicky
pocitaé¢ von neumannovské architektury vyfesil, kosté by pravdépodobné
spadlo. Na druhou stranu v tomto jednoduchém demonstra¢nim prikladé
(varianta se vstupnim thlem) existuje Gspésny Fidici systém zaloZeny na
klasické teorii Fizeni.

Podobnym pifkladem popisovanym v literatufe je fizeni pitoku latek po-
tfebnych ve slozitém vyrobnim procesu, kde je prakticky nemozné sestavit
analyticky model. V praxi byla tato ¢innost provddéna zkusenym pracov-
nikem, ktery na zdkladé informaci z raznych méfidel reguloval pomoci pak
pfitok jednotlivych latek. Uvedeny dobfe placeny expert by nejen ve vlast-
nim zajmu nebyl ochoten prozradit svou dlouhodobé nabytou zkusenost, ale
ani by ji nebyl schopen vyjadfit prostfednictvim presnych pravidel pro po-
hyb s regulaénimi padkami. I zde byla zapojena neuronova sif, ktera se na
zékladé piiklada stava méfidel a odpovidajicich reakei experta sama po né-
jakém cCase naucila regulovat pritok latek, a expert tak pfisel o svou dobte
placenou praci.

7 uvedenych piiklada vyplyvéa, Ze neuronovd sit modeluje schopnost ¢lo-
véka ucit se z prikladi dovednosti ¢i znalosti, které neni schopen fesit algorit-
micky pomoci klasickych poéitaci von neumannovské architektury, protoze
chybi analyticky popis nebo jejich analyza je pfili§ slozitd. Tomu potom
odpovidaji oblasti aplikace neuronovych siti (viz podkapitolu 1.4.2), kde
klasické pocitace selhdvaji. Zfejmé si také nestaéi jen pamatovat vSechny
vzorové piiklady (tréninkovou mnozinu) nazpamét (napf. v tabulce ulozené
v paméti klasického pocitace). Navic je potfeba zobechovat (generalizovat)
jejich zakonitosti, které by umoznily Fe§it podobné pfipady, s nimiz se neu-
ronova sit pfi uceni jesté nesetkala. Napf. v pfipadé rozpoznavani pismen si
neni mozné pamatovat vsechny mozné tvary obrazu pismene , A“.

Dal§im ilustra¢nim piikladem dilezitosti generalizac¢ni schopnosti lidské
inteligence, ktery uvedeme, je pfiprava studenta na zkousku z matematiky. Je
zfejmé, ze nauceni vSech vzorovych piiklada ve sbirce nazpamét bez nalezi-
tého pochopeni postupi Feseni nezarucuje Gspésné slozeni zkousky. Student
pravdépodobné u zkousky neuspéje, pokud nedostane identicky priklad ze
sbirky, ale bude mu zadana tloha jen s podobnym postupem feseni. Nestaci
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zici v poéitaéi (odpovidd pozadovanym vystupim tréninkovych vzoru, tj.
identifikovanym znakim), takovym zptisobem (napf. rukou), pro ktery bu-
deme neuronovou sit k rozpoznavani potfebovat (pfedstavuje odpovidajici
piiklady obrazovych vstupa tréninkovych vzor). Neuronovou sit lze pak
pomoci této tréninkové mnoziny ucit tak dlouho, dokud neni sama schopna
rozpoznavat prislusné znaky. Timto postupem miZeme v relativné kratké
dobé docilit spolehlivosti napf. 95% sprdvné rozpoznanych znakt. Podobny
postup lze vyuzit napf. v robotice pro zpracovani vizualnich informaci ¢i pfi
vyhodnocovani druzicovych snimki apod.

Dalsi moznou oblasti aplikace neuronovych siti je rizeni slozitych zafi-
zeni v dynamicky se ménicich podminkéch. V odstavei 1.4.1 jsme uvedli dva
motivaéni priklady z této oblasti: balancovani kostéte a regulace pfitoku
latek ve slozitém vyrobnim procesu. Dal§im demonstra¢nim pfikladem ¥idi-
ctho systému popisovaného v literatute [251] je autopilot automobilu, ktery
se v pocitacové simulaci pohybuje na dvouproudé dalnici spolu s auty je-
doucimi stejnym smérem. Auto Fizené neuronovou siti urcovalo na zakladé
vzdalenosti a rychlosti nejblizgich aut v obou pruzich svoji vlastni rychlost
a zménu pruhu. Dale neuronové sit ovladala volant podle zakfiveni dalnice,
polohy auta v pruhu a aktudlniho Ghlu volantu. Je zajimavé, ze neuronova
sit se kromé Gspésného Fizeni vozidla (bez kolizi) véetné pfedjizdéni naudila
i rizné zvyky a styl jizdy (napf. riskantni rychléd jizda a Casté pfedjizdéni
nebo naopak opatrna pomald jizda) podle fidi¢d — trenéri, od kterych byly
ziskavany tréninkové vzory.

Jinou dulezitou aplika¢ni oblasti neuronovych siti je predikce a ptip. na-
sledné rozhodovdni. Typickymi priklady z této oblasti jsou predpovéd po-
casi, vyvoj cen akcii na burze, spotfeba elektrické energie apod. Napt. pfi
meteorologické predpovédi jsou vstupem neuronové sité odeéty zakladnich
parametri (napf. teplota, tlak apod.) v ¢ase a ulitelem je skuteény vyvoj
pocasi v nésledujicim obdobi. Uvad{ se, 7e u pFedpovédi pocasi v rozpéti

Dalsi moznosti vyuziti neuronovych siti je komprese dat nap¥. pro pfre-
nos televizniho signalu, telekomunikaci apod. Pro tento Géel byla vyvinuta
zajimavé technika [49] pouzit{ dvouvrstvé neuronové sité n—n/4-n, znézor-
néna na obrazku 1.17. Poéet skrytych neuronu v mezilehlé vrstvé této sité
byl vyrazné (Ctyfikrat) mensi nez stejny pocet vstupli a vystupi, které re-
prezentovaly stejny obrazovy signdl. Dvouvrstva sit se ucila rizné obrazové
vzory tak, ze vstup a vystup tréninkovych vzoru predstavoval totozny obraz
a sit pro dany obrazovy vstup odpovidala pfiblizné stejnym vystupem. Pfi
vlastnim pfenosu byl pro dany vstupni obrazovy signal zq, ..., 2, u vysilace
nejprve vypocten stav skrytych neuronti #1,...,2», jejichz pocet byl ¢tytikrat
mensi, a takto kompresovany obraz byl prenesen informacénim kanélem k pti-

jemci, ktery jej dekédoval vypoétem stavi vystupnich neurona 2/, ..., 2., a
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nékteré funkce (napf. schopnost mluvit) nebo u nich jen ztraci urcitou ob-
ratnost (napf. koktd), ale brzy se znovu tyto schopnosti obnovi ¢i zdokonali,
protoze jiné neurony ptevezmou funkci téch ptvodnich. Tento jev lze pozo-
rovat 1 u modelia neuronovych siti, kdy odebréanim nékolika mélo neuront
nemusi sft nutné ztratit svoji funkénost, ale zpisobi to tfeba jen mensi ne-
pFesnosti vyslednych odpovédi. Déale u klasickych poéitaci von neumannov-
ské architektury je sekvenéni béh programu lokalizovin napf. pomoci ¢itace
instrukci. V neuronovych sitich je naopak vypocet distribuovan po celé siti
a je pfirozené paralelni.

Pf1 srovnavani modelt neuronovych siti s klasickou von neumannovskou
architekturou pocitace je mozné vypozorovat stiet dvou inteligenci: biolo-
gické a kfemikové. Vychodiskem, které mize nalézt v dnesnim pietechnizo-
vaném svété §irsi uplatnéni, je symbidza obou ptistupt. Myslenka vytvorit
pocita¢ ke svému obrazu nabyva v posledni dobé konkrétnéjsi podoby.

1.4.2 Aplikace neuronovych siti

Porovnani modelt neuronovych siti s pocitaci von neumannovské architek-
tury naznacuje mozné oblasti jejich aplikace tam, kde klasické pocitace sel-
havaji. Jedna se predevsim o praktické problémy, u kterych neni zndm algo-
ritmus nebo jejich analyticky popis je pro pocitacové zpracovani pfilis kom-
plikovany. Typicky se neuronové sité daji pouzit tam, kde jsou k dispozici
prikladova data, ktera dostateéné pokryvaji problémovou oblast. Vyhody
neuronovych siti oproti klasickym pocita¢im samozfejmé neznamenaji, ze
by neuronové sité mohly Gplné nahradit soucasné pocitace, protoze v pfi-
padé mechanickych vypoéti (napf. nésobeni), které lze jednoduse algorit-
micky popsat, nemohou (stejné jako lidé) v rychlosti a pfesnosti klasickym
pocitac¢im konkurovat. Neuronové sité ve formé specializovanych modula
pravdépodobné jen obohati poéitate von neumannovské architektury. V né-
sledujicim vykladu uvedeme nékolik moznych oblasti aplikace neuronovych
siti.

Neuronové sité lze pFirozenym zptsobem pouzit k rozpozndvdni obrazcu,
jehoz specidlni pfipad — rozpoznani (napf. nascanovanych) psanych, resp.
tisténych znakua (éislic, pismen apod.) nas jako motivaéni pifklad provézel
pfedchozim vykladem. V tomto pfipadé se takovy obraz znaku (napt. po-
moci klasického pocitace) nejprve odseparuje od okolniho textu (napf. se
uréi krajni body obrazu) a potom se znormuje, tj. zobrazi do standardizo-
vané matice (napf. 15 x 10 = 150) bodt. Jednotlivé body pak odpovidaji
vstuptm neuronové sité, které jsou napf. aktivni, pravé kdyz ¢ara v obrazu
zasahuje pfislusné body. Kazdy vystupni neuron v siti pfedstavuje mozny
znak, ktery je rozpoznan, pravé kdyz je tento neuron aktivni. Tréninkovou
mnozinu lze napt. vytvorit pfepsanim néjakého textu, ktery je jiz k dispo-
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26 fonémi

80 skrytych neuront

7 pismen
a 29 neuront

Obr. 1.18: Systém NETtalk.

v anglickém slové CONCEPT (pojem) s vyslovnosti ['konsept], kterému od-
povida foném [s]. Stejné pismeno ,,C* na zacatku tohoto slova vsak v daném
kontextu odpovidalo fonému [k]. Uspésna implementace systému NETtalk
vedla ke snaze vytvorit systém zaloZzeny na neuronové siti s obracenou funkef,
kterd by pfevadéla mluveny jazyk do psané formy (tzv. foneticky psaci stroj).
Jinym pFikladem uplatnéni neuronovych siti je analjza signdli jako napft.
EKG, EEG. Spojity signal je vzorkovan ve stejnych ¢asovych intervalech a
nékolik poslednich diskrétnich hodnot Girovné signalu slouzi jako vstup napf.
do dvouvrstvé sité. Naucéend neuronovi sit je schopna identifikovat specificky
tvar signalu, ktery je dilezity pro diagnostiku. Napf. neuronova sit 40-17-1
byla pouzita pro klasifikaci EEG signala se specifickymi a-rytmy [219].
Poslednim oborem aplikace neuronovych siti, ktery uvedeme, jsou ez-
perini systémy. Velkym problémem klasickych expertnich systému zaloze-
nych na pravidlech je vytvoifeni baze znalosti, které byva casové velmi na-
ro¢nou zalezitosti s nejistym vysledkem. Neuronové sité predstavuji alterna-
tivni feSeni, kde reprezentace znalosti v bazi vznikd ucenim z prikladovych
inferenci. V tomto pfipadé aktivni rezim neuronové sité zastupuje funkeci
inferen¢niho stroje. Na druhou stranu implicitni reprezentace znalosti ne-
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Obr. 1.17: Komprese pfi pfenosu signdlu pomoci dvouvrstvé sité n—n/4-n.

tim ziskal skoro stejny ptvodni obraz. Pfi vlastnim experimentu se ukazalo,
ze kvalita pfenosu (srovnatelnd s jinymi zpisoby komprese dat) zavisi na
tom, zda jsou prendsené obrazy podobné tréninkovym vzorim, na které se
sit adaptovala.

Dalsi oblasti aplikace neuronovych siti je transformace signdli, jehoz pti-
kladem je systém NETtalk [249], zminény v podkapitole 1.1, pro pfevod
anglicky psaného textu na mluveny signédl. Tento systém je opét zaloZen
na dvouvrstvé siti 203-80-26 s 7 x 29 vstupnimi neurony pro zakédovani
kontextu 7 pismen psaného textu (kazdému z 26 pismen anglické abecedy a
¢arce, tecce a mezefe odpovidd 1 neuron, ktery je pfi jejich vyskytu aktivni),
80 skrytymi neurony v mezilehlé vrstvé a 26 vystupnimi neurony reprezentu-
Jicimi fonémy odpovidajictho mluveného signalu. Funkce sité je znazornéna
na obrazku 1.18, kde se vstupni text postupné pfesouva u vstupnich neu-
ront po jednom pismenu zprava doleva, pfitom je aktivni pravé vystupni
neuron, ktery reprezentuje foném odpovidajici prostfednimu ze sedmi pis-
men vstupniho kontextu. V nasem pfikladé se ¢te prostfedni pismeno ,,C“
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ropocitace), coz se vyuziva pro velmirychlé vypoéty v readlném ¢ase. Vétsinou
se konstruuji tzv. virtudlni neuropoéitace, kde jeden procesor vykonava praci
stovek 1 tisici neuronu ¢asti implementované neuronové sité.

7 hlediska technologie je vét§ina neuropoditaci zalozena na klasické mi-
kroelektronice (napt. VLSI technologie), kde neurony odpovidaji hradlim
(napf. specidlnim tranzistorim) a vahy synaptickych spoji jsou reprezen-
tovany rezistorovymi vazbami. Tento pfistup vSak s sebou pfinasi technické
problémy jako je velkd hustota propojeni neuront (roste fadové kvadraticky
vzhledem k potu neuront) nebo adaptovatelnost vah u v8ech téchto spoj.
Proto adaptivni rezim neuronové sité je nékdy pfedem realizovidn oddélené
pomoci dostupného netwaru na klasickém poéitaéi a vysledna konfigurace
sité je napevno zapojena do pFislusného obvodu neuropocéitace. Také se stéle
vice uplatnuje optoelektronika a dlouhodobéjsi vyhledy pocitaji s iplné od-
lisnymi technologiemi, jako napf¥. molekularni elektronika, hybridni bio¢ipy
apod.
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umoznuje pracovat s netiplnou informaci a neposkytuje zdivodnéni zavéra,
coz jsou vlastnosti, bez kterych se prakticky pouzitelny expertni systém
neobejde. Tento problém céstecné fesi univerzalni neuronovy expertni sys-
tém EXPSYS [265], ktery obohacuje vicevrstvou neuronovou sit o interva-
lovou aritmetiku pro praci s nepfesnou informaci a o heuristiku analyzujici
sft, kterd umoznuje jednoduché vysvétlovan{ zavéri. Systém EXPSYS byl
Gspésné aplikovan v energetice a mediciné. Napfiklad v 1ékafské aplikaci
jsou zakédované piiznaky onemocnéni a vysledky rtznych vySetfeni vstu-
pem neuronové sité a diagndzy, popft. doporucend lécba jsou jejim vystupem.
Tréninkovou mnozinu lze ziskat z kartotéky pacientu.

1.4.3 Implementace neuronovych siti a neuropoditace

Odlisna architektura neuronovych siti vyzaduje specidlni hardwarovou rea-
lizaci. V této souvislosti hovofime o tzv. neuropocitacich. Avsak vzhledem
k rozsitenosti klasickych poéita¢a a kvili problémim spojenym s hardwa-
rovou realizaci neuronovych siti zatim nejjednodussi implementaci neurono-
vych siti, se kterou se nejéastéji (zv1asté v Ceské republice) setkdvame, je
tzv. netware, coz je software pro klasické pocitace (napt. PC), ktery modeluje
praci neuronové sité. Jedna se vétsinou o demonstracni programy s efektnim
uzivatelskym interfacem, které simuluji praci nejzndméjsich modeli neuro-
novych siti na jednoduchych pi¥ikladech. V nékterych jiz dokonalejsich pro-
gramech je mo7né zadat vlastni aktivni i adaptivni dynamiku, coz umoznuje
relativné rychle pfizpusobit model neuronové sité danému praktickému pro-
blému nebo ovéFit pouzitelnost navrzeného nového modelu. Existuji 1 pro-
gramovaci jazyky (a jejich pfekladace) pro klasické poéitace, které podporuji
programovou implementaci neuronovych algoritmu. P¥ikladem takového pro-
gramovaciho jazyka je AXON [105], ktery je podobny jazyku C. Dokonalejsi
netware vétsinou podporuje vyuzit{ specializovanych koprocesortu (které je
mozno napf. pfipojit k PC), které efektivné implementuji neuronové funkce
a urychluji ¢asové narocné uceni.

Vlastni neuropocitace vét§inou nepracuji samostatné, ale jsou napojeny
na klasické pocitace, které mohou realizovat napf. uzivatelsky interface. To
je déno predevsim tim, ze neuropocitace nejsou pouzivany jako univerzalni
pocitace, ale prevazné funguji jako specializovana zatizeni pro fesenf speci-
fickych tloh (viz odstavec 1.4.2). Malé neuropoditace jsou spojeny piimo se
sbérnici klasického pocitace a vétsi se mohou uplatnit jako servery na lokalni
siti. Podle zptsobu aktualizace parametri neuronové sité rozdélujeme neuro-
pocitace na spojil€ a diskréini a podle typu reprezentace téchto ¢iselnych pa-
rametri mame analogové, digitdlni, resp. hybridni (kombinace analogovych
a digitalnich) neuropoéitace. Ziidkakdy jeden neuron v implementované siti
odpovida jednomu procesoru neuropoéitace (tzv. plné implementované neu-
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Obr. 2.1: Architektura sité perceptronu.

funkce o : R — {0, 1}, kterd mé tvar ostré nelinearity (1.7). To znamen4,
ze funkce y(w) : R* — {0, 1} sité perceptront, ktera zavisi na konfiguraci
w, je dana nésledujicim vztahem:

=) i=1m keo©={ 20 @2

V adaptivnim rezimu je pozadovand funkce sité perceptroni zadéna
tréninkovou mnozinou

sz(l‘k],...,xkn)E[Rn .
k=1,... 2.3
d; = (dk],...,dkm) S {0,1}m ’ ’p} ’ ( )

T= {(xk,dk)

kde xj, je realny vstup k-tého tréninkového vzoru a dy je odpovidajici poza-
dovany bindrn{ vystup (dany ucitelem). Cilem adaptace je, aby sit pro kazdy

vstup xx (k= 1,...,p) 2z tréninkové mnoziny odpovidala v aktivnim rezimu
pozadovanym vystupem dpg, tj. aby platilo:
yiw,xg)=d, k=1,...,p. (2.4)

Samoziejmé podminku (2.4) nelze vzdy splnit, protoze ne kazdou funkci
lze pocitat jednim perceptronem (viz napf. obrézek 1.7 funkce XOR) nebo
tréninkovd mnozina nemusi byt funkei (tj. k jednomu vstupu jsou pozadované

Kapitola 2

Klasické modely
neuronovych siti

2.1 Sit perceptroni

Historicky prvnim tspénym modelem neuronové sité (viz podkapitolu 1.1)
byla sit perceptroni [238]. Organizaéni dynamika této sfté specifikuje na
zacdtku pevnou architekturu jednovrstvé sité n-m. To znamend, 7e sit se
sklddad z n vstupnich neuront, z nichz kazdy je vstupem kazdého z m vy-
stupnich neuronti, jak je naznafeno na obrazku 2.1. Oznafme zq,..., 2,
&n) € R” je vstup sité, a
Y1 ..., Ym bindrni stavy vystupnich neurona, tj. y = (y1,...,ym) € {0,1}™
Jje vystup sité. Dale wj; pfedstavuje redlnou synaptickou vahu spoje od -
tého vstupniho (i = 1,...,n) k j-tému vystupnimu (j = 1,...,m) neuronu
a wjo = —h; je bias (prdh h; s opa¢nym znaménkem) j-tého vystupniho
neuronu odpovidajici forméalnimu jednotkovému vstupu zo = 1.

Aktivni dynamika sité perceptronu uréuje zptsob vypoétu funkce sité.
V tomto pFipadé se redlné stavy neuroni ve vstupni vrstvé nastavi na vstup
sité a vystupni neurony pocitaji svij binarni stav, ktery urcuje vystup sité,
stejnym zptsobem jako formalni neuron (viz rovnici (1.3)). To znamen4,

redlné stavy vstupnich neuront, tj. x = (xq,...,

7e kazdy perceptron nejprve vypocéte svij vnitfni potencidl jako pfislusnou
afinni kombinact vstupt:

n
=0
j€jiz koeficienty w = (w10, ..., Win, ..., Wma, - . ., Wmn ) tvoii konfiguraci sité.

Stav perceptronu se pak uréi z jeho vnitiniho potencidlu aplikaci aktivaéni

A0
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Vzhledem k tomu, Ze perceptronova sif muze poéitat jen omezenou t¥idu
funkci, je vyznam tohoto modelu spiSe teoreticky. Naznacena véta o konver-
genci adaptivniho rezimu sité neni zarukou efektivity uceni, coz potvrdily
Casové naro¢né praktické experimenty. Také generaliza¢ni schopnost tohoto
modelu neni velkd, protoze sit perceptront lze pouzit jen v piipadé, kdy kla-
sifikované objekty jsou ve vstupnim prostoru oddélitelné nadrovinou (napf.
specidln{ Glohy rozpoznavani obrazi apod.). Tento jednoduchy model je vsak

mem backpropagation.

2.2 Vicevrstva sit a backpropagation

Nejzndméjsi a nejpouzivanéjsi model neuronové sité je vicevrstvd neuronovd
sit's u¢icim algoritmem zpétného $ifeni chyby (backpropagation) [243], ktery
se pouzivé ptiblizné v 80% vsech aplikaci neuronovych siti. Vyznam uvede-
ného algoritmu pro rozvoj neurovypocti jsme objasnili v podkapitole 1.1.
Tento model je zobecnénim sité perceptroni pro architekturu se skrytymi
vrstvami (tzv. vicevrstvy perceptron), a proto se pfi jeho vykladu budeme na
principy modelu sité perceptront odvolavat (viz podkapitolu 2.1). Vzhledem
k rozsifenosti vicevrstvého perceptronu a jeho urcitym nedostatkim existuje
mnoho variant tohoto modelu, které se snazi zlep$it jeho vlastnosti. Nejprve
popiseme zakladni variantu a pak naznacime nékteré mozné modifikace.

2.2.1 Organiza¢ni a aktivni dynamika

Organizac¢ni dynamika vicevrstvého perceptronu specifikuje na zacdtku
(vétsinou) pevnou topologii vicevrstvé neuronové sité. Standardné se pou-
7iva dvouvrstva, resp. t¥fvrstva sif (viz napf. obrazek 1.10), protoze vyznam
skrytych neuront a jejich vazeb, potfebny pro navrh specidlni topologie,
nenf znam. V nasem vykladu popiSeme model s obecnou acyklickou archi-
tekturou. Pro tento Géel zavedeme nésledujici znaceni. Mnozinu n vstupnich
neuroni oznacime X a mnozinu m vystupnich neurona Y. Neurony znacime
indexy 7, j apod. a &; pfedstavuje readlny vnitini potencial a y; redlny stav,
resp. vystup neuronu j. Podobné jako u sité perceptroni spoj od neuronu
¢ k nevstupnimu neuronu j je ochodnocen redlnou synaptickou vahou wj; a
wjo = —h; je bias (prdh h; s opaénym znaménkem) nevstupniho neuronu
j odpovidajici forméalnimu jednotkovému vstupu yp = 1. Déale j_ oznacuje
mnozinu v8ech neuront, z nichz vede spoj do neuronu j a které jsou tedy
vstupem neuronu j (tj. véetné formalniho jednotkového vstupu 0 € j_), a
j— je mnozina neuroni, do nichz vede spoj z neuronu j a kterym je proto
neuron j vstupem.
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dva rizné vystupy). V takovém piipadé se snazime, aby se sif naucila co
nejvice vzora. V praxi je také nékdy lepsi, aby se sif nenaudéila tréninkovou
mnozinu stoprocentné, protoze piikladové vzory nemusi byt Gplné presné
(ulitel nemusi byt dokonaly).

Na za¢atku adaptace v ¢ase 0 jsou véhy konfigurace w(®) nastaveny na-
hodné blizko nuly, napf. wl® € (-1,1) G =1,...,m, ¢ =0,...,n). Sit

. , Jt . , . v v
perceptroni ma diskrétni adaptivni dynamiku. V kazdém casovém kroku
uceni t = 1,2,3,... je siti pfedlozen jeden vzor z tréninkové mnoziny a sit

se ho snazi naucit, tj. adaptuje podle néj své vahy. Pofadi vzoru pfi uceni
je déano tzv. tréninkovou strategii, kterou lze napt. volit v analogii s lidskym
ucenim. Néktery student na zkousku nékolikrat pfecte ucebnici, jiny se hned
pfi prvnim ¢teni v8e dikladné uci a oba na konci popt. opakuji casti, které
neumi. Adaptace sité perceptront obvykle probiha v tzv. tréninkovijch cyk-
lech, ve kterych se systematicky prochazi véechny vzory tréninkové mnoziny
(popt. kazdy vzor i vicekrat za sebou). Tedy napf. v ¢ase t = (¢ — l)p+ &
(kde 1 < k < p), ktery odpovida c-tému tréninkovému cyklu, se sit uéi k-ty
tréninkovy vzor.

Adaptivni dynamika sité perceptronu, kterd urcuje zménu konfigurace
w(®) v ¢ase t > 0, kdy je predlozen k-ty tréninkovy vzor, je ddna nésledujicim
perceptronovym ucicim pravidlem:

=1,...,m

J
t=0,...,n (2:5)

wi) = w7V — o (y,» (w1, x,) — dkj)
Rychlost uceni (learning rate) 0 < € < 1 je mirou vlivu vzorti na adaptaci
(,motivace” k uéeni). Vétsinou se na zacatku voli mala rychlost uceni, kterd
pozdéji béhem adaptace roste. To v analogii s pfipravou studenta na zkousku
odpovida prvnimu povrchnimu seznameni s pfedmétem uceni a pozdéjsimu
dikladnému douceni detailt.

Vyraz y; (w1 xp)— dy; ve vzorci (2.5) je rozdil mezi skuteCnym j-tym
vystupem sité pro vstup k-tého vzoru a pozadovanou hodnotou odpovidaji-
ctho vystupu tohoto vzoru. Urcuje tedy chybu j-tého vystupu sité pro k-ty
tréninkovy vzor. Je ziejmé, ze pokud je tato chyba nulova, pfislusné vahy se
neadaptuji. V opaéném piipadé mize byt tato chyba bud 1, nebo —1, pro-
toze uvazujeme binarni vystupy. V geometrické interpretaci adaptace podle
(2.5) znamend, 7e nadrovina s koeficienty wjg, ..., wj, p¥isludejici k j-tému
neuronu se ve vstupnim prostoru posune ve sméru chybné klasifikovaného
vzoru Xg, aby jej zahrnula do spravného poloprostoru. Objevitel perceptronu
Rosenblatt ukazal (viz vétu 12.24), ze adaptivni dynamika (2.5) zajisti, aby
sit po konecném poctu kroku adaptivniho rezimu nalezla konfiguraci (pokud
existuje), pro kterou bude spravné klasifikovat vechny tréninkové vzory (tj.
chyba sité bude vzhledem ke tréninkové mnoziné nulovd), a tedy bude spl-
néna podminka (2.4).
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Parciélni chyba Fj(w) sité vzhledem ke k-tému tréninkovému vzoru je tmér-
na souctu mocnin odchylek skuteénych hodnot vystupu sité pro vstup k-
tého tréninkového vzoru od odpovidajicich pozadovanych hodnot vystupt
u tohoto vzoru: )
2
Ep(w) = §Z(yj(W,Xk)—dkj) . (2.10)
JEY

Cilem adaptace je minimalizace chyby sité (2.9) ve vdhovém prostoru. Vzhle-
dem k tomu, Ze chyba sité piimo zavisi na komplikované nelinearni slozené
funkci vicevrstvé sité, tento cil predstavuje netrividlni optimalizaéni pro-
blém. Pro jeho feseni se v zakladnim modelu pouziva nejjednodussi varianta
gradientni metody, kterd vyzaduje diferencovatelnost chybové funkce.

Na zacatku adaptace v ¢ase 0 jsou véhy konfigurace w(®) nastaveny na-
hodné blizko nuly, napt. w](»?) € (=1,1) (nebo dimysInéji fadoveé 1/4/|j—],
kde |j—] je pocet vstupt ¢ € j— neuronu j). Adaptace probfha v diskrétnich
casovych krocich, které odpovidaji tréninkovym cyklim. Nova konfigurace
w(®) v Ease t > 0 se vypoéte:

-1
w](»? = wj(z ) + Aw](»z) , (2.11)
kde zména vah Aw®) v Case t > 0 je Gmérné zdpornému gradientu chybové
funkce E(w) v bodé w(t=1):;

or
Awlt) = s (wit-v) (2.12)
kde 0 < € < 1 je rychlost uceni, jejiz vyznam je podobny jako u sité per-
ceptronu.

K lep§imu pochopeni uvedené gradientni metody ndm opét pomuze geo-
metrickd pfedstava. Na obrazku 2.2 je schematicky znézornéna chybova
funkce E(w) tak, Ze konfigurace, kterd predstavuje (typicky) mmnohoroz-
mérny vektor vah w, se promita na osu . Chybova funkce uréuje chybu sité
vzhledem k pevné tréninkové mnoziné v zavislosti na konfiguraci. V adap-
tivnim rezimu hledame takovou konfiguraci, pro kterou je chybova funkce
minimélni. Zacneme s nahodné zvolenou konfiguraci w(®), kdy odpovida-
Jici chyba sité od pozadované funkce bude pravdépodobné velka. V analogii
s lidskym uéenim to odpovida pocateénimu nastaveni synaptickych vah u no-
vorozence, ktery misto pozadovaného chovani jako chiize, fe¢ apod. provadi
nahodné pohyby a vydava neurcité zvuky. Pi1 adaptaci sestrojime v tomto
bodé w(® ke grafu chybové funkee teény vektor (gradient) %(w(o)) a posu-
neme se ve sméru tohoto vektoru dold o €. Pro dostatecné malé ¢ tak ziskame
novou konfiguraci w(!) = w(® 4+ Aw(®)| pro kterou je chybové funkce mensi
nez pro pivodni konfiguraci w(®), tj. E(w(o)) > E(w(l)). Cely postup kon-
strukce te¢ného vektoru opakujeme pro w(l) a ziskdme tak w(2) takové, ze
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V aktivnim rezimu pocitd vicevrstva sit pro dany vstup funkei y(w) :
R™® — (0,1)™, kterd je urcena konfiguraci w. Vypocet probiha podle nésle-
dujici diskrétni aktivni dynamiky. V ¢ase 0 jsou odpovidajici stavy vstupnich
neuront y; (¢ € X) nastaveny na vstup sité a ostatni neurony nemaji urcen
svuj stav. V Case ¢t > 0 jsou vypocteny realné hodnoty vnitinich potencidla

&= wiiys (2.6)
i€
vBech neuront j, jejichz vstupy (z j— ) jiz maji uren svij stav. To znamen,
ze v Case t jsou aktualizovany neurony v ¢-té vrstvé. Z vnitiniho potencidlu
(2.6) je pak stanoven redlny stav y; = ¢(§;) neuronu j pomoci diferenco-
: R — (0, 1) standardni sigmoidy (1.9), ktera
spojité aproximuje ostrou nelinearitu (1.7):

o(€) = —

=T
Diferencovatelnost uzité prenosové funkce (2.7) a z ni plynouci diferencova-
telnost funkce sité je podstatna pro ucici algoritmus backpropagation. Realny
parametr strmosti (gain) A uréuje nelinedrni nartst (pro A < 0 pokles) stan-
dardni sigmoidy v okoli nuly (pro A — oo dostaneme ostrou nelinearitu), tj.
miru ,rozhodnosti“ neuronu. Graf standardni sigmoidy pro A > 0 je zna-
zornén na obrazku 1.11 (pro A < 0 je soumérny podle osy y). V zédkladnim
modelu se obvykle uvazuje A = 1 (viz rovnici (1.9)), avSak obecné muze byt
strmost A; (a tedy i aktivaéni funkce o) pro kazdy (nevstupni) neuron j
rizna. Stav neuronu se pak pocita:

1

v = 03(&), kde 03(8) = 557 -

Timto zpusobem jsou v aktivnim rezimu postupné vypocteny vystupy
v8ech neuroni, protoze vicevrstva sif je acyklicka (souvisld) sit. Aktivni re-
7zim je ukoncen, kdyz je stanoven stav vSech neuronu v siti, specidlné vy-
stupnich neuronu, které urcuji vystup sité, tj. hodnotu funkce sité pro dany
vstup.

vatelné aktivaéni funkce o

(2.7)

(2.8)

2.2.2 Adaptivni dynamika

Adaptivni rezim vicevrstvé sité probihd podobné jako u sité perceptrona.
Pozadovana funkce je opét zaddna tréninkovou mnozinou (2.3). Chyba sité
E(w) vzhledem k této tréninkové mnoziné je definovana jako soucet parciél-
nich chyb sité Ey(w) vzhledem k jednotlivym tréninkovym vzorim a zavisi
na konfiguraci sité w:

E(w) = Ex(w). (2.9)
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aby se sit dostala z oblasti atrakce tohoto lokélnfho minima a mohla pFip.
konvergovat k hlubsimu minimu.

2.2.3 Strategie zpétného Siteni

K realizaci uvedené adaptivni dynamiky (2.11) potfebujeme vypocitat gra-
dient chybové funkce ve vzorci (2.12), coz vzhledem ke komplikovanosti chy-
bové funkce nenf trividlni. Nejprve uzitim pravidla o derivaci souctu pro (2.9)
pfevedeme tento gradient na soucet gradientt parcidlnich chybovych funkei:

OE <~ 0F
k=1

Protoze funkce sité je slozena z funkci jednotlivych neuronti, pro vypocet gra-
dientu parcidlni chybové funkce je vhodné pouzit pravidlo o derivaci slozené
funkce:

8Ek o aEk% 86]
8w]'i - 8y]' 85] 811)]'2' .

(2.14)

. , . . 8¢ o , . , e,
Parcialni derivaci 851_‘ v rovnici (2.14) ziskdme derivovdnim vnit¥ntho
i

potencialu (2.6):
9&;

0wﬂ

=Y (215)

a parcidlni derivaci % ziskdme derivovanim aktivaéni funkce (2.8), jejiz
derivaci lze vyjadfit pomoci funkéni hodnoty nésledujicim zptsobem:
8yj )\je_Aij
9¢; (1+e—>\j5j)2
Aj 1
= Treng (1— 1+e—>‘151) =Xy (l—y;). (2.16)

Dosazenim (2.15) a (2.16) do (2.14) dostavame:

8Ek 8Ek
Guy; = By, Y v (2.17)
Je J

Pro vypocet parcidln{ derivace %5: ve vzorcl (2.17) se pouziva strate-
gie zpétného §ifeni, jak uz nazev uéiciho algoritmu backpropagation napo-
vida. Pokud j € Y je vystupni neuron, pak uvedenou derivaci lze vypocitat
pfimym derivovanim parcidlni chybové funkce (2.10):

Ol
63/]'

=yj—dyy JEY, (2.18)
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E(w)) > E(w®) atd., a7 se v limité dostaneme do lokalniho minima chy-
bové funkce. Ve vicerozmérném vahovém prostoru tento postup pfesahuje
nagi predstavivost. | kdyz pfi vhodné volbé rychlosti uéeni ¢ gradientni me-
toda vzdy konverguje k néjakému lokalnimu minimu z libovolné pocatecni
konfigurace, neni viibec zaruceno, 7e se tak stane v redlném case. Obvykle
je tento proces Casové velmi ndroény (nékolik dni vypoétu PC) i pro malé
topologie vicevrstvé sité (desitky neuront).

w® whw® o . . w
Obr. 2.2: Gradientn{ metoda.

Hlavnim problémem gradientni metody je, 7Ze pokud jiz nalezne lokalni
minimum, pak toto minimum nemusi byt globalni (viz obrazek 2.2). Uvedeny
postup adaptace se v takovém lokdlnim minimu zastavi (nulovy gradient) a
chyba sité se jiz déle nesnizuje. To lze v nasi analogii s ucenim ¢lovéka in-
terpretovat tak, ze pocatec¢ni nastaveni konfigurace v okoli néjakého minima
chybové funkce urcuje moznosti jedince ucit se, resp. jeho inteligenci. Inte-
ligentnéjsi lidé zacinaji svoji adaptaci v blizkosti hlubsich minim. I zde je
vSak chybova funkce definované relativné vzhledem pozadovanému ,inteli-
gentnimu® chovani (tréninkova mnozina), které véak nemusi byt univerzalné
platné. Hodnotu ¢lovéka nelze zméfit zddnou chybovou funkci. Elektrické
Soky aplikované v psychiatrickych lé¢ebnach pfipominaji nékteré metody
adaptace neuronovych siti, které v pripadé, ze se uceni zastavilo v mélkém
lokalnim minimu chybové funkce, ndhodné vnasi sum do konfigurace sité,
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(¢) Vypoditej gradient parcidlni chybové funkce gf]’?l (wt=1)) v bodé

w(=1) podle vzorce (2.17) s vyuzitim parcidlnich derivaci

%(W(t_l)) vypoétenych v kroku 5b.
(d) Pricti B, = i, + %(w(t—])).

6. { Plati £}, = 8w l( w(t=1y.}
Dle (2.12) poloz Aw( )= —eki;.

7. Dle (2.11) poloz w( ) .= w](t D + Aw(t).

8. Vypoditej chybu sité E(w(?)) pro konfiguraci w() podle vzorci (2.9)
a (2.10).

9. Je-li chyba E(w(t)) dostatené mald, skon¢i, jinak pokracuj krokem 3.

Ackoliv vlastn{ popis uéiciho algoritmu backpropagation je formulovan
pro klasicky von neumannovsky model poéitace, pfesto je zfejmé, ze jej lze
implementovat distribuované. Pro kazdy tréninkovy vzor probih& nejprve
aktivni rezim pro jeho vstup tak, Ze informace se v neuronové siti §iii od
vstupu smérem k jejimu vystupu. Potom na zakladé externi informace uci-
tele o pozadovaném vystupu, tj. o chybé u jednotlivych vystupi, se pocitaji

Al e OEx O Ex o T e o M y
parcialni derivace T (resp. e ) tak, ze signél se §if{ zpét smérem od vy-

stupu ke vstupu. Tento zpétny chod pfipomind obraceny ,aktivni rezim®,

kdy ,,vstup“ odpovidd pozadovanému vystupu, parcidlni derivace %? re-
J

prezentuje ,stav® neuronu j a ,aktivn{ dynamika® je ddna vzorcem (2.18)
pro ,vstupni“ a (2.19) pro skryty neuron. Vypocet sité pfi zpétném chodu
probiha sekvenéné po vrstvach, pfitom v rameci jedné vrstvy muze probihat
paralelné.

K uvedenému algoritmu jesté pfipojime nékolik implementaénich poznéa-
mek pro ty, ktefi by chtéli uéici algoritmus backpropagation programovat na
klasickém poéitaci. Pro obecnou acyklickou architekturu sité (pro vicevrst-
vou topologii ddno implicitné) je nutno pro kazdy neuron sité j pamatovat
mnozinu neuroni j_, od nichZz vede spoj k neuronu j, tj. mnozinu jeho
vstupil (véetné pfislusnych synaptickych vah). To je zvlasté potfeba v ak-
tivnim rezimu (vypocet vnitintho potencidlu podle vzorce (2.6)), ktery se
uplatni i v uéicim algoritmu backpropagation (krok 5a). Na druhou stranu
pro zpétné §ifeni v tomto algoritmu neni potieba pro kazdy neuron sité j
explicitné pamatovat mnozinu neuroni j—, ke kterym vede spoj od neuronu
J, tj. mnozinu jeho vystuptu. V kroku 5b tohoto algoritmu se sice pocita
aEk podle vzorce (2.19), ve kterém se s¢itd pfes neurony r € j—, ale to
6Ek

lze obejit tak, ze predem pro kazdy neuron j budeme pocitat postupné
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coz odpovida chybé vystupniho neuronu j pro k-ty tréninkovy vzor. Pro
k

skryty neuron j € X UY se pfi vypoctu % znovu uplatni pravidlo o deri-
7

vovani slozené funkce, kde opét vypocteme derivace, které lze ziskat pfimym
derivovanim:

OB = 0Lk Oy 06 _
8yj B Ez:_, 8yr 857‘ 8yj B
E
= 887’“,\,%(1—%)% jEXUY. (2.19)
rej— r

Ve vzorci (2.19) jsme vypocet parcidlni derivace % pro skryty neuron j
7

prevedli na vypocet parcidlnich derivaci %5’“ u neuronu r € j, do nichz

vede spoj od neuronu j, a proto maji neuron j jako svij vstup. Pfi vypoctu
885;“ tedy muzeme postupovat od vystupnich neuront, pro které lze tuto
parcialni derivaci pocitat podle (2.18), postupné smérem ke vstupnim tak,
(2.19), pokud jsou jiz vypoéteny

. Korektnost tohoto postupu opét

vyplyvéa z acykhcnostl architektury sité.

2.2.4 Implementace backpropagation

Nyni jesté shrneme adaptivni dynamiku do pfehledného algoritmu:
1. Poloz diskrétni ¢as adaptace ¢ := 0.
2. Zvol ndhodné w](»?) € (—1,1).
3. Zvétsit =1t + 1.
4. Poloz E}; := 0 pro kazdy spoj od i do j.

5. Pro kazdy tréninkovy vzor k =1,...,p délej:

(a) Vypocitej vystup funkce sité y(w(’_l), Xp), resp. stavy a vnitfni
potencidly v8ech neuront (aktivn{ rezim) pro vstup xj od k-tého
tréninkového vzoru podle vzorci (2.6) a (2.8).

(b) Zpétnym sifenim vypoéitej pro kazdy nevstupni neuron j ¢ X
parcialni derivaci %(wa_l)) parcialni chybové funkce k-tého
tréninkového vzoru podle stavu neuronu j v bodé w(t=1) pomoci

vzorcu (2.18) a (2.19) (vyuzij k tomu hodnoty stavi a vnitFnich
potenciali neuront vypoétené v kroku Ha).
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7 uvedeného vyplyvé, ze v adaptivnim rezimu, zaloZzeném na ucicim al-
goritmu backpropagation, nam jde o to, abychom vhodnou volbou rychlosti
ufeni €, co nejvice minimalizovali chybovou funkei sité £E(w) (napf. nalezli
jeji globalni minimum). P¥i malém ¢ metoda konverguje pfilis pomalu (chyba
nepatrné klesd) a na druhou stranu pro vétsi e diverguje (chyba roste). La-
déni parametru ¢ pfipomina ladéni spravné frekvence televizniho signdlu.
Proto je potfeba pfi fizeni uiciho procesu mit uréitou zkuSenost s volbou
¢. Nésledujici doporuceni lze formulovat jen velmi nepfesné. Pro vétsi topo-
logie je lepsi za¢inat s mensim € (napf. Fadové tisiciny, popf. desetitisiciny).
Pfi Gspésné konvergenci lze ¢ nepatrné zvysit, pii zjevné divergenci ¢i os-
cilaci hodnotu ¢ snizime (napf¥. exponencialné). I pfi velkém vzristu chyby
po predeslé tspésné konvergenci bez dlouhodobéjsi zmény ¢, pokrac¢ujeme
v adaptaci se stejnym g, protoze metoda nékdy pFechazi ve vahovém pro-
storu do oblasti lepsi konvergence, coz se ndm potvrdi nebo vyvrati v dalsich
tréninkovych cyklech. Nékdy je pii netispéchu lépe uéici proces opakovat od
zacatku pro novou pocatecni konfiguraci. Graf typického vyvoje chyby v pri-
béhu adaptace je nacrtnut na obrazku 2.3. Na zacatku uceni se muze chyba
mirné zvysit, pozd&ji se stiid4 faze jejiho rychlého (pfiblizné exponenciél-
nfho) poklesu s dlouhodobou stagnaci, kdy se chyba shora jen velmi pomalu
bliz{ (pokles chyby se pfiblizné exponencidlné zmensuje) k né&jaké nenulové
hodnoté. Obvykle se po dlouhodobém uéeni za uréitych podminek podaii
nalézt globalni minimum (chyba je nulova).

Obr. 2.3: Typicky vyvoj chyby v ¢ase pfi uceni pomoci backpropagation.
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nasledujicim zptisobem. Pokud pfi zpétném Sifeni, kdy postupujeme smé-
rem od vystupu sité k jejimu vstupu, prochdzime neuronem r € j— (pfed-
pokladejme, ze % je vypoctena), pak k postupné pocitanym parcidlnim

derivacim %5’? u v8ech jeho vstupnich neuront ¢ € r— (tedy specidlné také

u neuronu j) pfi¢teme %Aryr(l — yr )wyp; (viz vzorec (2.19)). Ve chvili, kdy
budeme prochézet neuronem j, jsou vSechny neurony r € j— zpracovany, a
proto hodnota %5’? 71z bude vypoétena. Také vypocet gfi v kroku 5c¢ lze
realizovat pfi tomto postupu a kroky db a Hc tak probihaj% soucasné.

V uvedeném algoritmu dochézi k adaptaci konfigurace vzdy po jednom
tréninkovém cyklu, tj. s pfihlédnutim k celé tréninkové mnoziné. Parcialni de-
rivace parcidlnich chybovych funkei se postupné s¢itaji (akumuluji) v kroku
5d, proto pfi uceni nezalezi na pofadi tréninkovych vzora. Této varianté se
tikd akumulované uceni. Na druhou stranu je v tomto pfipadé potfeba pro
kazdy spoj v siti kromé vlastnich vah pamatovat i pfislusné hodnoty EJ’Z aku-
mulovanych parcidlnich derivaci. Jinou méné pamétové naroénou moznosti
Je adaptovat konfiguraci pro kazdy tréninkovy vzor. V tomto pfipadé nemu-
sime mit pfedem k dispozici uzavienou tréninkovou mnozinu, ale tréninkové
vzory lze generovat (i bez opakovani) postupné v pofadi podle zvolené trénin-
kové strategie. Po vypoctu gradientu parcialni chybové funkce %(w(t_l))
pro k-ty tréninkovy vzor v kroku Hc se vahy misto kroku 5d hned adaptuji
s pfihlédnutim k tomuto vzoru:

Oy
6 ..

Wyg

Wl = w7V 4 Aul?), kde Aw(l) = -

= w}; (w=1y, (2.20)
To nahrazuje pfislusnou adaptaci vah v kroku 6 a 7. Protoze gradient par-
cidlni chybové funkce se pro dalsi tréninkovy vzor pocitd pomoci jiz aktu-
alizovanych vah podle pfedchoziho vzoru, nedochézi k minimalizaci celkové
chyby sité vzhledem ke tréninkové mnoziné pfesné podle gradientni metody
(2.11), (2.12) a podle nasich zkusenosti tento postup zpomaluje konvergenci.

Vypocet chyby sité v kroku 8, ktery dava uzivateli informaci o priibéhu
ueni (napf. zda algoritmus konverguje nebo se nachézi v lokdlnim minimu
apod.) a ktery je podkladem pro koncovou podminku uéeni v kroku 9, je
¢asové narotnou zalezitosti (zahrnuje aktivni rezim pro kazdy tréninkovy
vzor), proto neni Gelné jej opakovat v kazdém tréninkovém cyklu, ale staci
Jjej provést po nékolika téchto cyklech. Rychlost ucenf ¢ 1ze pFizpusobit vyvoji
chyby v ¢ase, proto je vhodné, aby aktudlni informace o chybé byla béhem
adaptace zobrazena napf. na obrazovku. Také je nutné, aby program umoz-
noval v adaptivnim rezimu interaktivné aktualizovat rychlost uéeni. Protoze
adaptivni rezim je typicky dlouhodobou zélezitosti, doporucuje se kvili bez-
pecnosti jednou za ¢as ulozit (archivovat) konfiguraci (pokud chyba mezitim
poklesla) napf. na disk.
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lépe opisuje tvar chybové funkce F(w), protoze bere do tvahy predchozi
gradient.

Konvergence gradientni metody zavisi na vyladéni rychlosti uceni ¢, popt.
parametru momentu «. Proto se ¢asto navrhujf heuristiky pro automatickou
adaptaci téchto parametri béhem uéeni [45, 67, 140, 278]. Napf¥iklad lze
pro kazdou vahu w;; v sfti uvazovat zvlast rychlost ucenf ¢;;. Hodnotu ¢ ;
mizeme napf. volit fadové 1/|j—|, kde |j—| je pocet vstupd neuronu j [226].
Nebo linearné zvysujeme rychlost uceni 5%) = Keyfl) pro K > 1 (napf. K =
1.01) v Case t > 1, pokud by se tim nezménilo znaménko zmény pfFislusné
véhy, tj. Ail)](z.)Ail)](Z-_l) > 0, jinak jej exponencialné snizime Eg? = 55»2-_1)/2.

Pf1 ueni neuronovych siti se v aplikacich ¢asto opomijeji zndmé a pro-
pracované G¢innéjsi metody nelinedrni optimalizace [179]. Napfiklad Newto-
nova metoda v dostateéné blizkém okoli minima chybové funkce konverguje
velmi rychle. Nicméné tato metoda vyzaduje vypoéet druhych derivaci, je
vypocetné velmi naroénd (v kazdém kroku iterace se poCitd inverze matice)
a numericky nestabilni. Vhodnéjsim kandidatem pro minimalizaci chybové
funkce neuronové sité je metoda sdruiengch gradientd [162, 187], kterd vyu-
ziva jen prvni derivace.

Na zavér poznamenejme, ze uvedeny ucici algoritmus backpropagation
pro vicevrstvou neuronovou sit lze zobecnit pro cyklickou architekturu, po-
kud rekurentni sit v aktivnim rezimu konverguje ke stabilnimu stavu. Tato
varianta algoritmu se nazyva rekurenini backpropagation [7, 6, 221, 222, 223,

237].

2.2.6 Volba topologie a generalizace

Velkym problémem modelu vicevrstvé neuronové sité s ucicim algoritmem
backpropagation je (kromé minimalizace chybové funkce) volba vhodné to-
pologie pro feseni konkrétniho praktického problému. Z¥idkakdy jsou po-
drobnéji znamy vztahy mezi vstupy a vystupy, aby se toho dalo vyuzit pfi
navrhu specidln{ architektury. Vétsinou se pouziva vicevrstva topologie s jed-
nou nebo dvéma skrytymi vrstvami a ocekava se, ze ucici algoritmus back-
propagation zobecni pfislusné vztahy z tréninkové mnoziny a zohledni je ve
vahach jednotlivych spoji mezi neurony. I v tomto pfipadé je vSsak potieba
volit pocty neuront ve skrytych vrstvach. Ukazuje se, ze tento problém or-
ganizacni dynamiky Gzce souvisi s adaptaci a generalizaci neuronové sité.
Architektura vicevrstvé sité, tj. pocty skrytych neuront, by méla od-
povidat slozitosti feSeného problému, tj. poétu tréninkovych vzori, jejich
vstupli a vystupu a struktufe vztahi, které popisuji. Je zFejmé, ze mal4 sit
nemtize fesit komplikovany problém. P#i uéeni pomoci algoritmu backpropa-
gation se pfili§ mald sit obvykle zastavi v néjakém mélkém lokdlnim minimu
a je potfeba topologii doplnit o dalsi skryté neurony, aby adaptace méla
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2.2.5 Varianty backpropagation

Problémy s minimalizaci chybové funkce F(w) v redlném Case se snazi Fesit
razné varianty zédkladniho modelu backpropagation. Napt. problém s volbou
hodnot strmosti A; aktiva¢nich funkef (2.8) u jednotlivych neuront j lze fe-
§it tak, ze chyba sfté E(w,A) bude kromé synaptickych vah w také funkcf
strmosti A. Konfigurace sité je pak dana vektorem vsech vah w a vektorem
véech strmosti A. P¥i u¢eni adaptujeme tuto konfiguraci (tj. véetné strmosti)
tak, ze chybu sité minimalizujeme gradientni metodou v prostoru vah a str-
mosti. Tim zvySujeme stupen volnosti adaptace, kdy tvar aktivac¢nich funkeci
(tj. mira rozhodnosti jednotlivych neuronii) se mize pfizptsobit tréninkové
mnoziné a snaze se nalezne globalni minimum chybové funkce sité. Na druhou
stranu pfi zvySeni poctu adaptovanych parametru roste poéet numerickych
operaci a uceni se zpomaluje. Adaptace strmosti se technicky realizuje po-
dobné jako u vah (2.11), (2.12). Na zacatku adaptace v Case 0 jsou strmosti
A nastaveny nahodné, napt. blizko jedné. V dal§im tréninkovém cyklu
v ¢ase t > 0 se hodnoty strmosti A(*) v nové konfiguraci vypoétou:

(1) _ \(=1) (1) 0 _ _a9E ( o1y y(-1
N =N ANT, e AXY =~ o (w1, A0=0) (221
a 0 < ¢ <1 jerychlost uéeni strmosti, jejiz vyznam je stejny jako u synap-
tickych vah. Vypocet parcidlni derivace % je opét analogicky (viz vzorce
(2.13), (2.14) a (2.16)):

OF < 0k OEy,  OE dy;  OEy
==Y —, kde =~ = — L = &yl —y). 2.22
8)\]' Pt 8)], 8)\]' ayj 8/\]' 83/]' J .7( .7) ( )

OB,
oy;
(2.18), (2.19). V prubéhu adaptace se obecné muze hodnota parametru str-

mosti aktivaéni funkce u nékterého neuronu stat zdpornou.

Popsané varianta gradientni metody (2.11), (2.12) se vzhledem ke své
jednoduchosti casto pouziva, i kdyz neni pfilis efektivni. Pfi malé rychlosti
uceni ¢ je konvergence této metody pomald, avsak pfi vétsim € metoda diver-
guje. Jeji jednoduché celkem frekventovana modifikace, ktera se snazi tento
nedostatek odstranit, zohlednuje pfi vypoctu zmény vahy ve sméru gradientu

Parcialni derivaci JiZ umime poéitat pomoci strategie zpétného sifeni

chybové funkce navic pfedchozi zménu vah, tzv. moment [226]:

Eﬂ (w(t_1)> + aAw](.Z._l), (2.23)

Aw](.? = —

kde 0 < a < 1 je parametr momentu, ktery uréuje miru vlivu predchozi
zmény (obvykle se voli napt. o = 0.9). Pomoci momentu gradientni metoda
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nékolik neuroni a adaptivni rezim se cely opakuje pro novou architekturu.
Pro test kvality generalizace neuronové sité se poé¢ita chyba sité vzhledem
k tzv. testovaci mnoZiné, coz je Cast tréninkové mnoziny, ktera se zamérné
nevyuzila pfi adaptaci.

Diamyslnéjsi metody podle potfeby automaticky béhem adaptace modi-
fikuji architekturu a vytvari tak kombinovany organizacné—adaptivni rezim
sité. Jsou mozné nasledujici dva odligné pFistupy. V tzv. konstruktivnich algo-
ritmech [62, 68, 188, 192] se zac¢iné s malou topologii a v pfipadé, ze hodnotu
chybové funkce jiz nelze dale snizovat, se pfiddvaji nové neurony. Piiklad ta-
kového algoritmu pro kaskadové architektury je v podkapitole 2.4. Naopak
pfi tzv. profezdvdni (pruning) [93, 110, 132, 162, 248] se vychéazi z dostatetné
bohaté topologie a odstranuji se spoje (pfip. odpovidajici skryté neurony),
které maji béhem uéeni v absolutni hodnoté malou véhu. To je mozné diky
velké robustnosti funkce sité. Zanedbani malych vah lze napt. zohlednit jiz
v definici minimalizované chybové funkce sité pfidanim ¢lenu, ktery penali-
zuje v8echny vahy v siti tmérné jejich velikosti:

1 w2,
/ _ 1 ji
E'(w)=E(w)+ 57 ]Ei 1 ]2Z , (2.24)

kde parametr ¥ > 0 mirou vlivu tohoto ¢lenu na chybu sité a E(w) je
puvodni chybova funkce (2.9).

2.3 MADALINE

Dalsi historicky dilezitym modelem neuronové sité je MADALINE (Mul-
tiple ADALINE), ktery byl navrzen Widrowem a Hoffem [288, 287] (viz
podkapitolu 1.1). Zakladnim prvkem v tomto modelu je neuron ADALINE
(ADAptive LINear Element), ktery je velmi podobny perceptronu. Proto
model MADALINE je formélné skoro identicky se siti perceptroni, kterou
jsme se zabyvali v podkapitole 2.1, 1 kdyZ ptavodné vychazi z jinych principt.

Organizac¢ni dynamika MADALINE (tj. architektura) a znaceni para-
metrd sité je stejné jako u sité perceptront (viz obrazek 2.1), avsak misto
perceptronu uvazujeme ADALINE. Aktivni dynamika se u tohoto modelu
lis{ tim, ze vystupy sité mohou byt obecné redlné a jednotlivé ADALINE
realizuji linedrni funkci, tj. chybi nelinearni aktiva¢ni funkce. Funkce MA-
DALINE y(w) : R* — R™, kterd zavisi na konfiguraci w = (wq, ..., Wp,),
kde w1 = (w10,...,Win)s -, Wm = (Wmo, ..., Wmp), je tedy déna afinni
kombinaci vstup:

n

yj:Zwﬂmi j=1,...,m. (2.25)
=0
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vétsi stupen volnosti. Na druhou stranu bohata architektura sice pfi uceni
mnohdy umozni nalézt globalni minimum chybové funkce, 1 kdy7 s vétsim
poctem vah roste vypocetni naro¢nost adaptace. AvSak nalezend konfigu-
race sité obvykle ptili§ zohlednuje tréninkové vzory véetné jejich nepFesnosti
a chyb a pro neucené vzory dava chybné vysledky, tj. 8patné generalizuje. To-
muto pfesnému zapamatovani tréninkové mnoziny bez zobecnéni zdkonitosti
v ni obsazenych se ¥ikd preuceni (overfitting). Na obrazku 2.4 jsou graficky
znézornény dvé funkce sité spolu s tréninkovymi vzory (body), ze kterych
byly nauceny. Silné ¢ara pfedstavuje pfeucenou sit, jejiz funkce se pFizpuso-
bila nepfesnym tréninkovym vzortm, zatimco tenka ¢ara pfedstavuje funkei
sité, ktera ,spravné“ generalizovala zdkonitosti v tréninkové mnoziné. Zda
se tedy, Ze existuje optimdlni topologie, ktera je na jednu stranu dostateéné
bohata, aby byla schopna tesit dany problém, a na druhou stranu ne moc
velké, aby spravné zobecnila potfebné vztahy mezi vstupy a vystupy.

Obr. 2.4: Graf funkce pfeucené sité (tuéné) a sité se ,spravnou” generalizaci.

Existuji teoretické vysledky ohledné horniho odhadu poé¢tu skrytych neu-
rond postacujicich pro realizaci libovolné funkce z urcité t¥idy (viz tfeti ¢ast
této knihy), avSak pro praktické potfeby jsou prilis nadhodnocené, a tedy ne-
pouzitelné. V praxi se obvykle topologie voli heuristicky, napf. v prvnf skryté
vrstvé o néco vice neuronu nez je vstupd a v druhé skryté vrstvé aritmeticky
pramér mezi poétem vystupi a neuroni v prvni skryté vrstvé. Po adaptaci
se v pfipadé velké chyby sité p¥ip. pfid4, resp. pfi chudé generalizaci odebere
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sméru daném znaménkem y;. Uvedend situace je nacrtnuta na obrazku 2.5,
kde nadrovina uréend stejnym vystupem je zndzornéna prerusovanou Carou.

V adaptivnim rezimu je pozadovana funkce MADALINE zadana tré-
ninkovou posloupnosti, kde realné vstupy tréninkovych vzora xj jsou gene-
rovany ndhodné s danym rozdélenim pravdépodobnosti a u kazdého je dan
pozadovany realny vystup dy:

(%%, dg)e=1,2 kde <F 7T (51, -y ) € R

d; = (dkl;---;dkm) e R™. (229)

Chyba j-tého ADALINE vzhledem k tréninkové posloupnosti (2.29) v zavis-
losti na ¢asti konfigurace w; je definovana:

1P (W —dpi)?
Ej(w;) = lim 7 2=t (4(W5, 1) = diy) ji=1,...,m, (2.30)

p—00 p

coz je podle zdkona velkych ¢isel [17] stfedni hodnota (znacime tuéné E) po-
loviny mocniny rozdilu skuteéného stavu j-tého ADALINE a odpovidajictho
pozadovaného vystupu vzhledem k tréninkové posloupnosti:

1 .
Ej(w;)=E 5(yj(wj,xk)_d,w-)2 j=1,...,m. (2.31)
Cilem adaptace je minimalizace chyby F;(w;) (j = 1,...,m), kterd ve

vahovém prostoru diky tvaru funkce (2.25) uréuje paraboloid. Za timto 0ée-
lem nejprve vypocteme gradient chybové funkce Ej(w;) ze vztahu (2.30)
zdménou limity a derivace, dale vyuzijeme pravidlo o derivaci slozené funkce
a derivujeme (2.25):

OF; 1
']' = lim —Zl‘ki (yj(Wj,Xk)—dkj) 0= 1,...,77,, (232)

ktery lze opét vyjadiit jako stfedni hodnotu:

OL;
Owy;

Po dosazen{ (2.25) do (2.33) a s vyuzitim pravidla o stfedni hodnoté linearni
funkce dostdvame:

OF;
awﬂ

= —E[dkj$1“'] + Z wj,«E[:ck,xki] 1=0,...,n. (2.34)

r=0
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Také geometricky vyznam funkce j-tého ADALINE se nepatrné lisi od
perceptronu. Uvazujme vstup x = (#1,...,%,), tj. bod [x1,...,2,] v n-
rozmérném vstupnim prostoru. Nadrovina s koeficienty w; pro j-ty ADA-
LINE dan& rovnici

n
wio + Z wiiz; =0 (2.26)
i=1
rozdéluje tento prostor na dva poloprostory, ve kterych ma hodnota vystupu
y; (2.25) odligné znaménko. Pro body leZici na této nadroviné je hodnota

vystupu nulova. Vzdalenost g; bodu [21, ..., x,] od nadroviny (2.26) je dana
rovnici:

lwio + D271 wii ly; |
o = 2ozt wyitil _ i . (2.27)

n 2 n 2
dict Wi dict Wi

Tedy absolutni hodnota |y;| vystupu j-tého ADALINE zévisi linedrné na
vzdalenosti bodu od nadroviny ve vstupnim prostoru:

-0 . (2.28)

Body ze vstupniho prostoru, které maji stejny vystup, lezi na jedné nadro-
viné rovnobézné s nadrovinou (2.26), kterd je od ni ve vzdalenosti p; ve

n
wio + S0 wyizs = 0

y; >0 !

./" [T1,...,Tn]

n
// |3/J| = Zi:l wz?] ]

/

Obr. 2.5: Geometricka interpretace funkce ADALINE.
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Existuji 1 rizné varianty adaptivni dynamiky MADALINE. Naptiklad
adaptaci vah muzeme provadét podle gradientni metody (2.36) tak, ze li-

mitni hodnotu parcialni derivace 5—~ danou vzorcem (2.32) aproximujeme
Jt

o < [ , o
pramérem pies p tréninkovych vzora:

8”(0]2 le“ y] W],Xk) - dk]) . (238)

Nebo ve Widrowové pravidle mizeme navic uvazovat moment (viz vzorec
(2.23)), tj. pro ¢t > 1 dostaneme
(f) _

11) = Tl)

(1-1) (1) ) —

— Exk; (yj(wj )—{—(y (w(t 1) w(t 2)) , (2.39)

kde 0 < o < 1 je parametr momentu.

2.4 Sité s kaskddovou architekturou

V této podkapitole uvedeme popis siti s kaskddovou architekturou, neboli
kaskddovych siti, a jejich uéictho algoritmu kaskddové korelace (cascade-
correlation) navrzeného Fahlmanem a Labierem na pfelomu osmdeséatych
a devadesdtych let [62]. Ackoli, striktné brdno, nepatfi tento model mezi
Hklasické“, uvadime ho v této kapitole proto, ze je jistym zobecnénim per-
ceptronovych siti.

Organizac¢ni dynamika (architektura) kaskddové sité je zndzornéna na
obrazku 2.6. Jde o dopfednou sit s jednou vstupn{ vrstvou n vstupnich jed-
notek, skrytou vrstvou obsahujici h perceptront, a linearni vystupni vrstvou
o m jednotkach. Perceptronové jednotky jsou navic pospojovany lateralnimi
spoji, které jdou jednim smérem, feknéme zleva doprava ve smyslu o¢islovani
skrytych jednotek. Kazdy perceptron dostava jako vstupni signdly i vystupy
ze v8ech pfedchozich jednotek ve skryté vrstvé. Takze i-ta jednotka ve skryté
vrstvé ma jako obvykle n vstupt spojenych se vstupnimi jednotkami a déle
i — 1 vstupt napojenych na vystupy jednotek j, kde j = 1,...,¢ — 1. Vy-
stupni jednotky jsou spojeny se vSemi jednotkami ze skryté i vstupni vrstvy
(na obrazku 2.6 nejsou pro piehlednost zndzornény spoje mezi vstupnimi
a vystupnimi jednotkami).

Funkce f : R® — R™ realizovana kaskddovou siti v aktivnim rezimu se
diky rekurentnim vztahim mezi skrytymi jednotkami zapisuje jednim vzor-
cem pomérné nesnadno, ale samotny zpusob, jakym sit pocitd odezvu na
predlozeny vstup x € R7”, je jednoduchy. Jednotky ve skryté vrstvé po-
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Jeden z moznych postupt pfi minimalizaci chybové funkce E;(w;) je po-

Jw
ticky odhadneme stfedni hodnoty E[dy;zx;], E[zgr2k;], dostaneme soustavu
linearnich rovnic:

ZE[xkr$ki]wjr =-E
r=0

Jejimz feSenim je konfigurace w} pro j-ty ADALINE, kterd minimalizuje
chybovou funkci E;(w;).

Obvykle se viak k minimalizaci chyby E;(w;) pouziva podobné jako u al-
goritmu backpropagation (viz podkapitolu 2.2) gradientni metoda, u které
v tomto pFipadé diky tvaru chybové funkce (paraboloid) nejsou problémy

s lokalnimi minimy. Na zacatku adaptace v case 0 jsou vahy konfigurace

lozit parciilni derivace 08 — rovny nule. Pokud ve vzorcich (2.34) statis-
5

[dkjl‘]“] i:O,...,n, (235)

W(O) nastaveny nahodné blizko nuly, napt. wj(l) e(-1,1) (j=1,...,m,
i =0,...,n). V diskrétnim Case adaptace ¢t > 0 se konfigurace w®) ménf
podle gradientni metody:

%(w(t_l)) (2.36)

wji

w(t) = w](t D Aw(t) ,  kde Aw](;) = —¢

a0 < e <1 jerychlost uéeni.

V analogii s algoritmem backpropagation bychom méli akumulovat par-
cidlni derivace gwjjl v (2.36) (tj. podle (2.32) pocitat limitu jejich praméri)
pro celou tréninkovou posloupnost. Avsak Widrow a Hoff navrhli pro MADA-
LINE tzv. Widrowovo (Widrow-Hoffovo) pravidlo, nékdy také nazyvané LMS
(Least—-Mean—Square) pravidlo uéeni, ve kterém dochézi k adaptaci vah po
kazdém tréninkovém vzoru (srovnejte s neakumulovanou implementaci algo-
ritmu backpropagation v odstavei 2.2.4). Model MADALINE mé4 tedy dis-
krétni adaptivni dynamiku, tj. v kazdém Casovém kroku uceni t = 1,2,...
je siti pfedlozen k-ty vzor (k = t) z tréninkové posloupnosti (2.29), podle
kterého jsou adaptovany vahy. Podle Widrowova pravidla zména konfigurace
w(®) v case t > 0 je déna nasledujici rovnici (srovnejte s (2.36) a (2.32)):

w](i) = w(t R — Exk; (y]( (t- 1) Xp) — dkj> Z;é”:::::l. (2.37)
Je zajimavé, ze adaptivni dynamika (2.37) u MADALINE je forméalné to-
tozna s adaptaci perceptronu podle pravidla (2.5). Widrow a Hoff dokazali,
ze adaptivni proces podle (2.37) konverguje z libovolné pocéatecni konfigu-
race w(®) ke konfiguraci w*, kterd minimalizuje chybové funkce E;(w;) pro
j=1...,m
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stavec 2.2.5). Kdyz uz nedochdzi k vyraznému zlepseni chyby sité, pfidame
do sité dalsi skrytou jednotku a opakujeme gradientni uéeni.

Pridani skryté jednotky spociva v adaptivnim nastaveni jejich vstupnich
vah tak, aby jednotka mohla co nejvice zlepsit chybu sité. Nejprve si vytvo-
fime mnozinu kandidatd na novou jednotku, z nichz kazdy je svymi vstupy
pfipojen do sité na v8echny vstupni a pfislusné skryté jednotky. Vystupy
kandidatt zatim do sité nezapojujeme. V této casti uéictho algoritmu adap-
tujeme vstupni véhy kandidatd tak, abychom maximalizovali korelaci mezi
jejich vystupem a chybou sité. To je opét realizovano gradientni metodou,
a to tak dlouho nei se korelace pfestane vyznamné zvétéovat Pak vybe-
sité. Nasledné pokracujeme gradlentmm minimalizovanim chyby, pfi kte-
rém adaptujeme vSechny véhy vystupnich jednotek (tedy i od dosavadnich
skrytych neuront, i od pravé pfidaného). Cely proces konci, dosdhneme-li
pozadovaného prahu chyby.

Motivaci pravé popsaného postupu je nastavit vahy kazdého pfidavaného
neuronu tak, aby neuron mohl co nejvice snizit celkovou chybu sité. Proto
tedy maximalizujeme jeho korelaci s touto chybou.

Ukazme pfesnéji, jak obé uéici faze probihaji. Celkovou chybu sité poéi-
tame jako obvykle:

1 k. m
E=g3 > ! =4, (2.42)
1

t=1j=1

kde dg-t) (resp. yy)) je j-ta slozka pozadovaného (resp. aktualniho) vystupu

sité po predlozeni ¢-tého tréninkového vzoru. Gradient £ spoéteme takto:

i) =" = 4 (") (2:43)
k

aaf- =Y, (2.44)
Je t=1

kde o’(¢(Y)) je hodnota derivace aktivaéni funkce vystupnf jednotky po pied-
lozeni vzoru x(*), I]@ je hodnota vstupni (nebo skryté) jednotky j a wj; je
vaha spojujici vstup i s vystupem j.

Pii uceni kandidat maximalizujeme korelaci mezi vystupem kandidata
y a chybou sité. Korelaci pocitdme pfes véechny tréninkové vzory ¢ nasledu-
jicim zpusobem:

C=> Z W =) — )], (2.45)
j=1
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¥ ¥ ¥

Obr. 2.6: Kaskadové sit (lateralni spoje jsou oznaceny oblymi Sipkami)

stupné dle svého pofradi ¢ spo¢tou svou vystupni hodnotu z; podle obvyklé
prechodové funkce znamé z perceptront:

n i—1
2 =0 E wijx; + E Wi(n4§)%j
j=0 ji=1

pro i=1,...,h, (2.40)

kde w;; jsou vahy, o je aktivacni funkce.

Pro kazdy perceptron 7 jsou tedy véahy pfislusejici vystupim od pfed-
chozich jednotek zafazeny formalné na konec vadhového vektoru, odpovidaji
vzdy pozicimn 4+ 1,...,n+¢— 1. V dalsi fazi vypoctu potom jednotky ve
vystupni vrstvé spoctou linearni kombinace svych vstupa a aplikuji pfecho-
dovou funkeci:

n+h

Yi =0 E Vij 2

j=0

pro i=1,...,m. (2.41)

Zabyvejme se nyn{ adaptivni dynamikou sité. Algoritmus kaskadové ko-
relace je prikladem konstruktivniho ¢i inkrementalniho ucictho algoritmu.
Uceni zac¢ind s minimalni moznou konfiguraci sité, coz v nasem piipadé zna-
mend bez skrytych jednotek. Uceni probiha na dvou casovych skalach: v kaz-
dém velkém cyklu uéime aktudlni konfiguraci sité pomoci linearniho gra-
dientnfho sestupu. Autofi v [62, 115] pouzivaji algoritmus guickprop, ktery
je podrobné popsan v [61]. Jde o jednu ze sofistikovanéjsich variant algoritmu
zpétného Sifeni, kterd vychazi z Newtonovy gradientni metody (srovnej od-
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ménime vahy u vystupni vrstvy, zatimco algoritmus maximalizujici ko-
relaci operuje s vahami pfidavanych skrytych neuront.) Dalsi vyhodou
mize byt i to, ze algoritmus funguje ,hladovym® (greedy) zptisobem:
kazda priddvand jednotka se snaZzi ubrat maximaln{ ¢ast chyby, jaké
je schopna. Ve standardnim algoritmu zpétného §ifeni se vechny jed-
notky adaptuji nardz a pracuji také na ruznych tkolech, coz mize mfit
vliv na rychlost algoritmu.

Konecné, ¢ast, ve které kaskadova korelace travi nejvice casu—maxima-
lizace korelace s chybou sité u skupiny pfidavanych jednotek, je velmi
vhodné k paralelizaci. Jelikoz kazdy z kandidata provadi izolované sviyj
gradientni vystup, mohou byt umfisténi na raznych procesorech. Jediné
komunikace mezi nimi probéhne aZ na zavér této ucici faze, kdy je tfeba
vybrat nejlepsiho z nich.
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kde g (resp. €;) jsou pruméry hodnot y(t) (resp. egt)) pocitané pfes vsechny

tréninkové vzory t. Analogicky jako u (2.43) spocitame gradient C:

s — Z ,gj(eg,t) — &)g! (M) (2.46)
ji=1
oC b (t)
ov () gt
;= ;5 LY, (2.47)

kde s; je znaménko korelace mezi hodnotou vystupu kandidata a chybou
sité na vystupu j. Pfedchozi vzorce plati pro vypocet gradientu u jednoho
kandidata. V pruabéhu korelaéni faze uéenf inicializujeme mnozinu kandidata
riznymi ndhodnymi vahami a kazdého kandidata pak nezavisle adaptujeme.

Pro konkrétni dpravu vah na zdkladé vypoctenych gradientd pouzivaji
autofi metodu quickprop, kterou nyni stru¢né popiseme. Uvazujme Gpravu
vahy w v jedné ze zminénych fazi uceni. Podle toho, zda minimalizujeme
chybu sité, nebo maximalizujeme korelaci vystupu jednotky, ptitadme do

hodnoty S®) bud 8‘1}—}? nebo %. Uprava vahy Aw(®) se pak #id{ nasledujicim
pravidlem:
eSM) pro Aw(t=1 =0
) SAw(D el Aw(=D £ 0
Ap®) — ) sEn—smAY Jje-h W S(jé (2.48)

& grmn—sm <H
pAwt=1) jinak
kde ¢ je parametr, ktery #idi nastartovan{ iprav vah pomoci linedrnich kroki
a p Fidi maximélni velikost kroku v porovnani s pfedchozim krokem. Detail-
néjsi popis a diskusi nastaveni hodnot parametri lze najit v [61].
Hlavni rysy algoritmu kaskadové korelace jsou nésledujici:

e Diky konstruktivnimu uéeni neni tfeba dopfedu uréovat rozméry sité
(v tomto piipadé pocet skrytych jednotek). Ucici proces sdm vybu-
duje sit, kterd dany problém fesi s dostatenou pfesnosti (nenf ovsem
zaruéeno, ze tato konfigurace je minimalnf).

e Inkrementalni mechanismus ué¢eni umoznuje snadné pozdéjsi douc¢ovani
sité novym vzoram.

o Kaskadové korelace je typicky rychlejsi nez zpétné siteni chyby, pro-
toze se v kazdém okamziku adaptuje pouze jedna vrstva vah. Obé
optimalizacni ¢asti jsou tedy linearni a rychlé. (P¥i minimalizaci chyby
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V geometrické interpretaci to znamend, ze pFislusné nadroviny (viz obré-
zek 2.5) odpovidajici vystupnim neurontim sité prochazi pocatkem.

Pro potfeby dalstho vykladu vyjadfime jesté aktivni dynamiku (3.1) for-
malné v maticovém zapisu. Vstup sfté, resp. vystup, chdpeme jako sloup-

covy vektor x = (x1,...,®,) typu n x 1, resp. ¥y = (Y1,...,Ym) typu
m x 1, a konfigurace sité je ddna vadhovou matici W typu m x n, jejiz fadky

w; = (wj1,...,wjn) odpovidaji synaptickym vahém vstupd (vystupnich)
neurond j (j = 1,...,m):
w11 e W1n
W = Lo : . (3.2)
Wm1 e Wmn

Pfi tomto oznafen{ mizeme aktivni dynamiku linedrni asociativni sité (3.1)
formalné zapsat jako maticovy soucin:

y = Wx. (3.3)

V adaptivnim rezimu linearni asociativni sité je opét pozadovand funkce
zadana tréninkovou mnozinou:

N X :(xkl,...,xkn) e R" .
T—{(Xk,dk) dk:(dkh..-,dkm)E[Rm k—l,...,p}, (34)

pro niz v pfipadé autoasociativni paméti plati, Zze pozadovany vystup od-
povidé vstupu sité, tj. m = n a x; = d pro k = 1,...,p. V nésledujicich
odstavcich 3.1.1 a 3.1.2 popiSeme dvé mozné adaptivni dynamiky linedrni
asociativni sité.

3.1.1 Adaptace podle Hebbova zakona

Adaptivni dynamiku linearni asociativni sité popiSeme v tomto odstavci
obecné pro pFipad heteroasociativni paméti, jejimz specidlnim ptipadem je
autoasociativni pamét. Jeden z moznych zplisobti adaptace této sité je moti-
vovan neurofyziologickym Hebbovgm zdikonem, ktery tvrdi, ze zména synap-
tické vahy spoje mezi dvéma neurony je imérnd jejich souhlasné aktivité, tj.
sou¢inu jejich stavi. Donald Hebb timto zptsobem vysvétloval vznik pod-
minénych reflexti [98] (viz podkapitolu 1.1), kdy soucasné aktivita (popf.
pasivita) prvniho neuronu odpovidajici podmince (pfi¢iné) a druhého neu-
ronu vyvolavajici reflex posiluje synaptickou vazbu spoje smérem od prvniho
k druhému neuronu. Obréacené opaéné aktivita téchto neuront tuto vazbu
zeslabuje.

Hebbuv zdkon lze tedy formdalné shrnout do nésledujici adaptivni dyna-
miky linearni asociativni sité. Na zacatku adaptace v Case 0 jsou vSechny

Kapitola 3

Asociativni neuronove sité

3.1 Linearni asociativni sit

Linedrni asociativni sit, navrzend Andersonem [13] a dale jim a Kohone-
nem rozpracovand [14, 15, 16, 151, 152], je piikladem modelu neuronové
sité, ktery se vyuziva jako asociativni pamét. Na rozdil od paméti klasickych
poéitaci, kdy klicem k vyhledéni polozky v paméti je adresa, u asociativni
paméti vybaveni ptisluéné informace probihé na zdkladé jeji ¢astecné znalosti
(asociace). Napf. v databazovych aplikacich je znalost nékterych polozek z4-
znamu postacujici k vyhledan{ celého zdznamu. Podobné u ¢lovéka napft.
cernobila fotografie pfitele pomuze vybavit barvu jeho vlasi & oéi, popf.
jeho jméno. Budeme rozlisovat v zdsadé dva typy asociativni paméti: auto-
asociativni a heteroasociativni. U autoasociativni paméti pajde o upfesnéni
¢i zaplnéni vstupni informace, coz v nasem motivaénim prikladé s ¢ernobi-
lou fotografii znamené vybaveni odpovidajiciho barevného obrazu. Naproti
tomu u heteroasociativni paméti dochazi k vybaveni ur¢ité sdruzené infor-
mace na zakladé vstupni asociace, coz v uvedeném prikladé maze odpovidat
urceni jména osoby na fotografii.

Organizacni i aktivni dynamika linedrni asociativni sité je témér iden-
ticka jako u modelu MADALINE, ktery jsme popsali v podkapitole 2.3. Je-
diny rozdil spoéiva v tom, 7Ze linedrn{ asociativn{ sit v aktivnim rezimu mfisto
afinnich kombinaci po¢ita jen linedrni kombinace vstupi, tj. chybi formalni
jednotkovy vstup a odpovidajici biasy jsou nulové. Formalné lze tedy funkei
linearni asociativni sité y(w) : R — R™ zapsat (srovnejte s (2.25)):

yj:iji:m j=1...,m. (3.1)
i=1

=9
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normé jsou srovnatelné. Za tohoto pfedpokladu ma linearni asociativni sit
schopnost tzv. reprodukce, tj. pfedlozime-li této siti vstup x, (1 < r < p)
z tréninkové mnoziny, pak na néj odpovi pfislusnym pozadovanym vystupem
d,. To lze ukézat tak, ze do aktivni dynamiky (3.3) dosadime (3.8) za W,
déle vyuzijeme asociativitu a distributivitu maticového nésobeni (skaldrniho
soufinu) a pfedpoklad ortonormality:

P P
y(x,) = Wx, = (Z dkx;) X, = de (x;xr> =d,. (3.11)
k=1 k=1

Schopnost reprodukce (3.11) lze povazovat za nutnou podminku asocia-
tivni paméti. Avsak line4rni asociativni sit by také pro vstup x, 4+ 8, ktery je
blizko vstupu x, r-tého tréninkového vzoru (tj. norma ||8]| = /> i, 62 =6
je dostatetné mald) méla odpovidat pozadovanym vystupem d,. Odpovi-
dajici chybu lze vyjadiit jako normu rozdilu skuteéného vystupu pro vstup
x, + & a pozadovaného vystupu d,:

E(8) = |y +8)—d| = [Wx + WE -] = [W8] . (312)

Pokud budeme navic pfedpoklddat, ze pozadované vystupy d, tréninkovych
vzorl jsou normované, tj. dfd, = 1 (r = 1,...,p), coZ napf. pro auto-
asociativni pamét (kde d, = x,) plati, mizeme chybu E,.(8) z (3.12) po-
moci trojihelnfkové ([|[x+y]| < ||x||+[ly]]) a Cauchy-Schwarzovy nerovnosti
(Ixy| < ||| - [ly|]) shora odhadnout:

E,(8) = [W6[ < 7 [ dixT8] < DIl - lxel| - 18] = p6 < n6. (3.13)

k=1

Tedy chyba E,.(8) — 0 pro § — 0 a pro vstupy blizké ke vzorovym vstuptim
linedrni asociativni sit odpovid4 pfiblizné pozadovanym vystupem, a lze ji
tedy pouzit jako asociativni pamét.

3.1.2 Pseudohebbovska adaptace

Pro jednoduchost dalsi moznou adaptivni dynamiku linearni asociativni sité
popiseme nejprve pro piipad autoasociativni paméti a na zavér ji zobec-
nime pro heteroasociativni pamét. Reprodukce sité v odstavei 3.1.1, kterd
byla adaptovana podle Hebbova zdkona, vyzadovala dodateény ptredpoklad
na ortonormalitu vstupu tréninkovych vzorti. Proto byla navrzena modifi-
kace Hebbova zdkona, tzv. pseudohebbovskd adaptace [281, 158], kterd tento
predpoklad pomoci matematickych prav zeslabuje, ale jiz neodpovidd neu-
rofyziologické skutecnosti.
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vahy konfigurace nulové, tj. w](»?) =0(=1,...,mi=1,...,n). V diskrét-
nim ¢ase adaptace { = 1,...,p, kdy je siti predlozen k-ty tréninkovy vzor

(k =1), se vdhy adaptuji podle Hebbova zékona:

w](? = w‘;z—l) -|- dkj]:ki

(3.5)
Vzhledem k tomu, Ze adaptivni rezim v tomto pfipadé skonéi po p krocich,
kdy jsou jiz v8echny tréninkové vzory nauceny, lze vyslednou konfiguraci
forméalné vyjadiit jako koneény soucet:

P .
=1,...
Wi; = dejl‘]”' 'Z: 1’. .’Tn. (36)
k=1

Adaptivni dynamiku (3.5) linedrni asociativni sité je mozno také pfe-
hledné vyjadiit pomoci maticového zapisu:

w® =0 wWH=wk-Diq,x k=1,...p, (3.7)

kde T znadi transpozici matice, 0 je nulovd matice (tj. jeji prvky jsou nulové) a
véhovéa matice W) uréuje konfiguraci sité v ¢ase adaptace t = k. Vyslednou
konfiguraci lze formélné zapsat jako sou¢in matic (srovnejte s (3.6)):

P
W=Wr=>"dx; =DX", (3.8)
k=1

kde sloupce matice X typu n X p, resp. matice D typu m X p, jsou vstupy X
(k=1,...,p), resp. pozadované vystupy dj, tréninkovych vzori (3.4), tj.

L11 s Ipl d11 dp1

Lin N l‘pn d1m N dpm

Specidlné aktivni dynamiku v pfipadé autoasociativni paméti, kde D = X
lze zapsat:

wW=XX". (3.10)

Déle budeme pfedpokladat, ze mnozina vstupnich vektora {x1,...,%,}
u tréninkovych vzori (3.4) je ortonormalni (nutné p < n). To znamend, ze
tyto vektory jsou na sebe vzajemné kolmé (ortogonalni), tj. x/xs; = 0 pro
r# s (1 <rs < p),a maj jednotkovou velikost (jsou normované), tj.
x x, =1 (r=1,...,p). Tento predpoklad lze interpretovat tak, ze vstupy
u jednotlivych vzort se kvili ortogonalité dostatecné 1isi a diky jednotkové
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prostoru Vi_1, ktery je urfen bézi {xi,...,xr_1}, resp. ortogonélni bazi
{#1,...,%;_1}. PFipomenme, 7ze vektor xj nelezi v prostoru Vj;_i, protoze
vektory {x1,...,x,} jsou linedrné nezavislé. Chceme tedy ovéfit, 7e vektor
7, = x; — WE=Dxp je kolmy na bazické vektory z, (r=1,..,k—1).

To znamena dokézat, ze zyz, = 0 pro r = 1,...,k — 1. Po transpozici

7] = x] — x (WE=INT dosadime za (WHE=)T = y7FZ %ZTZ dle (3.15).
, %k _1} jsou dle indukénfho predpok]adu or-

Daéle vyuzijeme toho, 7e {z1, ..
togondlni a dostaneme:

k-1 1. T T, 7T
X, 77, 2 X, %% By
7% = X\ 2y — E kTis = X7 — A"Tir =0. (3.18)
1 ZZs Z.%y
s= “

Z uvedeného vyplyva, ze pokud vektor x lezi v prostoru V,, pak splyva
se svoji ortogonalni projekci Wx = x. Specialné pro vstupni bazické vektory
{x1,...,%p} prostoru V, dostavame, ze vystup sité y(x,) = Wx, = x, pro
r=1,...,p. To znamend, 7e linedrni autoasociativni sit vznikl4 pseudoheb-
bovskou adaptaci (3.14), (3.15) m4 schopnost reprodukce. Navic pro vstup
x, 4+ & v blizkosti r-tého tréninkového vzoru x, je vystup sité y(x, + 8) =
W (x, + ) ortogonalni projekei do prostoru Vp, tj. jeho nejlepsi aproximaci
v prostoru V,. Chybu E(8) = ||ly(x, +8) — z,]| = |Wx, + W8 —z,|| =
||[Wé|| 1ze po dosazeni (3.16) za W podobné jako v (3.13) shora odhadnout:

E(8) = W8 < Z ULl < 5 < (3.19)

zi||*

kde 6 = ||6]|, a tedy E,(8) — 0 pro § — 0.
Na zavér jesté zobecnime pseudohebbovskou adaptivni dynamiku (3.16)
linedrni asociativni sité pro heteroasociativni pamét:

W =DX' = D(X'X)"'X", (3.20)

kde D, X jsou matice (3.9). Uvedeny maticovy zapis adaptivni dynamiky
(3.20) neni vhodny pro distribuovany adaptivni rezim heteroasociativni sité.
Analogie rekurzivniho zépisu (3.14), (3.15) v pfipadé heteroasociativni pa-
méti je zalozena na Grevilleové vété [86, 154]:
_ (k—=1) T
Wt _ -y (de =W x) o] , (3.21)

T
Zka

kde zy je stejny sloupcovy vektor typu n x 1 jako v pfipadé autoasociativni
paméti, tj. v jeho definici (3.14) se matice W =1 potita podle (3.15) (nikoliv
dle (3.21)). Pomoci pseudoinverze (3.17) lze z; vyjadfit

+
a = x, — XD (X00) T (3.22)
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Pfedpokladejme, Ze mnozina vstupnich vektort (tj. i pozadovanych vy-
stupli pro autoasociativni pamét) {xi,...,x,} tréninkovych vzort (3.4) je
linedrné nezavisla (nutné p < n), a tedy tvoii bazi vektorového prostoru V,
ktery je podprostorem R™. Kvuli ortogonalité vzora potiebné k jejich repro-
dukci vytvoiime béhem pseudohebbovské adaptace pomoci Gram-Schmidto-
va ortogonalizaéniho procesu ortogonalni bazi {z1,...,z,} vektorového pro-
storu V,. Adaptivni pseudohebbovskd dynamika linedrni asociativni sité pak
probihé nasledujicim zptsobem. Na zacatku adaptace v case 0 je matice vah
nulové, tj. W) = 0. V diskrétnim case adaptace t = 1,...,p, kdy je siti
pfedlozen k-ty tréninkovy vzor (k = 1), je nejprve uréen sloupcovy vektor zy
typu n x 1:

7p = xp — WE Dy (3.14)

pomoci kterého je pak adaptovana vdhova matice:

zkzk

wk) = wk-1) 4 (3.15)

Zka
Vyslednou védhovou matici lze ze vztahu (3.15) opét formalné vyjadfit jako
konecny soucet matic, ktery se da také prevést na souéin matic (srovnejte

s (3.10)):

p T
W= w® — Zhhr _ xx+ 1
> 4l ) (3.16)
k=1 *
kde X je matice (3.9) a
Xt = (XTX)" X" (3.17)
je jeji pseudoinverze.
|
Xk : Zk
:
: Vi1
W(k_l)Xk

Obr. 3.1: Geometrickd interpretace pseudohebbovské strategie.

Geometricky vyznam pseudohebbovské adaptace (3.14), (3.15) v k-tém
kroku je zndzornén na obrazku 3.1. Matematickou indukeci dle k& lze uké-
zat, ze vektor W(¥~Dx; je ortogonalni projekei vektoru x; do vektorového
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nenf spojen sam ze sebou, tj. odpovidajici vahy w;; =0 (j = 1,...,n) jsou
nulové.

Y1 Y; Yn

R

Obr. 3.2: Topologie Hopfieldovy sité.

U Hopfieldovy sité nejprve popiSeme adaptivni dynamiku, kterd se #idi
Hebbovym zdkonem (viz odstavec 3.1.1). Pozadovand funkce sité je opét
specifikovana tréninkovou mnozinou p vzora (3.25), z nichz kazdy je zadén
vektorem n bipoldrnich stavi vstupnich, resp. vystupnich neuront, které
v pfipadé autoasociativni paméti splyvaji.

T = {Xk |X;C I(l‘kl,...,l‘kn) € {—1,1}”, k= 1,...,])} . (325)

Adaptivni dynamika podle Hebbova zdkona probiha v p diskrétnich krocich,
ve kterych jsou siti postupné predkldadany tréninkové vzory, podle nichz se
adaptuji synaptické vihy. Vyslednou konfiguraci sité lze zapsat nasledujicim
zplsobem (srovnejte s (3.6)):

P
k=1

Nejprve si viimneme, ze w;; = w;j (1 <4, j < n), protoze postaveni neuroni
i,j ve vzorci (3.26) je symetrické. Proto se také nékdy Hopfieldové siti Fika
symelrickd sit, v niz dva opacné orientované spoje mezi dvéma neurony lze
chapat jako jeden neorientovany spoj. Adaptaci Hopfieldovy sité podle Heb-
bova zakona (3.26) mizeme také interpretovat jako hlasovani vzori o vzé-
jemnych vazbach neuroni. Véha wj; = w;; totiz pfedstavuje rozdil mezi
poétem souhlasnych stavii 2p; = 2p; (tj. 2525 = 1) neuronti 7 a j v trénin-
kovych vzorech, které mezi nimi posiluji vazbu, a poétem rozdilnych stava
Ty £ xri (8). epjer = —1), které tuto vazbu zeslabuji. Vysledek hlasovani
se projevi ve znaménku vahy w;;, kterd je kladna, kdyz v tréninkové mnoziné
(3.25) pFevéazi pocet souhlasnych stavi neuront 7, j nad potem rozdilnych
stavl, a je zdporna v opacném piipadé. Absolutni hodnota této vahy urcuje,
o kolik hlasi ta kterd strana vyhrala. Je zfejmé, ze tréninkové vzory nejsou
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kde X(*~1) je matice typu n x (k — 1), jejiz sloupce tvori vstupni vektory
X1,...;Xp—1 prvnich £ — 1 tréninkovych vzort (3.4):
11 e Tp—11
XE-D=f : (3.23)
Lin . Tk—_1n

Vypocet z, pomoci (3.14) vyzaduje navic autoasociativni model sité, proto
se nékdy pseudohebbovska adaptivni dynamika (3.20) pro pfipad heteroaso-
ciativni paméti, tj. vipofet W = DXt aproximuje Widrowovym pravidlem
(2.37).

Pseudohebbovskd adaptivni dynamika (3.20) zarucuje schopnost hete-
roasociativni sité reprodukovat tréninkové vzory (3.4). PFi ovéfovani této
vlastnosti budeme pomoci [X], znacit r-ty sloupec matice X:

y(x,) = Wx, = DX*[X], = D[(X"X)"/(X"X)], = d,. (3.24)

3.2 Hopfieldova sit

Dalsim dalezitym modelem neuronové sité, ktery je pfedmétem velkého zaj-
mu badatelu, je Hopfieldova sit. Tento model byl navrzen jiz McCullochem a
Pittsem [189] a pozdéji analyzovan Amarim [9], W. A. Littlem a G. L. Sha-
wem [176]. AvSak teprve diky Hopfieldovi [122], ktery pfi analyze stability
této sité vyuzil prihlednou analogii s fyzikalni teorii magnetickych mate-
riald, se tento model sité stal vSeobecné zndmym (viz podkapitolu 1.1), a
proto také nese jeho jméno. Hopfieldova sit se pouziva jako autoasociativni
pamét (viz podkapitolu 3.1). V souasnosti existuje mnoho teoretickych vy-
sledkl a variant uvedeného modelu, které se snazi zleps$it jeho vlastnosti.
V této podkapitole se omezime jen na popis a diskusi zadkladniho modelu
Hopfieldovy sité.

3.2.1 Zéakladni model

Organizacéni dynamika Hopfieldovy sité specifikuje na zactatku pevnou tpl-
nou topologii cyklické sité s n neurony, kde kazdy neuron v siti je spojen
s kazdym, tj. ma v8echny neurony za své vstupy. Déle vSechny neurony v siti
jsou zaroven vstupni 1 vystupni. Architektura Hopfieldovy sité je znazor-

néna na obrazku 3.2. Oznaéme &1, ...,&, € Z celociselné vnitini potencidly
ay,...,yn € {—1,1} bipoldrni stavy neuronti. Spoj v siti od neuronu i
(i = 1,...,n) smérem k neuronu j (j = 1,...,n) je ohodnocen celoéisel-

nou synaptickou vahou wj; € Z. V zadkladnim modelu neuvazujeme biasy
neuronu, tj. vSechny prahy neuronu jsou nulové, a podobné zadny neuron
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sit. Magnetické materidly lze v téchto modelech chapat jako soubor atomic-
kych magnetu, tzv. spind, odpovidajicich v Hopfieldové siti neurontim, které
jsou usporadany do pravidelné miizky reprezentujici krystalickou strukturu
téchto materiala, jak je zndzornéno na obrazku 3.3. Uvazujeme nejjedno-

- -0 0 -0 0
- -0 0~ 0 -0
-0 0 -0 -0 —o-
-~ 0~ -0 0 0
- -0 0~ 0 -0
-0 -0 -0 -0 —o-

Obr. 3.3: Model magnetického materiélu.

dussi pripad atomi, kde kazdy spin mize mit dvé mozné magnetické orien-
tace, coz v Hopfieldové siti modelujeme neuronovymi stavy 1 a —1. Fyzikalni
model je déle specifikovan interakci a dynamikou spina. Kazdy spin je ovliv-
nén okolnim magnetickym polem, které je mozné rozdélit na externi, které
v Hopfieldové siti odpovidd vstupu, a na interni pole vytvorené ostatnimi
spiny. Prispévek kazdého atomu do okolniho vnitinfho pole je Gmérny jeho
vlastnimu spinu. Souéet téchto pfispévkua uréuje magnetické pole ovliviujici
dany spin, coz odpovida aktivni dynamice Hopfieldovy sité (3.27). Synap-
tické vahy v rovnici (3.27) modeluji vzajemné interaktivni sily spinti, které
jsou ve fyzikalnim modelu symetrické a mohou byt ruzné velké, kladné nebo
zdporné v zavislosti na makroskopickych vlastnostech materidlu. Fyzikalni
model odpovida asynchronni Hopfieldové siti.

K lepsimu pochopeni aktivni dynamiky Hopfieldovy sité (3.27), (3.28)
byla Hopfieldem v analogii s fyzikdlnimi déji definovana tzv. energetickd
funkce E(y) sité, kterd kazdému stavu sité y € {—1,1}" pfifazuje jeho
potencialni energii podle kvadratické formy:
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v Hopfieldové siti ulozeny pfimo, ale jsou reprezentovany pomoci vztaht
mezi stavy neuronu.

Aktivni dynamiku Hopfieldovy sité popiseme pro pripad sekvenéniho
synchronniho vypoétu. Na zacatku aktivniho rezimu v Case 0 jsou stavy
neuront nastaveny na vstup sité x = (21, ..., &,), tj. ygo) =z (i=1,...,n).
V diskrétnim ¢ase ¢t > 0 vypoctu je aktualizovan neuron j (ostatni svij stav
nemeéni), ktery je vybran napf. systematicky tak, ze t = rn+ j, kde 7 je tav.
makroskopicky cas, tj. pocet period, ve kterych jsou aktualizovany vSechny
neurony. Nejprve je vypocten celociselny vnitFni potencidl neuronu j:

5‘7(.t_1) = Zwﬂyz@_]) 5 (327)
i=1
jehoz znaménko urcuje jeho novy bipolarni stav:
1 € >0
y =0 g =g (3.28)
—1 =D <o,

J

Stanoveni vystupu neuronu z vnitfntho potencidlu (3.27) podle (3.28) lze
chapat jako aplikaci aktivaéni funkce, kterd je bipolarni verzi ostré neli-
nearity (1.7). Vypocet (tj. aktivni rezim) Hopfieldovy sité skonéi v Case t*,
kdy?Z se sit nachdzi v tzv. stabilnim stavu, tj. stavy neuronti se jiz neménf:

y](.t*+n) = y](-t*) (j =1,...,n). V tomto pfipadé stavy (vystupnich) neuront

uréuji vystup sité y = (y1,...,¥n), kde y; = y](»t*) (J=1,...,n). Da se uka-
zat (viz vétu 8.14), ze za pFedpokladu symetrie vah sekvenéni vypoéet Hop-
fieldovy sité podle aktivni dynamiky (3.27), (3.28) skonéi pro kazdy vstup.
Tedy Hopfieldova sit v aktivnim rezimu poéita ve vstupnim prostoru funkci
y(w) : {-1,1}" — {—1,1}". Tato funkce kromé konfigurace w zavisi na
poradi, ve kterém jsou aktualizovany neurony.

Také je mozné uvazovat paralelni vypocet Hopfieldovy sité, kdy v jednom
¢asovém kroku aktivniho rezimu je aktualizovan stav podle (3.27), (3.28)
u vice neuront soucasné. V tomto pfipadé v8ak vypocet nemusi obecné skon-
¢it a sit po néjakém case pripadné zaéne stiidat dva stavy (viz vétu 8.16).
Podobné v asynchronnim modelu Hopfieldovy sité misto systematické (sek-
venéni nebo paraleln{) aktualizace neuront dochazi k ndhodné a nezavislé
aktualizaci u jednotlivych neuront.

3.2.2 Energeticka funkce

Jak uz bylo v Gvodu této podkapitoly feceno, Hopfieldova sit mé svoji pfi-
rozenou fyzikalni analogii. Nékteré jednoduché modely magnetickych ma-
teridli ve statistické fyzice (napf. spinové skla) pfipominaji Hopfieldovu
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by vystup sité mél odpovidat tomuto vzoru. Z hlediska energie by kazdy
tréninkovy vzor z (3.25) mél byt lokalnim minimem energetické funkce, tj.
stabilnim stavem sité. V jeho blizkém okoli, v tzv. oblasti atrakce, se na-
chéazi vSechny vstupy blizké tomuto vzoru. Ty pfedstavuji pocateéni stavy
sité, ze kterych se pfi minimalizaci energetické funkce v aktivnim rezimu sit
dostane do pfislusného minima, tj. stabilniho stavu odpovidajicitho uvazova-
nému tréninkovému vzoru. Geometricky se tedy energetickd plocha rozpada
na oblasti atrakce lokalnich minim a pfislusna funkce Hopfieldovy sité pfifadi
v aktivnim rezimu ke kazdému vstupu nalezejicimu do oblasti atrakce néja-
kého lokalntho minima pravé toto minimum. Energeticka plocha je graficky
znézornéna na obrazku 3.4, kde jsou vyznacena lokalni minima jednotlivych
oblasti atrakce.

Obr. 3.4: Energeticka plocha.

Pfi uéeni Hopfieldovy sité podle Hebbova zdkona (3.26) vSak navic na
energetické ploSe vznikaji samovolné lok4lni minima, tzv. nepravé vzory (fan-
tomy), které neodpovidaji zddnym tréninkovym vzorim. Vystup sité pro
vstup dostatecné blizky takovému fantomu neodpovidd zadnému vzoru, a
tudiz nedava smysl. Existuji varianty adaptivni dynamiky Hopfieldovy sité,
pfi nichz se takto vzniklé fantomy dodatecné oducuji. Napt. Hopfieldovu
sif s konfiguraci w;; (1 < j,i < n) lze odudit fantom x' = (z,...,2)) €
{=1,1}" modifikaci Hebbova zakona [124] a ziskat tak vahy w},:

w}i:wﬂ—a‘;x; 1<j#i<n. (3.31)
Zbavovani sité fantomu lze v neurofyziologické analogii pfipodobnit k 1é-
¢eni neurdz. Existuji teorie, které tvrdi, ze zlepSovani paméti oduc¢ovinim
fantomu probiha u ¢lovéka ve snu.
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n n

1
E(y)= =53 > wjiyyi- (3.29)
j=1li=1

Z definice energetické funkce F(y) vyplyva, ze stavy sité s nizkou energii
(tj. odpovidajici sé¢itance wj;y;y; souctu (3.29) jsou dostateéné velké, napf.
kladné), maji vétsi stabilitu, protoze znaménko vdhy w;; spoje mezi neurony
J a © odpovida vzadjemnému vztahu mezi jejich stavy y; a y;. Vime totiz, ze
znaménko v pfipadé kladné (resp. zdporné) vahy vynucuje souhlasné (resp.
rozdilné) stavy téchto neuronti. Obracené stavy s velkou energii jsou nesta-
bilni ze stejného divodu. Diky této fyzikalni analogii se nékdy energeticka
funkce s opaénym znaménkem nazyvé stabilita (viz (8.10)), resp. harmonie.

Pro vétsi nazornost budeme v nésledujicim vykladu pfedpokladat, ze
energeticka funkce je spojitd, i kdyz v uvedeném zakladnim modelu Hopfiel-
dovy sité uvazujeme pouze diskrétni hodnoty. V aktivnim rezimu pocatecni
stav y(©) Hopfieldovy sit&, tj. jeji vstup, dod4 siti energii E(y(o)), které se
v priibéhu vypoctu sité ztraci, tj. energetickd funkce E(y(t)) > E(y(”]))
klesé a7 do chvile, kdy se vipocet v fase t* zastavi ve stabilnim stavu y*"),
ktery odpovida lokalnimu minimu energetické funkce E(y(t*)). Je zajimavé,
ze pokles energetické funkce (3.29) podle aktivni dynamiky (3.27), (3.28)
pfipomind minimalizaci ,,chyby“ E(y) gradientni metodou. Novy stav y](»t)
vybraného neuronu j v ¢ase t > 0 aktivniho rezimu odpovidd opa¢nému
zrnaménku gradientu v bodé y](»t_l):

OE (41— ! -
0_3/'(3/]0 D)= =3 w Y. (3.30)
J i=1

Hopfieldova sit ma ve srovnani s vicevrstvou siti adaptovanou ucicim algo-
ritmem backpropagation (viz podkapitolu 2.2) opacny charakter aktivni a
adaptivni dynamiky, proto jsme pfi jejich vykladu postupovali v obraceném
poradi. Zatimco adaptace Hopfieldovy sité podle Hebbova zakona (3.26) je
jednorazovou zalezitosti, jejiz trvani zavisi jen na poétu tréninkovych vzor,
uéici algoritmus backpropagation (viz odstavec 2.2.4) realizuje iterativni pro-
ces minimalizujici chybu sité gradientni metodou bez zaruky konvergence. Na
druhou stranu délka aktivni faze vicevrstvé sité je ddna pouze poltem vrs-
tev (viz odstavec 2.2.1), zatimco aktivn{ rezim Hopfieldovy sité podle (3.27),
(3.28) pfedstavuje iterativni proces minimalizujici energii sité diskrétn{ va-
riantou gradientni metody v obecném p¥ipadé (napf. pfi paralelnim vypoctu)
s nejistou konvergenci.

Cilem adaptace Hopfieldovy sité podle Hebbova zékona (3.26) je nalezeni
takové konfigurace, aby funkce sité v aktivnim rezimu realizovala autoasocia-
tivni pamét. To znamena, ze pro vstup blizky néjakému tréninkovému vzoru
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3.2.4 Priklad aplikace Hopfieldovy sité

Uvedené obecné principy budeme jesté ilustrovat na pfikladé vyuziti Hop-
fieldovy sité pro redukci Sumu rozpoznavanych znaki, v tomto piipadé cislic.
Obraz cifry je rozlozen na matici 12 x 10 ¢ernobilych obrazovych boda, které
odpovidaji 120 neuronim Hopfieldovy sité tak, ze jejich stavy 1, —1 repre-
zentuji po fadé Cernou a bilou barvu (srovnejte s motivaénim pifkladem
skoldka v odstavci 1.3.1). Déle byly vytvofeny vzorové obrazy osmi uvazova-
nych ¢islic, které poslouzily jako tréninkové vzory pfi adaptaci Hopfieldovy
sité podle Hebbova zdkona (3.26). Naucené siti byl pak pfedlozen vstup od-
povidajici obrazu cifry, ktery vznikl 256% sumem vzorového obrazu trojky. Na
obrazku 3.5 muzeme sledovat priibéh aktivniho rezimu Hopfieldovy sité pro
tento vstup monitorovany v makroskopickych ¢asovych krocich. Hopfieldova
sit postupné odstranuje z obrazu Cislice Sum, tj. pracuje jako autoasocia-
tivni pamét, kdyz vybavuje ptivodni vzorovy obraz trojky, ktery odpovida
stabilnimu stavu sité.

Obr. 3.5: Piiklad aplikace Hopfieldovy sité.

3.3 Spojitd Hopfieldova sit

V této podkapitole popiseme spojitou variantu analogové Hopfieldovy sité
[46, 123] a jeji aplikaci pFi heuristickém Feseni problému obchodniho cestu-
Jiciho. Na rozdil od analogovych modelt neuronovych siti, které jsme do-
posud uvazovali (napf. vicevrstvd neuronové sif s uéicim algoritmem back-
propagation v podkapitole 2.2), kde redlny stav neuronu je spojitou funkci
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3.2.3 Kapacita Hopfieldovy paméti

Nejprve se budeme zabyvat schopnosti reprodukce Hopfieldovy sité, kterd je
pro autoasociativni pamét nutnou podminkou (viz odstavec 3.1.1). V nasem
pfipadé to znamend, ze tréninkové vzory jsou lokalnimi minimy energetické
funkce, resp. stabilnimi stavy sité. Schopnost reprodukce zavisi na poméru
p/n poétu tréninkovych vzori p ku po¢tu neuronti n, kterym je déna tzv.
kapacita Hopfieldovy autoasociativni paméti. Za predpokladu, ze stavy neu-
ronu tréninkovych vzoru jsou vybrany ndhodné se stejnou pravdépodobnosti,
Ize pro dostate¢né velky pocet neuront n a tréninkovych vzora p vypocitat
pravdépodobnost P, ze stav daného neuronu v tréninkovém vzoru bude sta-

bilnf [109]:
\/n/2p
1 2
P=-—-—— “Tdx. .32
2T r / e x (3.32)
Q

Napiiklad pro p = 0.185n (tj. pro kapacitu paméti 0.185) lze ocekévat,
ze pocet nestabilnich stavii neuront v tréninkovych vzorech neprevysi 1%.
Tento vysledek vSak nefik4 nic o tom, zda sit pii nésledném vypoctu, kdy
se zméni piislusny nestabilni stav neuronu, dospéje ke stabilnimu stavu bliz-
kému k uvazovanému tréninkovému vzoru. Podobné analyza [190, 284] pro
reprodukei vétSiny, resp. viech celych vzort (na rozdil od reprodukce jen jed-
notlivych stavi neuront v tréninkovych vzorech), ukazuje, Ze maximélni po-
Cet vzora, které lze ulozit do Hopfieldovy autoasociativni paméti, je tunérny
n/logn.

Avsak u autoasociativni paméti nejde jen o reprodukei, tj. zapamatovani
vSech tréninkovych vzort, ale téz o vybaveni téchto vzort na zakladé jejich
¢astecné (nepfesné) znalosti. Podrobnéjsi analyza [11, 12, 74, 220] ukazuje,
ze pro pocet tréninkovych vzorti p < 0.138n (tj. pro kapacitu paméti nejvyse
0.138) tréninkové vzory odpovidaji lokdlnim minimim energetické funkce
Hopfieldovy sité adaptované podle Hebbova zékona (3.26), tj. Hopfieldovu sit
Ize principidlné pouzit jako autoasociativni pamét. Naopak pro p > 0.138n
lokalni minima p¥islusejici k tréninkovym vzortim zanikaji. Pro p < 0.05n
(tj. pro kapacitu paméti mensf nez 0.05) tréninkové vzory odpovidaji glo-
balnim minimim energetické funkce, kterd jsou hlubsi nez lokalni minima
pfFislusejici fantomim. To znamené, 7Ze pro Hopfieldovu autoasociativni pa-
mét s dobrymi vlastnosti je k zapamatovani napf. 10 tréninkovych vzori
potfeba 200 neuront, coz v Gplné topologii cyklické sité odpovida fadové
40000 spojui ohodnocenych (celo¢iselnymi) synaptickymi vahami. I kdyz se
v praxi ukazuje, Ze uvedené teoretické odhady jsou ponékud nadhodnocené,
presto zdkladni model Hopfieldovy autoasociativni paméti mé diky své malé
kapacité spiSe teoreticky vyznam. V literatufe existuje mnoho modifikaci
tohoto modelu, které se snazi uvedeny nedostatek odstranit.
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j=1,...,n. Po dosazeni %(t*) = 0 do soustavy (3.33) dostavame:
Y IO’(Ej):O’(ZU)j“ﬁ) j=1,...,n. (3.36)
=0

Rovnice (3.36) pfipominajistabilni stav diskrétni verze Hopfieldovy sité v ak-
tivnim rezimu (3.27), (3.28).

Aktivni dynamiku (3.33) spojité Hopfieldovy sité mizeme také zapsat
velmi podobnou soustavou diferencidlnich rovnic, jejimz feSenim je (misto
y(t)) vyvoj vnitfnich potencidla &;(t) (j =1,...,n) v Case:

7-] dt =-¢ + Ewﬂyl =-¢ + Z%w]'m'(&) j=1,...,n. (3.37)

Soustava (3.37) m4 stejné stabiln{ feeni (3.36) jako soustava (3.33).

Podobné jako u diskrétni verze (3.29) muizeme definovat energii spojité
Hopfieldovy sité, ktera je zavisla na stavu sité, a proto se také spojité vyviji
v Case:

= ——Z:Z:u)ﬂy]yZ ijoy] —1—2/ ) (3.38)

Pro aktivaéni funkci (3.34) (podobné pro (3.35)) m
(3.38) explicitné vyjadfit:

eme integraly v rovnici

Ys 1 _ .
/ o~ Hy)dy = Xlny;” (1—yj)1 Yio4=1,...,n. (3.39)
0

V nésledujicim ukazeme, Ze energie £(t) béhem aktivnfho rezimu (3.33)
(resp. (3.37)) neroste, tj. dF <0:

- = __ZZ Wi dt yz Zzw]zy]d_i_

j=1i=1 j—l i=1

S vyuzitim toho, ze véhy jsou symetrické, tj. w;; = wi; (1 < 4,5 < n), a
(3.36), (3.37) dostavame:

dE dy; - dy; d;
E“Z (Zw“yz «5]) Z Errarne (341)
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vnitFniho potencidlu, bude tato sit piikladem modelu, u kterého je vyvoj
redlného stavu v aktivnim rezimu navic spojitou funke{ ¢asu. Aktivni (pfip.
adaptivni) dynamika je v takovych pfipadech obvykle zad4dna diferencialni
rovnici, jejiz feSeni nelze explicitné vyjadiit, proto tyto modely, pokud ne-
pracujeme s jejich diskrétni verzi (v nasem pfipadé s Hopfieldovou siti z pod-
kapitoly 3.2), nejsou vhodné pro simulaci na klasickych pocitacich. Na dru-
hou stranu jsou vyhodné pro analogovou hardwarovou implementaci pomoci
elektrickych obvodi.

3.3.1 Spojita aktivni dynamika

Piedpokladejme model Hopfieldovy sité s organizaéni, popt. adaptivni
dynamikou popsanou v odstavei 3.2.1. Navic pfedpoklddame, ze vahy sité
mohou byt redlna ¢isla, a wjg (1 < j < n) pfedstavuje obecné nenulovy redl-
ny bias (prédh s opaénym znaménkem) j-tého neuronu odpovidajici formal-
nimu jednotkovému vstupu yo = 1. Pfipomenme, ze w;; =0 (j = 1,...,n).
Pro spojitou Hopfieldovu sit uvazujeme nésledujici aktivni dynamiku. Na
zacatku aktivniho rezimu v case 0 jsou stavy neuronu nastaveny na realny
zn), tj. ¥i(0) = x; (¢ = 1,...,n). Vyvoj redlného
stavu sité y(¢) v aktivni fazi je spojitou funkei ¢asu ¢ > 0 danou soustavou
diferencidlnich rovnic (v nésledujicich vzorcich kvili pfehlednosti vyneché-

vstup sité x = (x1,...,

‘ -
vame parametr Casu t):

dy; - .
ik ==y tol§) =y to (ijiyi) j=1...n, (333
1=0

kde7; > 0(j =1,...,n) jsou vhodné ¢asové konstanty, {; (¢) je redlny vnitini
potencidl neuronu j, ktery také zavisi na case t, a o je spojitd aktivacni
funkce, napt. standardni sigmoida (1.9) s oborem hodnot (0, 1):

1

€)= 1o (3.34)

nebo jeji bipolarni tvar — hyperbolicky tangens (1.10) s oborem hodnot

(=1,1):
e~

i (3.35)

a(¢) Itgh< AE)

kde A > 0 je parametr strmosti (srovnejte s (2.7)). Pro A — oo dostaneme

diskrétni vystupy neuroni —1 nebo 1 podobné jako u diskrétni Hopfieldovy
sité (3.28).

Vypocet spojité Hopfieldovy sité konéi v case t*, kdy se sit nachdzi ve

stabilnim stavu y(#*), jehoz zména v Case je nulovd, tj. %(t*) = 0 pro
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(3.39) jsou pfi téchto hodnotéch nulové. Déle se proto omezime jiz jen na
zbylé Cleny v definici energetické funkce (3.38). Stav yr, = 1 (fekneme, ze
piislusny neuron je aktivni) interpretujeme tak, Ze r-té mésto se nachézi na
okruzni cesté u-té v poradi, a yr, = 0 (neuron je pasivni), pokud tomu tak
nenf.

meésta

ORORON RO
®@ OO OO
ORON ROR®
ORORORON _
ON RORONO

zastavky

Obr. 3.6: Neuronova reprezentace problému obchodnfho cestujiciho.

Je zfejmé, Ze v uvedené neuronové reprezentaci problému obchodniho
cestujicitho ne vSechny stavy sité odpovidaji jeho pfipustnému FeSeni, tj.
predstavuji skutecné okruzni cesty. PFipustnost feSeni je potieba zohlednit
v minimalizované Gcelové funkci. Nejprve pozadujeme, aby obchodni cestu-
jici navstivil kazdé mésto nejvyse jednou, tj. aby v kazdém faddku byl aktivni
nejvyse jeden neuron, jak je naznaceno na obrazku 3.6. Tomu odpovidd mi-
nimalizace nésledujiciho vyrazu:

A N N N
EZZ Z YrulYryv =

r=lu=1 ¢y =1
Yo —AG (1= by,  (343)

v EU
1 n
SIpy
j=1 i=1

j:?r,u) i =(s,v)

Ea
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Pomoci (3.36) upravime derivaci % na tvar, ze kterého je zfejmé, ze je

nekladné: )
dE - dé;

ji=1

protoze 7; > 0 (j = 1,...,n) a aktivaén{ funkce ¢(§) je pro A > 0 rostouci,
tj. 0’(§;) > 0. Tedy energie E(t) béhem aktivniho rezimu (3.33) klesa, tj.
7 < 0, az do chvile, kdy se sit vzhledem k omezenosti energetické funkce
(3.38) (redlné stavy neuroni jsou z intervalu (0,1), resp. (—1,1), a p¥i-
slusné integraly (3.39) jsou omezené) dostane do jejtho lokalniho minima, kde
% = 0, které podle (3.42) odpovida stabilnimu stavu sité % = % =0.
Tim jsme ukazali, ze spojita Hopfieldova sit vzdy skonéi svuj vypocet ve
stabilnim stavu.

Spojitou Hopfieldovu sit adaptovanou pomoci Hebbova zdkona lze v ana-
logii s jeji diskrétni verzi pouzit jako autoasociativni pamét. V nésledujicim
vykladu se budeme zabyvat jesté jinym nestandardnim vyuzitim tohoto mo-

delu.

3.3.2 Problém obchodniho cestujiciho

Ukazali jsme, ze béhem aktivniho rezimu spojité Hopfieldovy sité se mini-
malizuje energie E ve stavovém prostoru. Toho se d& vyuzit pfi heuristickém
FeSeni optimaliza¢niho problému, jehoZz minimalizovanou G¢elovou funkci a
pfipadna omezeni lze vyjadrit ve tvaru ,kvadratické formy“ (3.38). Porovna-
nim pfislugné Gicelové funkce s energetickou funkef se vyextrahuji synaptické
vahy spojité Hopfieldovy sité (,adaptivni® rezim). V aktivnim rezimu pak
hleddme optimalni piipustné feseni daného problému. Tento postup budeme
ilustrovat na zndmém problému obchodnfho cestujiciho [125].

Je ddno N > 2 mést a funkce d : {1,..., N}? — R, kterd pro kazdou
dvojici téchto mést 1 < r, s < N uréuje vzdalenost d(r, s) z mésta r do mésta
s, tj. d(r,r) =0 ad(r,s) = d(s,r) (1 < r,s < N). Problémem obchodniho
cestujiciho je uréit poradi mést nejkratsi okruzni cesty, pii které kazdé mésto
navstivi pravé jednou a skonéi ve mésté, ve kterém zacal. Uvedeny problém
reprezentujeme pomoci spojité Hopfieldovy sité s n = N x N neurony, jejichz
stavy yr, indexujeme ¢islem mésta r (1 < r < N) a jeho moznym pofadim u
(1 < u < N) pfi okruzni cesté obchodniho cestujictho. Maticové uspofadéni
neuronil v topologii sité je naznaceno na obrazku 3.6, kde jednotlivé fadky
odpovidaji méstim a sloupce uréuji potradi zastavek obchodniho cestujiciho
v téchto méstech. Jako aktivacni funkci ¢ uvazujeme standardni sigmoidu
(3.34), tj. stavy neuront y,, € (0,1) (1 < r,u < N). Pfi minimalizaci
energetické funkce F v aktivnim rezimu vynucuje ¢len s integraly v rovnici
(3.38) binarni stavy (tj. y» = 1 nebo y,, = 0), protoze p¥islusné integraly
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1 n n

= -5 2 Z
=1 i =

PR A

—Dd(?”, S) (6u,v—1 + 6u,v+1) YiYi ,

kde D > 0 je mira vlivu Ep pfi minimalizaci a cflem Gpravy v (3.46) je
pfevést Ep opét na tvar porovnatelny s prvnim élenem v (3.38). Kvili jed-
noduchosti zépisu (3.46) indexy v — 1 pro u = 1, resp. u+ 1 pro u = N,
interpretujeme jako u = N, resp. u = 1.

Tedy vysledné Gcelova funkce Foe problému obchodniho cestujiciho, je-
jiz minimalizaci ziskdme jeho pfipustné optimalni feSeni, tj. poradi mést
nejkratsi okruzni cesty, je souc¢tem (3.43), (3.44), (3.45) a (3.46):

Eoc=FEs+Ep+Ec+Ep=

kel n

:_% > 3

<_ A(Srs(-l - 6uv) - B(Suv(l - 67‘3)_
_C(l - 6]2) - Dd(?", 5)(611,1)—] + 611,1)+])) Y Yi

- é (CN - %) v . (3.47)

Porovnanim Géelové funkce obchodniho cestujictho (3.47) s prvnimi dvéma
¢leny energetické funkce spojité Hopfieldovy sité (3.38), vyextrahujeme vahy
prislusné sité, které zajisti minimalizaci Foc béhem aktivniho rezimu:

wj; = —Abrs(1 —buy) — Bbuy (1 —6,5) — C(1 = 655)
_Dd(T‘, 5)(6u7u—1 +6u,v+1) (348)
wjijo = CN—% j:(rau)a iI(S,U), 1ST‘,S,U,USN.

Z definice vah (3.48) je zfejmé, Ze w;; = w;j a wj; = 0pro 1 <i,j < m.

Pfi heuristickém feSen{ problému obchodniho cestujiciho nejprve nasta-
vime vahy spojité Hopfieldovy sité podle (3.48), pfitom volime vhodné reél-
né parametry A, B, C, D urcujici stupei minimalizace jednotlivych ¢lena
v Eoc=FEa+Eg+ Ec+ Ep (napf. A =B =D =500, C =200 [125])
Aktivni rezim zac¢neme v ndhodném pocatecnim stavu sité v blizkosti nulo-
vého vektoru, napf. y( ) € (0,0.001) (j = 1,...,n). Vlastni vypocet spojité
Hopfieldovy sité problhé podle (3.33), dokud se sif nenachézi ve stabilnim
stavu odpovidajicim lokdlnimu minimu energetické funkce (3.38), resp. 0ce-
lové funkce problému obchodniho cestujiciho Foc. Nakonec odecteme vysle-
dek, tj. yr = 1 interpretujeme tak, ze obchodni cestujici navstivi r-té mésto
na své okruzni cesté v u-tém potadi.
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kde A > 0 je mira vlivu E4 pfi minimalizaci a é,; je Kroneckerovo delta, tj.
8rs = 1, jestlize r = s, a 6,5 = 0 pro r # s. Cilem Gpravy v (3.43) je pfevést
F 4 natvar porovnatelny s prvnim ¢lenem energetické funkce (3.38). Podobné
pozadujeme, aby obchodni cestujici byl pii kazdé zastdvce na své okruzni
cesté nejvyse v jednom mésté, tj. aby v kazdém sloupci na obrazku 3.6 byl
aktivni nejvyse jeden neuron. Tomu odpovidd minimalizace nésledujiciho
vyrazu:

B N N N
Ep = EZZ Z YrulYsu =

R

— B8y (1 = 65y 4i (3.44)

kde B > 0 je mira vlivu Ep pfi minimalizaci a cilem Gpravy v (3.44) je
pfevést Ep opét na tvar porovnatelny s prvnim ¢élenem v (3.38). Nakonec
jesté pozadujeme, aby obchodni cestujici na své okruzni cesté navstivil pravé
N mést, tj. aby bylo pravé N neuroni v siti (na obrazku 3.6) aktivnich. Tomu
odpovidad minimalizace nésledujictho vyrazu:

Ec = (N ZZy) _Ci— (3.45)

r=1lu=1

1 n n n

5 X X —cu-touu-(ev-5)u,
j=1 i =1 j=1

J=(u) i=(sv)

kde C' > 0 je mira vlivu F¢ pfi minimalizaci. Druhy fadek (3.45) je ve tvaru
porovnatelném s prvnimi dvéma &leny v (3.38), ¢len CTN2 Jje konstantni a
nemé vliv na minimalizaci, proto jej ddle v F¢ nebudeme uvazovat. Tedy
soutasnd minimalizace (3.43), (3.44), (3.45) ve stavovém prostoru vynucuje
stavy sité odpovidajici pfipustnym feSenim problému obchodniho cestuji-
cfho.

A nyni jesté v Gcelové funkci zohlednime pozadavek na to, aby cesta
obchodniho cestujiciho byla co nejkratsi, tj. aby piislusné pfFipustné Feseni
bylo optimélni. Tomu odpovid4 minimalizace nasledujiciho vyrazu:

DN NN
EZZZdrsym Ysum1 F Ysut1) = (3.46)

r=1s=1lu=1
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Pouzijeme téz znaceni j pro mnozinu vSech neuront, které jsou spojeny
S neuronem j.

vystupy

skryté neurony

\_J vstupy

Obr. 3.7: Piiklad topologie Boltzmannova stroje.

Aktivni dynamiku Boltzmannova stroje popiSeme pro pfipad sekven-
¢niho vypoétu. Na zacdtku aktivniho rezimu v ¢ase 0 jsou stavy vstupnich
neuront ¢ € X nastaveny na bipolarni vstup sfté x = (21,..., z,) € {=1,1}"
a béhem celého vypoctu jsou fixovany, tj. ygt) =uz; (1€ X) prot > 0. Stavy
ostatnich nevstupnich neuronti j € V'\ X jsou na zatdtku nastaveny ndhodné
y](»o) € {—1,1}. V diskrétnim ¢ase ¢ > 0 aktivnfho rezimu je pak ndhodné
vybran nevstupni neuron j € V \ X, ktery je aktualizovin (ostatni sviyj
stav neméni). Podobné jako u Hopfieldovy sité v odstavci 3.2.1 uvazujeme
makroskopicky Cas 7, tj. 7' < t < (74 1)s’, kde s’ = s — n je pocet
aktualizovanych (nevstupnich) neuroni béhem jedné ¢asové periody. Nejprve
je vypocten redlny vnitFni potencidl neuronu j:

E'J(»t_l) = Zw]'iygt_l) . (3.49)

i€j
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Avsak vzhledem k tomu, ze nalezené minimum energetické funkce nemusi
byt globalni, obecné neni vysledné feseni problému obchodntho cestujiciho,
ziskané v aktivnim rezimu spojité Hopfieldovy sité, optimalni a dokonce ne-
musi byt ani pfipustné. Vhodnou volbou parametra A, B, C', D a pfip.
vice pokusy s rlznym pocéateénim stavem sité lze docilit lepsi aproximaci
optima. Také vhodné strategie volby parametru strmosti A > 0 v aktivaéni
funkei (3.34) mize pomoci. Na zacatku volime A dostatecné malé, aby stavy
jednotlivych neuront v siti mély vétsi stupen volnosti, a v pribéhu aktiv-
niho rezimu, kdy se sit ve stavovém prostoru dostane do oblasti hlubsich
minim energetické funkce, mizeme tento parametr zvysovat a zrychlovat
tak konvergenci vypoctu. Obecné vsak neexistuje navod na efektivni volbu
uvedenych parametri, které by zarucily konvergenci ke globalnimu minimu
energetické funkce, tj. nalezeni skute¢ného optima problému obchodniho ces-
tujictho, protoze se jednd o N P-plny problém. Uvedeny postup je heuristi-
kou, kterd se navic nevyrovna znamym klasickym algoritmim pro nalezeni
pFiblizného Feeni problému obchodniho cestujiciho. Spise ilustruje moznou
nestandardni aplikaci neuronovych siti.

3.4 Boltzmanniv stroj

Boltzmanniv stroj je model neuronové sité navrzeny Hintonem a Sejnow-
skim [1, 111, 112], ktery je stochastickou variantou Hopfieldovy sité se skry-
tymi neurony. Néazev tohoto modelu pochézi ze statistické mechaniky, pro-
toze pravdépodobnost stavi pfi tzv. termalni rovnovaze sité je dana Boltz-
mannovym rozdélenim. Boltzmannuv stroj lze napf. pouzit jako heteroaso-
ciativn{ pamét (viz podkapitolu 3.1).

3.4.1 Stochasticka aktivni dynamika

Organizac¢ni dynamika Boltzmannova stroje specifikuje na zaé¢dtku pev-
nou architekturu cyklické neuronové sité se symetrickymi spoji, tj. topologii
sité tvori neorientovany graf. Mnozina s neuronu V = A U B je disjunktné
rozdélena na mnozinu b skrytych neuronta B a na mnoZinu a = n+m tzv. vi-
ditelngch neuroni A = X UY, kde X je mnozZina n vstupnich neuronu a Y je
mnozina m vystupnich neuronta. Pfiklad architektury Boltzmannovastroje je
znézornén na obrazku 3.7. Neurony znacime indexy i, j apod., &; predstavuje
redlny vnitini potencial a y; € {—1, 1} bipolarni stav, resp. vystup neuronu
J. Stav viditelnych neuront budeme oznacovat o € {—1,1}%, stav skrytych
neuronti 3 € {—1,1}° a stav Boltzmannova stroje y = (o, 3) € {—1,1}*.
Spoj mezi neurony ¢ a j je ohodnocen redlnou symetrickou vahou w;; = w;;.
Pro jednoduchost opét uvazujeme nulové prahy neuront a w;; =0 (j € V).



96 KAPITOLA 3. ASOCIATIVNI NEURONOVE SITE

Obr. 3.8: Graf pravdépodobnostni aktivaéni funkce pro ruzné teploty 7'

pfiemz pomér obou vlivla zavisi na teploté. S klesajici teplotou terméalni
fluktuace miz{ a v absolutni nule 0K (tj. —273°C) se vibec nevyskytuji. Na-
opak pti vysokych teplotach termalni fluktuace dominuji a magneticka orien-
tace jednoho spinu je nezdvisld na magnetickém poli, tj. je s nim v rozporu
priblizné stejné Casto jako mu odpovida. Tento jev lze formalné matema-
ticky popsat pomoci tzv. Glauberovy dynamiky [76], kterd odpovida aktivni
dynamice Boltzmannova stroje (3.49), (3.50) s tim, ze skute¢nou teplotu Tk
v Kelvinech je jesté potieba upravit: T = kT, kde kp = 1.38 x 10~23J/ K
je Boltzmannova konstanta. Pokles teploty v aktivnim rezimu lze pfipodob-
nit ke skuteénému zihani materidlu pfi vyrobé tvrdého kovu s pravidelnou
krystalickou strukturou, pti které dochézi k postupnému ochlazovéni, aby se
predeslo anomaliim v krystalické struktufe materialu.

Aktivni dynamiku Boltzmannova stroje je také mozno interpretovat neu-
rofyziologicky. Biologicky neuron je kromé vlastnfho elektrického signélu
z dendritd (viz podkapitolu 1.2) ovliviiovan jinymi okolnostmi. Napiiklad
impuls generovany v axonu méa po kazdé raznou intenzitu. Navic dochazi ke
zpozdéni signdlu na synapsich, k ndhodnym fluktuacim apod. Tyto rusivé
vlivy muzeme chépat jako sum, ktery lze v Boltzmannové stroji reprezento-
vat termalnimi fluktuacemi, 1 kdyz v tomto pfipadé parametr 7' nepfedsta-
vuje skuteénou teplotu, ale Groven sumu.

3.4.3 Rovnovazny stav

Podobné jako u Hopfieldovy sité v odstavei 3.2.2 se definuje energetickd
funkce Boltzmannova stroje E(y) v zavislosti na jeho stavu y:

y)= —% Z Z w;iY;Ys - (3.54)

JEV igj
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Vystup neuronu j v case ¢ je pak urcen stochasticky tak, Ze neuron j je
aktivni s pravdépodobnosti

P {y§“ - 1} o (€Y (3.50)

resp. pasivni s pravdépodobnosti

Py =-1}=1-P{y"’ =1} =o(-¢'""), (351)

kde o je pravdépodobnosini aktivacéni funkce:

1
o(é) = T (3.52)
jejiz tvar odpovida standardni sigmoidé (1.9).

3.4.2 Simulované Zihani

Parametr 7(7) > 0 v rovnici (3.52), ktery se muze v makroskopickém Case
7 vyvijet, se diky fyzikalni analogii nazyva teplota a je nepfimo tmérny
strmosti pravdépodobnostn{ aktiva¢ni funkce (srovnejte s (3.34)). Je zfejmé,
ze pro teplotu T — oo pravdépodobnosti (3.50), (3.51) obou bipolarnich
stavi jsou shodné % a Boltzmannuv stroj se v aktivnim rezimu chova zcela
nahodné. Naopak pro 7' — 0 je vypocet Boltzmannova stroje podle (3.49),
(3.50) deterministicky a shodny s aktivnim rezimem Hopfieldovy sité (3.27),
(3.28). Obvykle na pocatku volime dostateéné velkou teplotu 7 tak, aby
pravdépodobnost (3.50) byla o néco mélo vyssi nez % a vypocet mél velky
stupen volnosti. Kvili konvergenci pak postupné cely systém ,chladime®, tj.
teplotu pomalu snizujeme. Tomuto postupu se diky fyzikalni analogii #ika
stmulované Zihdni (simulated annealing) [149]. Napf. teplota ) = o)
procg < 7 < (¢4 1)g (¢ = 0,1,2,...) klesd po ¢ > 0 makroskopickych
krocich, kde 0 < n < 1 volime blizké 1 nepfimo Gmérné volbé ¢ (pro mensi
q napf. n = 0.98 a pro vétsi n = 0.9). Nebo se vyvoj teploty Fidi nésledujici
heuristikou [73]:

T =~ r>0. (3.53)

Graf pravdépodobnostni aktivaéni funkce pro razné teploty je znazornén na
obrazku 3.8.

Uvedena aktivni dynamika Boltzmannova stroje déle rozviji fyzikalni
analogii Hopfieldovy sité z odstavce 3.2.2 tak, ze navic pocita s teplotou.
Spiny v magnetickych materidlech jsou totiz kromé magnetického pole ovliv-
novany tzv. termdlnim: fluktuacemi, které maji tendenci ¢asto a nadhodné
ménit magnetickou orientaci spini a omezuji tak vliv magnetického pole,
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3.4.4 Boltzmannovo uéeni

Nyni popiseme adaptivni dynamiku Boltzmannova stroje pro piipad hete-
roasociativni paméti. Pozadovana funkce sité je v adaptivnim rezimu zadana
pomoci diskrétniho rozdéleni pravdépodobnosti stavi viditelnych neuront,
které kazdému moznému stavu o = (x,d) € {—1,1}"*™ vstupnich a vy-
stupnich (viditelnych) neuroni pfifazuje pozadovanou nenulovou pravdépo-
dobnost pg(x,d) > 0. V praxi vSak obvykle toto pravdépodobnostni rozdé-
leni neni explicitné znamo a také jeho popis by pfedstavoval exponencialné
mnoho (2%, kde a=n+m) nenulovych pravdépodobnosti. Proto se uvazuje
tréninkova mnozina

X, = (l‘kl, . ..,l‘kn) € {—1
di = (dk1, .., drm) € {1
k=

T:{(xk,dk) 11}}7; k:l,...,p}, (3.58)

kterd obsahuje jen relevantn{ vstupy xj, ( 1,...,p) s odpovidajicimi po-
zadovanymi vystupy dg, kde pocet vzori 0 < p < 2% je typicky mnohem
mensi nez poéet moznych stavi viditelnych neuronu. Déle se obvykle pfed-
pokladda rovnomérné rozdéleni tréninkovych vzord, tj. pq(xi,dr) = 1% >0
(k=1,...,p). Pii adaptaci Boltzmannova stroje se pak do tréninkové mno-
ziny 7 vnasi s malou pravdépodobnosti Sum, ktery zajisti nenulovou prav-
dépodobnost vyskytu zbylych stavi viditelnych neuroni, které nejsou tré-
ninkovymi vzory.

Cilem adaptace Boltzmannova stroje je najit takovou konfiguraci sité
w, aby pravdépodobnostni rozdéleni pa(ax) stavi o € {—1,1}* viditelnych
neuroni A = X UY v termalni rovnovaze odpovidalo pozadovanému rozdé-
len{ pravdépodobnosti pg(0x) stavi o = (x,d) tréninkovych vzortu (3.58).
Pomoci (3.56) lze vyjadfit pravdépodobnost pa(a) stavu o € {—1,1}* vi-
ditelnych neuronti nezavisle na stavu 3 € {—1,1}® skrytych neuront:

pa(@)= > pp(e,B). (3.59)
Be{-1,1}>

Vhodnou mirou rozdilu mezi pravdépodobnostnimi rozdélenimi pa a pq, tj.
chybou &, je relativni entropie zvazend pravdépodobnosti vyskytu tréninko-
vych vzoru:

Ew)= > pd(a)logpd(a). (3.60)

ac{-1,1} pA(a)

Chyba &(w) je vzdy nezdporna a je nulova, pravé kdyz pa = pq. Navic
&(w) je funkei konfigurace w Boltzmannova stroje, protoze p4 podle (3.59),
(3.56) a (3.54) zavisi na synaptickych vahach. Mizeme tedy minimalizovat
chybovou £(w) ve vdhovém prostoru pomoci gradientn{ metody.
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V primérném piipadé se olekavd, ze energie (3.54) béhem aktivniho rezimu
klesé, dokud se Boltzmannuv stroj nedostane v case t* do tzv. termdlni rov-
novdhy, kdy stav Boltzmannova stroje sice neni vzhledem ke stochastickému
vypoétu konstantni, ale lokalné kolisa kolem ,,stabilniho® stavu:

w J 1 &0
Y; = _

<o
ktery odpovida lokalnimu minimu . Pravdépodobnost, ze se Boltzmannuv
stroj v termdalni rovnovdze pfi teploté 7' nachdzi ve stavu y* € {—1,1}%, se
fidi Boltzmannovym rozdélenim ze statistické mechaniky:
. e~ BT
PB(y ) = E —E(Y)/T
ye{-1,1}°

JEV, (3.55)

(3.56)

Pomoci ngj lze vypoéitat tzv. rovnovding stav y* € {—1,1}%, ktery je prii-
meérem stavu zvaZenych piislusnymi pravdépodobnostmi:

Yi= Y. ey J€V. (3.57)
ye{-1,1}¢

Stavy vystupnich neuroni f (j € Y) rovnovazného stavu pak pro dany
vstup urcuji pramérny vystup.

Kromé heteroasociativni paméti lze Boltzmannuv stroj pouZzit pro heuri-
stické feseni optimaliza¢nich Gloh, pokud optimaliza¢n{ problém s pFislusnou
Gcelovou funkei (optimalita) a omezenim (pFipustnost) lze pfevést na mini-
malizaci kvadratické formy ve tvaru (3.54) (srovnejte s aplikaci spojité Hop-
fieldovy sité pfi feSeni problému obchodniho cestujiciho v odstavei 3.3.2).
V tomto pfipadé vahy Boltzmannova stroje obdrzime porovnanim piislusné
kvadratické formy s energetickou funkeci sité £. Optimalni pfipustné feSeni
daného problému se pak snazime v aktivnim rezimu ziskat minimalizaci
energetické funkce stochastickou variantou gradientn{ metody (3.49), (3.50)
(srovnejte s (3.30)). Hlavnim problémem nelinedrni optimalizace, se kterym
jsme se jiz napf. setkali u uéictho algoritmu backpropagation (viz odsta-
vec 2.2.2), jsou lokalni minima. Cilem nelinedrn{ optimalizace je nalézt glo-
balni minimum, tj. vyhnout se lokdlnim minimiam. Vyhoda Boltzmannova
stroje oproti (spojité) Hopfieldové siti spo¢iva v moznosti pFejit pfi vyssi tep-
loté (diky stochastickému vypoctu) z lokdlntho minima F do stavu s vyssi
energii, ze kterého pripadné vede cesta k hlubsimu minimu. Vhodnou strate-
gif pfi simulovaném zihani lze najit leps{ optimum nez p¥i deterministickém
vypoctu Hopfieldovy sité. Také v pFipadé asociativni paméti, kdy globalni
minima energetické funkce reprezentuji tréninkové vzory a lokalni minima
odpovidaji nepravym vzorim (viz odstavec 3.2.2), se tak lze v aktivnim re-
zimu vyhnout fantomum.
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3.4.5 UdC¢ici algoritmus

Uvedenou adaptivn{ dynamiku Boltzmannova stroje shrneme do piehled-
ného algoritmu, ktery lze realizovat distribuované prostfednictvim specia-
lizovaného hardwaru [272] nebo jej muzeme simulovat pomoci klasického
pocitace metodou Monte Carlo:

1. Poloz diskrétni ¢as adaptace ¢ := 0.
2. Zvol ndhodné s rovnomérnym rozdélenim w](-?) = wg-)) € (—1,1).
3. Zvétsi adaptivni cas ¢t :=¢ 4+ 1.

4. Poloz g}"i(t_l) = 0.

5. Pro kazdy tréninkovy vzor k = 1,.. ., p vykonej ¢-krat nésledujici akce:

(a) Fixuj stavy viditelnych neuroni o = (x},,d}) € {-1,1}"*t™,
kde pravdépodobnost shody s jednim stavem k-tého tréninko-
vého vzoru je napf. P{z}, = =z} = 09 (i = 1,...,n) a
P{d;cj = dg;} = 0.9 (j = 1,...,m). Dale postupuj podle ak-
tivn{ dynamiky (3.49), (3.50) (pro stavy skrytych neuront) tak,
ze pomoci simulovaného zihdni dosahni termélni rovnovahy ve
stavu y* s néjakou koncovou teplotou 7™. Stav y* bude v makro-
skopickém aktualizaénim case 7 = 0 pocateénim stavem dalsitho
vypoétu Boltzmannova stroje.

(b) V aktualizaénim makroskopickém ¢ase 7 = 1,...,r vykonej né-
sledujici akce:

i. Proved jeden makroskopicky krok vypocétu Boltzmannova
stroje pri teploté T, tj. aktualizuj v ndhodném pofadi stavy
vBech skrytych neuroni podle (3.49), (3.50).

ii. Aktualizuj statistiku pro vypocet yjy;*(A) podle aktualniho

+(-1)

. 11
stavu, tj. of; — Q;—i( )+ ygr)yz(r)_
(t-1)
o v . +(i—1) L Qt
6. Zpriméruj g =

+-1) . o T
{ o je odhadem aktuélniho y}»*y}*(A)- }

(3

7. Poloz Qj_i(t_l) = 0.
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Na zacatku adaptivniho rezimu Boltzmannova stroje v case 0 jsou vahy
konfigurace w(®) nastaveny nadhodné s rovnomérnym rozdélenim blizko nuly,

napf. w](-?) = wg-)) € (=1,1) (j € V,i € j). Adaptace probiha v diskrétnich
casovych krocich, které odpovidaji tréninkovym cykltm, pfi nichz se kazdy
tréninkovy vzor z 7 predklada vicekrat. Nové konfigurace w*) v ¢ase ¢ > 0
se vypocte:

Wl =l Aull) jevie], (3.61)

kde zména vah Aw(®) v Case t > 0 je imérna zdpornému gradientu chybové
funkce (3.60) v bodé wt=1);
o0&

Awt) = 5 (w“—l)) jeviej, (3.62)
kde 0 < £ < 1 rychlost ucenf.

K realizaci uvedené adaptivn{ dynamiky (3.61) potfebujeme vypoéitat
gradient chybové funkce ve vzorci (3.62). Formélnim derivovanim chybové
funkce (3.60) s vyuzitim (3.59), (3.56), (3.54) a interpretaci pFislusnych prav-
dépodobnosti dostaneme (podrobné odvozeni lze najit nap¥. v [109]):

o0& 1 ,—— . .=

Juy, T (Viyi(A) —yjyf) jeVie]. (3.63)
Vyraz y}*y;*(A) v rovnici (3.63) je priimérna hodnota y;y; pii termalni rov-
novéze, kdyz jsou stavy & = (x,d) vstupnich a vystupnich (viditelnych)
neuronti z A = X UY fixovany:

A= Y pala) >

ag{-1,1}" Be{-11}®

kde y]*-(a) je vystup neuronu j € V pfi termdlni rovnovaze Boltzmannova
stroje, kdyz jsou stavy viditelnych neuroni fixovany vektorem a. Podobné
¢len y]*—yf v (3.63) je primérna hodnota yfy; pii termdalnf rovnovaze Boltz-
mannova stroje bez fixace viditelnych neuroni:

V= Y. pe(y)yiu (3.65)
yE{_Ll}s

@D (e, (o0

Po dosazeni (3.63) do (3.62) obdrzime Boltzmannovo pravidlo uceni:

Awj; = % (VVE(A) —yivf) JeVie]. (3.66)
Prvn{ ¢len y}*—y;*(A) (viz (3.64)) ve vzorci (3.66) lze interpretovat jako Heb-
bovo uleni (srovnejte s (3.5)) s fixovanymi vstupnimi a vystupnimi (viditel-
nymi) neurony a druhy ¢len —y}-*—yf (viz (3.65)) odpovidd Hebbovu oducovéani
(srovnejte s (3.31)) bez fixace viditelnych neuront. Adaptivn{ rezim konver-
guje, kdyz se oba tyto ¢leny rovnaji pro j € V,i € j.
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8. Vykonej (pgq)-krat nasledujici akce:

(a) Bez fixace viditelnych neuront, tj. pro ndhodny pocateini stav
Boltzmannova stroje postupuj podle aktivn{ dynamiky (3.49),
(3.50) (pro stavy vSech neuroni) tak, Ze pomoci simulovaného
7zihani doséhni terméalni rovnovdhy ve stavu y* s néjakou konco-
vou teplotou 7™. Stav y* bude v makroskopickém aktualiza¢nim

case 7 = 0 pocatecnim stavem dalstho vypoctu Boltzmannova
stroje.
(b) V aktualizacnim makroskopickém ¢ase 7 = 1,...,r vykonej né-

sledujici akce:

i. Proved jeden makroskopicky krok vypoétu Boltzmannova
stroje pfi teploté 1™, tj. aktualizuj v ndhodném poradi stavy
v8ech neuront podle (3.49), (3.50).

1. Aktualizuj statistiku pro vypocet A podle aktudlniho stavu

(=1 _ =1 (), ()
ji =0 Y Y
_(t=1)

9. Zpruméruj Qj_i(t_l) = —QJ;qr

{ Q]._Z.(t_l) je odhadem aktuélnfho y]*-yf. }

10. Podle (3.66) vypocite] Aw(»? = v (g"' (=1 _ Q]»_Z-(t_U).

J Ji

11. Aktualizuj konfiguraci w](.? = wﬁ._l) + Aw](-?.

12. Je-li ij(-? dostatecné malé, skon¢i, jinak pokracuj krokem 3.

Z uvedeného algoritmu je zfejmé, ze adaptivni rezim Boltzmannova stroje
je vypocetné narocnou zalezitosti. Pfesto se v praxi ukazuje, Ze dosazené
vysledky Boltzmannova stroje p¥i nasledné aplikaci jsou velmi dobré [109].
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novy koncept. (Pfesnéji, hleddme takové reprezentanty, Ze vybereme-li né-
hodny vstupni vektor z rozdéleni pravdépodobnosti odpovidajici rozdéleni
tréninkové mnoziny, bude mit kazdy reprezentant stejnou pravdépodobnost,
ze mu je nejblize.)

Poznamenejme nakonec, ze v soucasné dobé existuje i fada neurofyzio-
logickych praci, které experimentalné potvrzuji, ze nékteré oblasti v mozku
pracuji na soutéznim principu.

Struktura této kapitoly je nasledujici: nejprve se budeme vénovat pro-
blému uceni bez ucitele (unsupervised learning), nékdy téz nazyvané vekto-
rova kvantizace (VQ), a ukdzeme si (klasicky) Lloyduv algoritmus a nejjedno-
dussi variantu soutézniho uceni, v literatufe nazyvanou Kohonenovo uceni.
V dalsi ¢asti probereme Kohonenovy samoorganizacni mapy a pribuzné me-
tody uéici vektorové kvantizace LVQ (learning vector quantization). Na zé-
vér ukdzeme sit typu counterpropagation navrzenou Hecht-Nielsenem [103]

v roce 1986.

4.1 Vektorova kvantizace

Termin a zakladni algoritmy vektorové kvantizace pochazeji z oblasti zpra-
covani a aproximace signélt [85]. Ukolem VQ je aproximovat hustotu prav-
dépodobnosti p(x) realnych vstupnich vektori x € R” pomoci koneéného
poctu jednotek ¢i reprezentanti (v klasické literatufe oznacovanych jako co-
debook wvectors) w; € R™; (i = 1,...,h). Mame-li jiz néjakym zplsobem
reprezentanty urceny, potom ke kazdému vektoru x € R™ prifadime jako
jeho reprezentanta tu jednotku w., kterd je mu nejblize, tedy:

nin {[}x = will}. (4.1)

Jednim ze zplsobt feseni problému nalezeni reprezentantli je minimali-
zovat chybu V(Q definovanou jako:

b= / lx — wal[*p(x) dx.,

kde ||-|] je euklidovskd norma a ¢ je definovéno pfedpisem (4.1). NejCastéji se
v praxi setkdvidme s p¥ipadem, ze hustotu pravdépodobnosti p(x) nezndme
a problém mame zadan konecnou tréninkovou mnozinu vzoru 1" = {x(t); t =
1,...,k}. V tom pfipadé vypoéteme chybu VQ jako:

=

el e

k
D I = we || (4.2)
t=1

Kapitola 4

Samoorganizace

V této kapitole se budeme vénovat modelim neuronovych siti, které vyu-
zivaji soutézni strategie uceni (competitive learning). Spole¢nym principem
téchto modelu je, ze vystupni neurony sité spolu soutézi o to, ktery z nich
bude aktivni. Na rozdil od jinych uéicich principt (napf. Hebbovského uéeni)
je tedy v urcitém Case aktivni jen jeden neuron.

Prvni prikopnické prace o soutéznim uceni se objevuji jiz v Sedesatych
letech, napf¥. v Nilssonové knize [208] najdeme popsén princip, ktery nyni
nazyvame Kohonenovym ucenim. Pocatkem sedmdesatych let se soutéznimu
uceni vénuje nékolik autori, ktefi se navzajem ovliviuji, 1 kdyz jejich prace
maji riznou motivaci. V roce 1973 navrhl von der Malsburg [186] soutézni
ucici algoritmus, ktery mél modelovat zptisob detekovani hran v primarnim
optickém kortexu savcu. Jeho algoritmus nebyl lokalni — pfedpokladal, 7e
zvétSeni jedné vahy bude mit za nasledek zmenSeni vah ostatnich. Tento
nedostatek odstranila az Grossbergova préce [88], kterd se, podobné jako
autoriv pfedchozi ¢ldnek [87] z roku 1972, zabyva adaptivnim rozpoznava-
sburg [292] pfichézeji nezdvisle s novou verzi soutéznfho uéeni. Jmenujme
jesté pro Gplnost praci dalsiho nestora umélych neuronovych siti Fukushimy,
jenz v roce 1975 navrhl model vicevrstvé samoorganizacni sité zndmé jako
kognitron [69].
ueni je Kohonenova samoorganizaéni mapa (Self-Organizing Map), ktera
byla poprvé popsana v roce 1982 [153, 156, 157]. Kohonen se také jiz od se-
dmdesatych let zabyval samoorganiza¢nim ucenim a popsal uéici algoritmus
nesouci nyni jeho jméno. I kdyz nebyl jeho prvnim objevitelem, mé zasluhu
na tom, ze jako cil uéiciho procesu vytkl vytvofeni mnoziny reprezentantu
majicich stejné pravdépodobnosti vybéru, coz byl na poli neuronovych siti

1092
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4.1.2 Kohonenovo udeni

Pravé uvedeny algoritmus je nevyhodny v tom, Ze ke zméndm reprezentanta
dochézi az po prichodu celou tréninkovou mnozinou. Proto byla vyvinuta
jeho on-line varianta, kterou si nyni popiSeme jiz v terminologii neuronovych
siti. Jde o jednoduchou samoorganizacni sit, jejiz ucici algoritmus se nazyva
Kohonenovo uceni.

Organizac¢ni dynamika této sité je jednoduché, jde o dvouvrstvou sit
s Gplnym propojenim jednotek mezi vrstvami. Vstupni vrstvu tvofi n neu-
ront, které slouzi k distribuci vstupnich hodnot x € R™. Jednotky ve vy-
stupni vrstvé pln{ funkci vySe popsanych reprezentanta. Vahy w; = (wj1, . ..,
wjn),j = 1,..., h nalezejici jedné vystupni jednotce j uréuji jeji polohu ve
vstupnim prostoru.

Podivejme se nyni na aktivni dynamiku sité. Zatimco vstupy x € R
sité mohou byt libovolna redlna éisla, vystupy y; jsou obvykle jen hodnoty
0 nebo 1, pficemz aktivni (s hodnotou vystupu y; = 1) je vzdy pravé jeden
vystupni neuron — ten, ktery vyhral kompetici. Vystup kazdého neuronu
v zévislosti na jeho vzdélenosti od vstupniho vektoru x(*) se spo¢ita takto:

(1) _ { L j= argl:qlé{lyh{||x(‘) —will}
y; ' = . e (4.5)
0 jinak.

Principu, ktery jsme pravé popsali, se fikd ,vitéz bere v8e“ (“winner
takes all”) a jeden z mechanismi, kterym se realizuje, je tzv. laterdlni inhi-
bice. Muzeme si predstavit, Ze vSechny vystupni neurony jsou kazdy s kaz-
dym navic spojeny lateralnimi vazbami, které mezi nimi pfenaseji inhibi¢ni
signaly. Kazdy vystupni neuron se tak snazi v kompetici zeslabit ostatni
neurony silou tmérnou jeho potencidlu, ktery je tim vétsim, ¢im je neuron
blize vstupu. Vysledkem tedy je, ze vystupni neuron s nejvétsim potencidlem
utlumi ostatni vystupni neurony a sdm zustane aktivnim. V literatufe jsou
mechanismy lateralni inhibice a lateralni zpétné vazby zminovany pomérné
podrobné, jak z hlediska jejiho vyskytu v mozku [153], tak i jeji realizace
v modelech umélych neuronovych siti [97, 10. kapitola], my se ji vsak dale
zabyvat nebudeme.

Popisme nyni adaptivni dynamiku nasi jednoduché samoorganizaéni
sité fizenou Kohonenovym ucenim. Princip je jednoduchy: prochazime celou
tréninkovou mnozinu a po ptedlozeni jednoho tréninkového vzoru probéhne
mezi jednotkami sité obvykld kompetice. Jeji vitéz zméni své vahy podle
néasledujiciho vzorce:

(=1 1 (= _ D) j = arg min{[|x® -
w;? — { wjl +6(xz w]z ) J argmlln{Hx W[||} (46)

wj; jinak.
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A¢ jsou predchozi vzorce zdanlivé jednoduché, uvédomme si, ze index ¢
funkéné zavisi na vzorech x i jednotkich w. Také z téchto diivodu nenf lehké
explicitné vyjadfit gradient chyby F vzhledem k parametrim w a pouzit pak
obvyklého postupu minimalizace. Proto byly navrzeny heuristické iterativni
algoritmy hledajici p¥iblizné feSeni. Nyni uvedeme zakladni Lloydsiv algorit-
mus navrzeny pivodné pro jednorozmérné vstupy a pozdéji generalizovany
Lindem, Buzem a Grayem [174].

4.1.1 Lloydiav algoritmus

Uvazujme tedy problém zadany tréninkovou mmnozinou 7" a parametrem h
urcujicim pocet reprezentanti w;, kterymi kédujeme danou mnozinu. Na
zaCatku inicializujeme jednotky w; ndhodné a pak opakujeme ndsledujici
proces tak dlouho, dokud hodnota chyby VQ neklesne pod néjakou pfedem
stanovenou mez. Projdeme celou tréninkovou mnozinu a ke kazdému vstupu
x() uréime jemu p¥islugnou jednotku w, podle vztahu (4.1). Déle pro kazdou
jednotku w; uvazime mmnozinu 7} vsech vzort x(*), pro né& byl w; jejich
reprezentantem. Tedy

1; = {x03j = ang,_in, {Ix = wil}} (13)

Nyni spocteme téziste t; mnoziny T;:

1
t; = T > x; (4.4)

X,eT;
a nasledné nahradime w; hodnotou t;. Takto uré¢ime novou polohu vsech
Jjednotek w; a pokracujeme dalsim prichodem tréninkovou mnozinou.
Uvedme nyn{ presnéjsi popis Lloydova algoritmu:
Vstup: Tréninkové mnozina 7' = {x(¥);¢ = 1,...,k}, potet reprezentant
h, pozadovana hodnota chyby &.

Vystup: Hodnoty reprezentantt w;;j=1,...,h.
Inicializace: Rozmisti w; nahodné

Opakuj:
Ke kazdému vektoru x(*) € T piitad w. dle (4.1).
Spocitej chybu £ podle (4.2).
Je-li £ < ¢, skondi.
Pro kazdé j =1,..., h spocitej t; dle (4.4).
Pf]fad’ W]' = t]'.

Pokracuj v cyklu.
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FeSeni je pomérné ¢asové narocné a navic, stejné jako pridani sumu k tré-
ninkovym datim, fesf jen polovinu problému. Obé techniky odstranuji vznik
maélo reprezentovanych oblasti, ale druhou slabinou Kohonenova algoritmu
jsou oblasti, kde je reprezentanta vice, nez by odpovidalo hustoté pravdépo-
dobnosti.

Lokalni paméf Metoda lok4lni paméti jednotek navrizend Deseinem [58]
je zaloZena na myslence, Ze pii stejné pravdépodobnosti by kazdy z k repre-
zentantG mél zvitézit v kompetici zhruba 1/k krat. Kazda jednotka si tak
udrzuje piehled o tom, kolikrat jiz soutéz vyhrala, a pokud je jeji dosavadni
¢etnost vyher pfilis vysokd, vypadava (na néakou dobu) z dalsi kompetice.
Formé&lné pfidame kazdé jednotce j dva lokdlni parametry: odhad relativni
¢etnosti vyher v kompetici f; a prah b; vypocteny na zékladé této hodnoty.

Ucici algoritmus pak vypada takto:

V Case t pfedlozime siti vzor x(*) a podle (4.5) vypoctitame odezvu vy-
stupnich jednotek. Dale pro kazdou jednotku j spocitdme novou hodnotu
parametru f;:

10 = 77 4 8y - 1Y) (4.7)
Podle hodnoty f; vypoéitame prah b; jako:

b = (1/N — £"). (4.8)

Realné parametry 3 a v maji v praxi zhruba tyto hodnoty: 8 = 10=* a
v = 10). Po urleni prahu kazdé vystupni jednotky probéhne druhd kompe-
tice, ktera v8ak probihd vzhledem k hodnoté:

l|xi — wi]| — bi . (4.9)

Vitézné jednotka potom zméni své vahy podle obvyklého vzorce (4.6).

4.2 Kohonenovy samoorganiza¢ni mapy

ganizacni mapa (Self-Organizing Map) navrzend autorem v roce 1982, Vy-
chézi ¢astecné z principt popsanych v pracich von der Malsburga a Ama-
riho [186, 10].

Organizac¢ni dynamika sité je podobné jednoduché samoorganizaéni
siti popsané v odstavci 4.1.2. Vystupni jednotky jsou vSak navic usporadany
do néjaké topologické struktury, nejcastéji to byva dvojrozmérna mfizka
nebo jednorozmérné fada jednotek. Tato topologicka struktura urcuje, které
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Realny parametr 0 < § < 1 urcuje miru zmény vah. Na pocatku uceni je
obvykle blizky jedné a postupné se zmensuje.

Geometricky vyznam popsaného algoritmu je, ze vitézny neuron ¢ posune
svij vdhovy vektor w. o uréitou pomérnou vzdalenost smérem k aktualnimu
vstupu. Motivaci tohoto pfistupu je snaha, aby vitézny neuron, ktery nejlépe
reprezentuje predlozeny vstup (je mu nejbliZe), jesté zlepsil svou relativni
pozici vudi nému.

Casto se v literatufe setkame s tim, Ze vyse popsany algoritmus je nazy-
van k-means clustering (hledani k stfedd), coz je kol nalézt k reprezentantt
minimalizujicich sumu ¢tverct (4.2). Cypkin ukézal [53], Ze Kohoneniv al-
goritmus najde feSeni k stfedu, je-li hodnota § nepfimo tmérné podilu vek-
toru x lezicich blize k vitéznému reprezentantu nez k ostatnim. Kohonenovo
ufeni pfedstavuje tedy inkrementalni (on-line) algoritmus pro feSeni pro-
blému £ stfedu, a tim 1 inkrementédlné fesi VQ.

4.1.3 Modifikace Kohonenova uéeni

Ackoliv, jak jsme jiz zminili, bylo Kohonenovo uceni puvodné navrzeno
s imyslem sestrojit mnozinu stejné pravdépodobnych reprezentanti, presto
tento Gkol neplni. Ukazuje se, ze algoritmus pracuje dobfe jen u problémau,
kde hustota pravdépodobnosti je pfiblizné konstantni v jedné konvexni ob-
lasti vstupniho prostoru. Hecht-Nielsen v [105] uvadi jednoduchy ptiklad
ilustrujici slabiny tohoto algoritmu. Princip je nésledujici: Uvazujme dvé
izolované dostateéné vzdalené oblasti, v nichz se nachézeji vstupni data.
Predstavme si, ze na pocatku rozmistime reprezentanty nahodné v jedné
z oblasti. Vzor z druhé oblasti ,pfitahne“ jednoho z reprezentantl, ktery
pak jiz pokazdé vyhraje kompetici pro vzory z této mnoziny. Tak dojde
k tomu, Ze celou druhou oblast bude reprezentovat pouze jedna jednotka.
Popisme nyni tii moznosti, kterymi lze tento typ problému odstranit. Jde
o pfidani sumu k tréninkové mnoziné, radidini rist a lokalni pamé? jednotek.

Piidani Sumu Nejjednodussim, ale také casové nejnaroénéjsim, pristu-
pem je pridavani ndhodnych vektord z rovnomérného rozdéleni k tréninkové
mnoziné. Na zacatku uceni je ndhodnych tréninkovych vzora vice nez dat a
v prubéhu uceni jejich podil klesa, az zbydou jen ptvodni tréninkové vzory.

Radialni rist U radidlniho ristu zacindme s vdhovymi vektory blizkymi
nulovému vektoru 0 = (0,...,0). VSechny tréninkové vzory jsou vynéso-
beny redlnym ¢islem 3, které je zpocatku také blizké nule. Disledkem je,
ze vSechny vzory jsou zpocatku blizko vSem reprezentantum. V priabéhu
uceni zvétsujeme G az k jednicce, ¢imz nutime vahové vektory vzdalovat se
od poéatku souradné soustavy, az nakonec opét ué¢ime puvodni data. I toto



110 KAPITOLA 4. SAMOORGANIZACE

se stfedem v ¢, parametrem hg € R urcujicim maximélni miru posunu jedno-
tek, a §ftkou o € R. Jak hg tak i o se pfitom s ¢asem zmenguji. Tento pFistup
je pfl implementaci casové narocnéjsi, nebot se v kazdém kroku museji projit
a zménit vSechny vahové vektory w; v siti.

V [156] uvadi autor nékteré praktické rady pro volbu parametri uceni
Kohonenovy sité. Podle téchto zkuSenosti neni napfiklad zpusob inicializace
jednotek podstatny, zaruéi-li se, Ze jejich hodnoty jsou vesmés rizné. Pocet
kroki algoritmu je obtizné pfesné stanovit, ale mél by byt alespon pétsetkrat
vétsi, nez je pocet jednotek v siti. Typické hodnoty jsou 10 az 100 tisic iteraci.
Vétsinou v pribéhu uceni rozeznavame dvé faze: hrubé uceni, které je kratké
(typicky 1000 krokt) a vyznacuje se velkymi hodnotami parametri 6 a s.
V této fazi dojde ke globalnimu rozmisténi jednotek, které jsou potom ve
druhé — doladovaci — éasti ucenf relativné méalo ménény. Parametr 6 by
béhem prvni faze mél typicky klesnout z hodnoty blizké 1 (napt. 0,9) az na
0,01 a v priabéhu druhé faze dale klesat k nule. Stejné tak velikost okoli s
mize byt zpocatku velkd (srovnatelnd s velikosti sit€), na konci prvni faze
dosdhnout hodnoty 1 a postupné v pribéhu druhé fize klesnout az na 0.
Experimenty ukazuji, ze neni podstatné, zda parametry 6 a s klesaji linedrné,
exponencialné, ¢ jinak.

4.3 LVQ

Prozatim jsme uvazovali vyuziti Kohonenovy mapy pro uéeni bez ucitele.
Nynf se budeme zabyvat tim, jak lze tuto sit pouzit pro FeSeni{ problému
klasifikace dat do nékolika kategorii. Ukazeme si zpisob, kterym oznacéime
vystupni neurony sité kategoriemi a uvedeme t¥i algoritmy uéici vektorové
kvantizace, které se pouzivaji pro douceni sité, jez chceme pouzit k témto
acelum.

Uvazujme tedy data tvaru {(x™), d);t = 1,... k}, kde x*) € Ra d® ¢
{C1,...,C,}. Kazdy vstupni vektor x() m4 piifazenu jednu z koneéného
poctu kategorii C. Uceni Kohonenovy sité bude mit nynf tfi faze:

1. Uceni bez ucitele dle (4.11).
2. Oznaceni vystupnich neuront kategoriemi.
3. Douceni sité jednim z algoritmi LVQ.

Nejprve tedy pouzijeme standardni ucici algoritmus Kohonenovy sité,
kterym rozmistime neurony sité do vstupniho prostoru tak, aby aproximo-
valy hustotu pravdépodobnosti vzori. Prozatim jsme nepouzili pozadované
vystupy d*) 7 tréninkové mnoziny. Ty vyuzijeme ve druhé &4sti uéeni, kdy

. (o . gy (- p .
prochazime tréninkovou mnozinu a u kazdého tréninkového vzoru zjistime,
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jednotky spolu v siti sousedi, a je dilezitd v ucicim procesu, jak uvidime
dale.

Pro udici proces je dulezité zavést pojem okoli Ny(c) velikosti s neuronu
¢ v siti, coZ je mnozina vSech neuroni, jejichz vzdalenost v siti od neuronu
¢ je men§i nebo rovna s:

Ni(c) = {j;d(j,c) < 5} (4.10)
To, jak mé&fime vzdélenost d(j, ¢), je zavislé pravé na topologické strukture
vystupnich neurond.

V aktivnim rezimu sit pracuje stejnym zptisobem jako ptedchozi model,
sousednost neuront se zde tedy neprojevuje. Predlozime-li siti vstupni vek-
tor, soutézi vystupni jednotky o to, kdo je mu nejblize, a tato jednotka se
pak excituje, mé vystupni hodnotu rovnu jedné, zatimco vystupy ostatnich
jednotek jsou rovny nule.

Adaptivni dynamika sité jiz bere do Gvahy uspofddéani neuronu a pra-
cuje tak, ze namisto samotné vitézné jednotky se upravuji vdhy i vSech neu-
ront, které jsou v jejim okoli. To znamena, Ze spolu s vitéznym neuronem se
posunuji i jeho sousedé v siti, ktefi by od néj neméli byt pfilis vzdaleni ani
ve vstupnim prostoru. Velikost okoli pfitom neni konstantni, na zacitku je
okoli obvykle velké (napfiklad polovina velikosti sité) a na konci ueni potom
zahrnuje jen samotny vitézny neuron.

Cely udici algoritmus je analogicky algoritmu z odstavce 4.1.2, pouze
adaptace vah se nefidi rovnici (4.6), ale ma tvar:

(0 _ { whi ™ 0 —wfTY) G e Ni(o) (4.11)

wy =
(t—1) .
wy; jinak,
kde ¢ = arg mim:],___’h{||x(t)—w1||} af € Ras € N jsou popsané parametry
uceni.
Pfedchozi vztah lze jesté zobecnit. Definujme funkci h.(j), kterd pro
neurony z okoli neuronu ¢ davd hodnotu 6 a pro ostatni neurony je nulové:

N 6 je Ns(e)
hc(f)—{ 0 jinak. (1.12)

Ptedpis (4.11) lze pak jednoduseji zapsat jako:
wff) = wii™ b () —wfiTY). (1.13)

Funkce h.(j) je ¢asto definovana obecnéji, aby pfechod mezi nulovymi a
nenulovymi hodnotami byl spojity, coz vice odpovida biologickym interak-
cfm. Typicky pouzivanou funkci je Gaussova funkce

he(j) = hoexp <M> (4.14)

g
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4.3.2 LVQ2

Algoritmus LVQ2 je motivovan snahou upravit pfedchozi algoritmus tak, aby
explicitné posunoval svou rozhodovaci hranici smérem k bayesovské hranici.
Algoritmus v jednom kroku posune vzdy dva neurony. Podminky pro jejich
uréen{ jsou pomérné pisné: predlozime siti vzor x(*) a uvazujeme piipad,
kdy pro dva neurony nejblizs{ tomuto vzoru (ozna¢me je w; a w;), plati, ze
jeden z nich klasifikuje spravné a druhy Spatné. NerozliSujeme pfitom, ktery
z neuronl w; a w; je vzoru nejblize.

Dalsi podminkou pro zménu vah téchto dvou vybranych neuronu je, aby
vzor x() nelezel p#flis blizko ani jednoho z nich. Chceme, aby se x(*) na-
chazelo v okné, které je definovano v okoli nadroviny umisténé ve stfedu
spojnice w; a w;. Pfesnéji, fikdme, ze x(!) padne do okna relativni &¥ky g,
pokud:

. [di dj

mm{d_;’d_]i} > s, (4.17)
kde s = %,di = d(wi,x(t)),dj = d(wj,x(t)). Volba spravné hodnoty pa-
rametru ¢ je kompromisem mezi snahou o co nejuzsi okno, které umozni
presné umisténi hranice, a dostatecnou 8itku, kterd zachyti statisticky vy-
znamné mnozstvi dat. Typicky se pouzivaji hodnoty ¢ mezi 0.1 az 0.3 (tedy

deset aZ tficet procent vzdélenosti mezi w; a w;).
Predpokladejme bez ijmy na obecnosti, 7e napifklad x(¥) a w; patfi do

stejné kategorie. Pak provedeme nasledujici zmény vah:

wi) = wl'=D _a(x(® — Wt~y (4.18)

wi) = wi™ pa(x® —wlY), (4.19)

Praktickymi pokusy bylo zjisténo, ze algoritmus zpocatku skuteéné zlep-
Suje pozici rozhodovaci hranice tim, ze ji posunuje smérem k bayesovskému
rozhrani. Po vétsim mnozstvi kroka vsak dochézi k tomu, ze se jednotky
w; ze vzorce (4.18) naopak od tohoto rozhrani zacinaji vzdalovat. Proto se
osvédcilo pouzivat algoritmus LVQ2 pouze po kratsi pocet iteraci, typicky

kolem 10 000.

Poznamka: Predchézejici postup je mirnou modifikaci ptivodniho algo-
ritmu LVQ2 a byva autorem presnéji nazyvan LVQ2.1. Puvodné navrzeny
algoritmus LVQ2 pracoval pouze v pfipadé, 7ze jednotka i, oznacena Spatnou
kategorif, byla nejbliz&i vzoru x(*). Jeliko# je posun jednotky tmérny jeji
vzdalenosti od tréninkového vzoru, byla vzdy jednotka w; zménéna vice nez
w;. To mélo za nasledek, 7e se zmenSovala relativni vzdalenost d(w;, w;),

4.3. LVQ 111

ktery neuron je mu nejblize. U ného si pak zapamatujeme, do jaké kategorie
tento vzor patfil. Tak se po prichodu tréninkovou mnozinou u kazdého vy-
stupniho neuronu vytvofri tabulka ¢etnosti jednotlivych kategorii, které tento
neuron reprezentuje. Jelikoz musime kazdému neuronu j pfifadit pravé jednu
kategorii, vybereme tu, kterou reprezentoval nejéastéji a oznacime ji v;. Vy-
sledkem je tedy rozdéleni neuroni do skupin, které odpovidaji jednotlivym
kategoriim.

V dalsi fazi pouzijeme jeden ze t¥{ nédsledujicich algoritmu pro doladéni
vah vystupnich neuroni, které byly postupné navrzeny Kohonenem v osm-

desétych letech ([155, 157]).

4.3.1 LVQl

Prvni varianta algoritmu uéici vektorové kvantizace vychazi z myslenky po-
silit spravnou klasifikaci vstficnym posunutim neuronu a naopak, snazit se
napravit nespravnou klasifikaci odsunutim neuronu od daného vstupu. Po-
sunuti se tedy tyka vidy jen jednoho vystupniho neuronu — toho, ktery
zvitézil v kompetici. Navic se posunuti déje o malou pomérnou ¢ast vzdéle-
nosti neuronu od vstupniho vzoru.

Presnéji, algoritmus LVQ1 pracuje takto: Predkladame postupné siti vse-
chny tréninkové vzory. Ke vzoru (x(t), d(t)) nejprve zndmym zpusobem ur-
¢ime nejblizsi neuron c:

c=arg l:rqinh{||x(t) —wi||}. (4.15)

Potom provedeme Gpravu vah u tohoto neuronu (ostatni neurony ztstavaji
beze zmény):
=1 =1
W — w1 4 a(x®) — w! )) d®) =y, (4.16)
¢ wgz—l) _ oz(X(t) _ wgt—l)) d®) # v, . :

Parametr & € R by mél mit dle praktickych zkusenosti pocateéni hodnotu
pomérné malou, asi 0,01 az 0,02, a béhem nékolika desitek a7 set tisic iteraci
klesnout k nule.

Ukazuje se, ze hranice, kterd se vytvofi mezi t¥idami pomoci algoritmu
LVQ1, je pomérné vérnou aproximaci tzv. bayesovské rozhodovaci hranice
zndmé ze statistiky. Bayesovské rozhodovaci pravidlo urcuje, do které tiidy
bod pripadne podle jeho pozice vzhledem k mistu kde se setkavaji distribuce
vzoru dvou t¥id. Je intuitivné vidét, Zze LVQ1 posunuje reprezentanty smérem
od rozhodovaci hranice. Na rozdil od bayesovské hranice se ale rozhodovaci
hranice vytvorena algoritmem LVQ1 nachazi uprostied spojnice mezi dvéma
neurony pochdzejicimi z raznych tiid.
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Obr. 4.1: Sif typu counterpropagation

vstupnich neuronu distribuujicich do dalsi vrstvy vstupni signaly z1 ..., z,.
Druh4 vrstva je tvofena N samoorganizacnimi jednotkami (viz odstavec
4.1.2), jejichz vahy oznaéime w; a vystupy z;. Tteti vrstvu tvori m Grossber-
govych jednotek instar s vstupnimi vahami u, (r = 1,...,m). Vystupy jed-
notek y, pak tvori vystup celé sité.

Sit ve své aktivni fazi realizuje zobrazeni f(x) : R® — R™. Po pfedloZeni
vstupu x probéhne kompetice mezi jednotkami druhé vrstvy a jejich vystupy
jsou potom uréeny néasledujici rovnici:

. :{ L arg _min,_{[}x — wi||} (421)
0 jinak.

Pravé jeden z vystupl z; samoorganizacnich jednotek je tedy roven 1,
ostatni maji hodnotu 0. Jednotky tfeti vrstvy potom spocitaji své vystupy
podle nésledujiciho vzorce:

N
Yr = E UrjZj . (4.22)
ji=1

Prechodové funkce vystupniho neuronu vybere ze svych vstupt do neu-
ronu ten, ktery ma jediny hodnotu 1, a vystupu pak pfifadi hodnotu odpo-
vidajici vahy u,;.

Adaptivni dynamika této sité sestava ze dvou fazi. Nejprve se Koho-
nenovym uéenim bez uéitele nastavi vahy w; samoorganizacnich jednotek
ve druhé vrstvé. Autor navic pouZivd mechanismus lokdlni paméti jedno-
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coz je vlastnost, které chceme zamezit, protoze jednotky ¢ a j reprezentuji
riuzné kategorie.

4.3.3 LVQ3

Jak jsme uvedli vyse, nenf ani vylepsend verze LVQ2.1 pfedchoziho algoritmu
stabilni — pfFi vétsim poétu kroku se jednotky w; vzdaluji ze svych optimal-
nich pozic. Proto byl algoritmus LVQ3 doplnén o dalsi pravidlo, kterym se
zajisti, ze spravné klasifikujici neurony se budou navic pohybovat smérem
k predklddanému tréninkovému vzoru (o mensi pomérnou ¢ast jejich vzdé-
lenosti od vzoru).

Jeden krok LVQ3 vypada tedy takto:
wgt) = wgt_]) — a(xM) — wgt_w)
w](t) = w](»t_l) + a(x(t) — w](»t_l)) )

kde i a j je par vystupnich neuroni, jez jsou nejblize k x(*), v; = d®),

vi # d® a x(t) patii do okna dle (4.17). Navic:
wit) = w4 ea(x) - wli=1)y, (4.20)

pror € {i,jlav; =v; = d®. Pokusy bylo zjisténo, ze hodnota reilného
parametru ¢ zavisi na Sifce okna (pro uzsi okna je mensi) a méla by se
nastavit v rozmezi 0,1 az 0,5. Na rozdil od parametru 0 < a < 1, je ¢
konstantni v case.

4.4 Sit typu counterpropagation

Nyni uvedeme model umélé neuronové sité, kterd se snazi vyuzit samoorga-
niza¢ni sit v kombinaci s dalsim pfidavnym mechanismem k feSeni problému
ucenf s uditelem. V tomto pFipadé jde o sit counierpropagation, kterou na-
vrhl Hecht-Nielsen v roce 1986 [103]. Tato sit kombinuje vySe popsanou
jednoduchou samoorganizaéni sit (viz odstavec 4.1.2) s jednotkami typu in-
star popsanymi Grossbergem napt. v [89]. Sit, kterou v dalsim popiSeme, je
jednou z vice variant a vylepSeni navrzenych autorem, jde konkrétné o do-
prednou sit typu counterpropagation. Zajemce o podrobnéjsi popis dalsich
modifikaci odkazujeme na [105, 103]. Sit counterpropagation pracuje jako vy-
hleddvaci tabulka (lookup table), kterd k danému vstupu najde nejblizsiho
reprezentanta a odpovi vystupni hodnotou, ktera je s timto reprezentantem
spojena.

Zaméfme se nejprve na organizacni dynamiku tohoto modelu. Sit
counterpropagation sestavé ze ti{ vrstev (viz obr. 4.1). Vstupni vrstvu tvori n
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Nielsen v [105] uvad{ piipady, kdy je pouziti sité counterpropagation vy-
hodné:

e Je-li potfeba poznat, kdy nastane konec ucici faze. Prvni fize uceni
kon¢i, jsou-li Cetnosti vybéru jednotek druhé vrstvy piiblizné stejné.
Druhé faze musi nastavit vahy vystupnich jednotek na priméry odpo-
vidajicich vystupnich hodnot.

e Kdyz méa problém strukturu vhodnou pro vyuziti vyhledavaci tabulky.
Napfiiklad neni-li vystupnich hodnot mnoho.

e Je-li dalezité, aby chovani sité bylo jednoduse predikovatelné a bez-
pecné. Je-li napf. nutné zabranit, aby se objevily néjaké vyrazné od-
lisné vystupy sité.

e Chceme-li vyuzit rychlého uceni sité counterpropagation 1 pfes mensi
presnost. Napfiklad, je-li sit ¢asti néjakého vétsiho systému zpracovani
dat, muzeme v etapé vytvafeni prototypu FeSeni pouzit counterpropa-
gation, otestovat ramcové chovani a v zavéru nahradit jinou neurono-
vou siti umoznujici dosdhnout vétsi pfesnosti.
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tek a dvoji kompetice popsany v odstavci 4.1.3, ktery zajisti, ze vysledné
rozmisténé jednotky maji stejnou pravdépodobnost vybéru.

Po skonéeni prvni faze uceni, ve které se pouziva jen vstupnich é&asti
tréninkovych vzoril, se vahy w; fixuji a dojde ke druhé fazi, kterd nastavi
vahy u, vystupnich jednotek. V této ¢asti uciciho algoritmu spocita kazda
jednotka r svij aktudlni vystup y,. podle rovnice (4.21) a upravi své vahy
u, podle tzv. Grossbergova ucictho pravidla:

ugt]) = ugtj_l) + n(—ugtj_l) + dg))z]- , (4.23)
kde z; jsou vystupy jednotek z druhé vrstvy po pfedlozeni tréninkového
vzoru x(*), dgj) Jje pozadovand odezva r-té jednotky sité a 0 < n < 1 je
parametr uceni.

Je vidét, ze ve vzorci (4.23) je u kazdé jednotky » modifikovana pouze ta
vaha u,;, jez je spojena s vitéznou jednotkou z pFedchézejici vrstvy (pro niz
jezj = 1). V prubéhu uleni je vaha upravovana tak, aby jejf hodnota odpovi-
dala praméru téch z hodnot d,, které nalezeji do oblasti excitace jednotky j
ve druhé vrstvé. Takze po dostateéné dobé, kdykoliv ve druhé vrstvé zvitézi
v kompetici jednotka j, bude vystup sité tvofit vektor v; = (u1j,..., Um;),
jehoz hodnota je pfiblizné primérem pozadovanych odpovédi y odpovidaji-
cich tém vstupim x(*), které zpisobily, ze jednotka j zvitézila v kompetici.

Naucenou sit si lze pfedstavit jako vyhledavaci tabulku, kde vstupni vek-
tor x je porovnan se vsemi vektory w, je nalezen jemu nejblizsi vektor w.
a jako vystupni hodnota se pouzije odpovidajici vektor v., jenz je pramérem
vystupu patficich do oblasti kolem w..

Shrime nyni statistické vlastnosti naucené sité. Za prvé, diky samoorga-
niza¢nimu uceni s vyuzitim lokalni paméti aproximuji vektory w; hustotu
pravdépodobnosti vzori. Vime, 7ze jednotky ve druhé vrstvé maji stejnou
pravdépodobnost vitézstvi v kompetici, za pfedpokladu, ze vybirdme vstupy
nahodné s rozlozenim odpovidajicim tréninkové mnoziné. Déle, vahy vystup-
nich jednotek jsou adaptovany tak, aby aproximovaly prumérnou vystupni
hodnotu patiici tém vstupum, které aktivovaly odpovidajici jednotky ve
druhé vrstvé.

Pouzivame-li tedy sit counterpropagation k aproximovani néjakého zob-
razeni f : R® — R™, chova se optimalné v tom smyslu, Ze reprezentanti
vstupl jsou zvoleni tak, aby méli stejnou pravdépodobnost vybéru, a vy-
stupni hodnoty pfedstavuji pramér funkénich hodnot v okoli téchto repre-
zentantu.

Ovsem, to, ze sit pracuje pravé jako vyhleddvaci tabulka, ukazuje i jeji
slabiny. Typicky je pro dosazeni urcité pfesnosti potfeba mnohem vice jed-
notek, nez napt. u vicevrstvého perceptronu. Z experimentu vsak vyplyva,
7e uéeni je typicky vyrazné kratsi nez u algoritmu zpétného sifeni. Hecht-
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rické matematiky zabyvajici se interpolaci a aproximaci dat zacaly studovat
tzv. radidlni bazické funkce (Radial Basis Functions) jako jeden z novych
zpusobu FeSeni aproximacnich problému.

Hled&me-li funkci, kterd bude nejlépe (v n&jakém smyslu, naptiklad dle
kritéria nejmensich ¢tverci) aproximovat danad data, omezujeme se vétsi-
nou na funkce vyjadiené v néjakém konkrétnim tvaru. Casto jde o linearni
kombinaci tzv. bazickych funkci, coz mohou byt napiiklad polynomy, nebo
v tomto piipadé radidlni funkce. Radialni funkci si mtizeme predstavit jako
funkci uréenou néjakym vyznamnym bodem — stiedem — kterd pro argu-
menty se stejnou vzdalenosti od tohoto stfedu davé stejné funkéni hodnoty.
Mérime-li vzdalenost pomoci euklidovské metriky a uvazujeme napriklad
dvojrozmérny vstupni prostor, pak mnoziny se stejnou funkéni hodnotou
tvori kruznice, proto tedy hovotime o radidlnich funkcich.

Zakladni vysledky tykajici se aproximace pomoci radidlnich bazickych
funkei pochézeji od Powella [230, 231] a Micchelliho [194]. Prvni, kdo navrhl
vyuziti této techniky pro vytvoteni nového modelu umélych neuronovych siti,
byli Broomhead a Lowe ve svém élanku [42] z roku 1988. Dalsi podstatny
podil na rozvoji RBF siti mély prace Moodyho a Darkena [198] a Poggia
a Girosiho [227].

5.1.1 Motivace

RBF sitf si mizeme predstavit jako tfivrstvou neuronovou sit, kde vstupni
vrstva neuront slouz{ pouze k pfenosu vstupnich hodnot. Druhd (skryta)
vrstva sestava z tzv. RBF jednotek, které realizuji jednotlivé radialni funkce.
Treti, vystupni vrstva je lineérni.

P#i pohledu zvnéjsku je RBF jednotka podobnda perceptronu — ma také
n redlnych vstupt x = (#1,...,%,), z nichz kazdy ma pfifazen parametr
(vdhu) ¢;. RBF jednotka ma také jeden redlny vystup y a mize mit dals
parametr b, kterému budeme fFikat sirke. OvSem pfechodova funkce RBF
jednotky je odlisna: vnitini potenciél ¢ se nepoéita jako skaldrni soucin w-x,
ale je to vzdélenost vstupniho vektoru x od stfedu ¢ (pfipadné jesté délend
sitkou b)

_ x=cll
&= b
Vystupni hodnotu y ziskdme aplikovanim aktivacéni funkce ¢ na potencidl €:
y= (&)

Casto pouzivané aktivaéni funkce ukazuje tabulka 5.1.

Vstupni vrstva RBF sité obsahuje n jednotek, odpovidajicich n-rozmér-
nym vstupnim hodnotam. Kazdy spoj mezi i-tou vstupni jednotkou a j-
tou jednotkou ve skryté vrstvé mé pfifazenu véhu ¢j; (j = 1,..., k). Tato

Kapitola 5

Sité s lokalnimi neurony

V této kapitole se zabyvame modely doptednych siti s jednou skrytou vrst-
vou obsahujici tzv. lokdlni jednotky. Tyto jednotky se chovaji v jistém smyslu
dudlné k perceptronim. Zatimco perceptron globalné rozdéluje vstupni pro-
stor na dva podprostory, v nichz ma vyrazné odlisné hodnoty vystupu, lo-
kalni jednotky maji relevantni vystup lokalizovan do okoli bodu uréeného
svymi parametry.

Tyto modely umélych neuronovych siti jsou vyrazné mladsi nez per-
ceptrony, objevuji se aZ koncem osmdesatych let a jsou 1 méné rozsifené.
Teoretické 1 praktické vysledky vsak ukazuji, ze svymi vlastnostmi pfedsta-
vuji dustojnou alternativu klasickym modelam. Diky své vyrazné odlisnosti
se casto dobfe uplatni v pripadech, kdy perceptronové sité mohou mit potize.
Nejvyznaméjsi predstavitel této kategorie — RBF sité — o nichz budeme
také hovorit, zvladly napiiklad uceni nékterych typickych testovacich aloh
o dva az tfi Ffady rychleji. Bohuzel, ukazuje se, Ze naopak existuji Glohy, na
néz tyto sité nejsou vhodné. Jednim z problémi, s nimz si perceptronové sité
typicky poradi lépe, jsou irelevantni vstupy.

Budeme se podrobné zabyvat sitémi typu RBF a sitémi se semi-lokalnimi
jednotkami. Zv1asté RBF sité jsou zajimavé tim, ze jejich uéeni muze probi-
hat v nékolika odlisnych fazich, v nichz se vyuziji 1 jiné neuronové postupy,
Jako je napiiklad samoorganizace.

5.1 Sité typu RBF

Sité typu RBF, nebo — jak budeme zkracené uvadét — RBF sité, predstavuji
vicevrstvé neuronové sité s jednotkami odlisného typu, nez jsou naptiklad
dfive popsané perceptrony. Také motivace jejich zavedeni je jind nez u pted-
chozich typua neuronovych siti. Za¢atkem osmdesatych let se v ¢asti nume-
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{{I1,1], 10,01}, {[0, 1], [1, 0]} }. Definujme nyni vhodné vektorové zobrazeni g :
R? — R? (pov§imneme si, e obor hodnot m4 stejnou dimenzi jako definién{
obor). Zobrazeni g je dvojice vzdjemné posunutych Gaussovych funkei:

— lIx-cul?

g1(x) ¢ =[1,1]

ga(x) = e7IX=C2I" cz = 1[0,0].

Z obrazku 5.1 je zfejmé, ze transformovanda dichotomie g(x) je linearné se-
parovatelné.

XO+ <

0 1 1 1 1

0 02 0.4 056 08 1
Obr. 5.1: Line4drné separabilni g obrazy dichotomie XOR.

Piedchozi piiklad ndm ukéazal geometricky vyznam funkce jedné RBF
jednotky s gaussovskou aktivaéni funkci (pfipadné obdobnymi funkcemi).
Témto jednotkdm se nékdy tiké lokdlni (anglicky local units nebo localized
receptive fields), nebot jejich vystupni hodnota je vyznamné jen v urcitém
okoli stfedu c¢;. Tato vlastnost je dudlni k perceptronu, ktery se chova glo-
béalné tim, ze rozdéli svlj vstupni prostor nadrovinou na dva podprostory,
v nichz mé odlisné hodnoty vystupu.
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pz) =z linedrni
90(2') =22 1ogx
() ="+ P)*,B>0,0<a<
p(z) = 6(_%)2,5 >0 Gaussova

Tabulka 5.1: Aktivaéni funkce RBF siti

vaha reprezentuje i-tou soutadnici stiedu c¢; u j-t¢ RBF jednotky. Vystup
j-té jednotky ze skryté vrstvy je spojen s vystupni vrstvou pomoci synapse
s vahou wj,. Vystupni jednotky pocitaji vazenou sumu svych vstupi.

RBF sit provadi dvé odligné transformace. Prvnf z nich je realizovina
RBF jednotkami a je to nelinearni transformace z R” do R". Druh4 trans-
formace vede z tohoto prostoru skrytych jednotek do vystupniho prostoru
R™, je linedrni a zprostfedkovana vystupnimi neurony sité.

Empirické vysledky ukazuji, ze je dobré volit pocet skrytych jednotek
vétsi nez je dimenze vstupu. To odpovida i teoretickému vysledku publi-
kovanému v poloviné Sedesitych let Coverem [51], z néhoz plyne, Ze pro-
blém klasifikace, ktery je transformovén do vicedimenzionalniho prostoru,
zde bude spiSe linedrnim, nez v puvodnim prostoru.

Pfesnéji, méjme dichotomii {Cy,Cy} podmnoziny X C R™ a vektoro-
vou funkei g = (g1,...,9n) na X. Pro kazdy vektor x € X je g(x) =
(91(x), ..., 9n(x)). Dichotomii {C},Cs} tikdme g-separovatelnd, existuje-li
vektor u = (uq, ..., up) takovy, ze:

u-g(x)>0 x € Cy

u-g(x)<0 x € (s

(tedy dichotomie, kterd je indukovand na obrazech g(x), je linedrné separo-
vatelnd.)

Coverova véta zhruba fika, Ze pravdépodobnost, zZe ndhodna dichotomie
mnoziny N bodu z R” je g-separovatelna, je dana vyrazem:

N=1 h-1
1 N —1
N, h)y=|[= .
v =(3) X (")
m=0
Jinymislovy, ¢im vétsi je h, tim blize mé pravdépodobnost p(N, k) k jedniéce.
Priiklad: Nékdy staci i samotné nelinearita zobrazeni g k tomu, aby se

pivodni linearné neseparovatelny problém zménil na linedrné separabilni.
Uvazme znamy problém logické funkce XOR, ktery je vlastné dichotomii
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V pripadé, ze je matice ® regularni, nalezneme snadno jednoznacné reseni
soustavy:

w=2a&""d. (5.4)

Pro obecné funkce ¢ muze byt matice ® samoziejmé singularni. 7 vy-
sledkt Micchelliho a Powella ([194],[231]) ale plyne, ze velkd tiida funkci
— veetné téch, jez jsou uvedeny v tabulce 5.1 — zarucéuje, 7e matice ® je
regularni (jsou-li body x; navzéjem rtizné).

Interpolaéni schéma radidlnich bazickych funkci lze snadno roz§itit 1 na
vektorové funkce £ : R* — R™, kde £ = (fi,...,fm), d = (d1,...,dm).

Podminka (5.1) je pak zobecnéna na mnozinu podminek:
fs(ei)=dis Vi=1,...,h ¥Ys=1,...,m. (5.5)

Takze f; ma tvar:

folx) = 3wyl = ;1)) (5.6)

kde x € R a s = 1,...,m. Koeficienty wj, linedrni kombinace ziskdme
stejnym zptsobem jako v (5.4).

Postup, ktery jsme pravé uvedli, ma nevyhodu v tom, ze pocet funkci
@; se musi rovnat poctu dat, kterd aproximujeme. V typickych tlohach se
ale pfedpokladé, ze dat je mnohem vice nez volnych parametri Glohy. Takto
formulovano jde o problém aprozimace:

Definice 5.2 Méjme mnozinu X, funkci f(x) definovanou na X a mnoZinu
aprozimugicich funkci {o(v,x);v € P} které spojité zdviseji na parametrech
v € P. Dile méjme na mnoziné funkct na X zavedenu metriku p. Naleznéte
hodnotu v* € P takovou, Ze

plp(v*,x), f(x)) < ple(v, x), f(x))
plati pro vSechny v € P.

Metrika p je vétsinou indukovana normou, jako je napt. £, norma nebo
supremova norma (viz kapitola 13). Parametry v v naSem ptipadé reprezen-
tuji soutfadnice stfedd c¢;, vahy w;, piipadné dalsi parametry.

Uvazujme k zadanych dat {(x(1),dM), ... (x*) d*))} a h funkef ®j
tak, ze plati h < k. Prvnim problémem v tomto pfipadé je urceni pozic
stfedd ¢; (¢ = 1,...,h). Ty se vétsinou umist{ bud do pozic nékterych
dat, nebo se vyuzije sofistikovanéjsich postupi. Podrobnéji o tom budeme
hovofit v dal§im odstavci. Nyni pfedpokladejme, ze jsme jiz stfedy néjakym
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Shriime, ze co se tyée propojeni jednotek, je RBF sit obvyklou dopfednou
siti s jednou skrytou vrstvou. Nékdy dokonce muzeme u perceptronu i RBF
jednotky pouzit stejnou aktivacéni funkei (napf. Gaussovu), pfesto je chovani
perceptronu a RBF jednotky odlisné. RBF jednotky ndm svoji lokalitou vice
pfipomenou nékteré jiné modely umélych neuronovych siti, jako jsou napft.
samoorganiza¢ni sité.

5.1.2 Interpolace a aproximace

Radialni bazické funkce se studuji pfiblizné od zac¢atku osmdesatych let jako
jedna z novych metod v oblasti numerické matematiky zabyvajici se inter-
polaci a aproximaci dat. Uvedme nynf{ pfesnéjsi formulaci téchto problému
a ukazme si, jak je lze pomoci RBF fesit.

Definice 5.1 Problém presné interpolace redlné funkce vice proménnijch lze
formulovat ndsledujicim zpusobem:

Je-li dina mnoZina h rizngch vektori {x;; i = 1,...,h} v R® a h redl-
nyjch Cisel {d;;i=1,...,h}, naleznéle funkci f spliugici

flxi)=d; Vi=1,...,h. (5.1)

Ruzné interpolaéni metody se lisi v tom, jaké stanovuji dalsf podminky
pro mnozinu funkei, do které ma f patfit. U RBF zavadime mnozinu h radidl-

nich bazickjch funkci ¢; : R — R, j = 1,...,h, tvaru ¢; =
= ¢(|]|x = ¢;l|), kde ¢ : Rt — R,c; € R jsou stedy téchto funkei a || - ||
znati normu na R” (obvykle euklidovskou). Funkce {¢;;j =1,..., h} tvoii

linearni funkéni prostor. Interpolacni funkci f potom hledame jako prvek
tohoto prostoru, neboli linedrni kombinaci radialné bazickych funkci:

f(x) Izsz@(llx—01||)~ (5.2)

Dosazenim vzorce (5.2) do podminek (5.1) dostaneme nésledujici sou-
stavu linedrnich rovnic s nezndmymi koeficienty w;:

dy Y11 $Piha wy
= : (5:3)
dp Pr1 tc Phh wp
neboli
y=@w,
kde

@ = (pij)ij=llxi—cil) &,i=1,...,h.
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Uceni RBF sité:

Vstup: Tréninkovad mnozZina {(x(t), d(t)),t =1,...k}.
Vystup: Stiedy c;,

sitky b;,

vahy ws;.

1. Spocitej stredy ¢; pomoci x(t)
2. Spocitej sitky b;.
3. Spocitej vahy w,; pomoci (x(t),y(t)).

Tabulka 5.2: Tt1 ¢asti uéenf RBF sité

Treti krok je obvyklé uéeni s ucitelem, které adaptuje vahy mezi skrytou
vystupni vrstvou. Jelikoz jde o koeficienty linedrni kombinace, je uéeni li-
nearni a neni také nutné §itit chybu do nizsich vrstev, protoze jejich vahy jsou
uz fixovany. Toto uceni je tedy mnohem jednodussi nez napiiklad u standard-
niho zpétného siteni. Je vsak pravda, ze jeho Gspéch zavisi na predchozich
krocich.

Zaméifme se nyni podrobnéji na jednotlivé faze uceni RBF siti.

Uceni bez uditele

Ukolem prvni faze uceni je tedy umistit h stfedd RBF jednotek, tj. uréit
hodnoty vah {c;;i =1,...,n; j =1,..., h} mezi vstupni a skrytou vrstvou.
Existuje fada riznych p¥istupt, jak tento problém fFesit. Uvedme si nyni
nékteré, od téch trividlnich az po narocnéjsi.

Rovnomérné rozloZeni V praktickych Glohéch casto autofi pouzivaji co
nejjednodussi postup, ktery zkrati celkovou dobu uceni a dava uspokojivé vy-
sledky. Prvni z takovych metod je rovhomérné pravidelné rozmisténi stfeda
jednotek po vstupnim prostoru. To je vhodné v pfipadé, ze vstupni data jsou
také rozmisténa pfiblizné rovnomeérné. Takové priklady typicky nastavaji
jsou-li tréninkové vzory vysledkem néjakého pravidelného méfeni ¢i vzorko-
vani.

Nahodné vzorky Dals{ jednoduchou alternativou je vybran{ h ndhodnych
tréninkovych vzort a umisténi stfedi RBF jednotek na jejich vstupni ¢asti.
Jde také o velmi rychly postup, ktery, na rozdil od pfedchoziho, jiz v jistém
smyslu mapuje rozlozeni dat.
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zpusobem umfistili a soustfedme se na koeficienty w = {w1, ..., wp} linedrni
kombinace.

V tomto piipadé, je-li h < k, hovofime o tom, ze problém je ptespecifiko-
vany. Matice @ jiZ nenf étvercova a neexistuje k nf inverznf matice. Regenf
se hledd pomoci linedrni optimalizace néjakou z metod feSeni nejmensich
¢tvercli. Broomhead a Lowe v [42] pouzivaji Moore-Penroseovu pseudoinverzi
&t (viz 3.17). Pfipomenme, Ze tato matice ma vlastnost, 7e ®t&® = E,,
kde Ej jednotkova matice h x h. Navic, feSeni w ziskané jako w = @+d
mé nejmensi normu ||w|| mezi véemi vektory v, které minimalizuj{ vyraz
&+ — d|].

5.1.8 T¥ifazové uéeni

Tim, Ze aproximacni schéma popsané v predchozi podkapitole prelozime do
jazyka neuronovych siti, ziskdme nejen novy thel pohledu na stejnou véc,
ale umozni ndm to obohatit puvodni algoritmus o dalsi ,neuronové® prvky.
Jednim z nich bude naptiklad vyuziti samoorganizace pro nastaveni pozic
stfedll ¢;, o némz se zminime dale.

Jelikoz formdlné je sit RBF druhem dopfedné sité, stejné jako napfiklad
vicevrstvy perceptron, muzeme k jejimu uéeni pouzit modifikaci algoritmu
zpétného §iteni. Analogicky jako u perceptronové sité lze vyjadfit parcidlni
derivace chybové funkce vzhledem ke vSem parametrim sité a pak je po-
stupné pocitat. Jelikoz RBF sité maji jen jednu skrytou vrstvu, je pro né
gradientni algoritmus vyrazné jednodu§si nez pro sité s vice skrytymi vrst-
vami.

Algoritmus zpétného sifen{ zachdzi se vSemi parametry sité stejnym zpa-
sobem. V pfipadé této architektury maji ale rizné skupiny parametra ruzny
vyznam vzhledem k funkci sité. To bylo motivaci k vytvofeni uciciho al-
goritmu, ktery sestava ze t¥i fazi, z nichz v kazdé se urcuji hodnoty jiné
skupiny parametrd [198, 114]. V pribéhu uceni postupujeme v siti vzhiru a
postupné se zabyvame soufadnicemi stfedd jednotek, jejich sifkami a napo-
sledy koeficienty linedrni kombinace. Cely algoritmus lze popsat takto (viz
tab. 5.2):

Tréninkovou mnozinu uéeni RBF sité tvoti pary vektora {(x(t), d(t));t =
1,...,k} sestavajici ze vstupi x(*) € R” a pozadovanych vystupi d(*) € R™.

Prvni krok algoritmu urcuje pozice stfedit RBF jednotek, jez jsou repre-
zentovany vahami mezi vstupni a skrytou vrstvou. Jelikoz v této fazi jde
o aproximaci hustoty vyskytu vzort, pouzivajf se ruzné techniky samoorga-
niza¢niho uceni, které jsme popsali v pfedchozi kapitole.

Druhé faze nastavuje hodnoty pfipadnych dalsich parametra u RBF jed-
notek. Obvykle (ne v8ak nutné) maji jednotky nastavitelny parametr, ktery
urcuje sitku oblasti kolem stfedu, v niz mé jednotka relevantni vystup.
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Obr. 5.2: Jeden krok pii nastavovani stFedu

kterou oznac¢ime F5, méa tvar:

1 " — (Ueszerlly? /les — e ? ’
Eafbr, b= 5 30 | e (57 <b7) b
1 r

r=1 Ls=

(5.8)

Parametr P urcuje miru prekryvani oblasti patficich jednotlivym jed-
notkdm. V praxi se autofi vét§inou vyhybaji obecné minimalizaci této chy-
bové funkee a pouzivaji jednodussi heuristiky. Casto se sitka nastavuje timér-
né pruméru (euklidovskych) vzdalenosti ¢ nejblizsich sousedi dané jednotky.
Hodnota ¢ se pfitom casto poklada rovna jedné. Je dilezité, ze vzorec (5.8)
nezavisi na tréninkovych vzorech, ale pouze na rozmisténi stredi c¢;. Takze
ani pfi dusledné optimalizaci £/ nemusime siti ve druhé fazi uceni predkladat
tréninkové vzory.
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Optimalni vzorky Autofi Chen, Cowan a Grant [135] navrhli zptsob,
ktery také vybira nékteré z tréninkovych vzoru a pfifazuje pak jejich sou-
fadnice stfedim. Jejich vybér neni ndhodny, ale pouziva se metoda ortogo-
nalnich nejmensich ¢tverca k tomu, aby se minimalizovala chyba sité.

Samoorganizace VyZadujeme-li, aby stfedy RBF jednotek lépe zachy-
7, formulace problému je zfejmé, ze jde o uceni bez ucitele, kde muzeme
pouzit ruzné samoorganizacéni algoritmy popsané v pfedchozi kapitole. At
Jiz pouzijeme jakykoliv z nich, vidy potfebujeme k uceni jen vstupni c¢asti
tréninkovych vzora. Nejcastéji pouzivanym algoritmem je jednoduché samo-
organiza¢n{ uceni (k-means clustering, viz. [198, 199] a 4.1.2), které v tomto
konkrétnim pfipadé vypad4 takto (tabulka 5.3, obr 5.2):

(i) rozmisti ¢; ndhodné po vstupnim prostoru
(ii) v case ¢ délej:
(a) nejdi stfed ¢, ktery je nejblize vstupu x(t)
(b) posun c. k x() podle:
o 1= e + (L)X — e, ],
kde 0 < (t) < 1 je parametr uceni.

Tabulka 5.3: Nastaveni stfedi RBF sité u¢enim bez uéitele

Druhé faze uceni slouzi k nastaveni dalsich parametri RBF jednotek,
existuji-li, ¢i jsou-li adaptovany. (Pouzijeme-li naptiklad rovnomérné rozmis-
ténf stfedi po vstupnim prostoru, nema adaptace §ffek valny smysl.) Sou-

P , e e a1 s i~
stfedme se nyni na nejéastéji pouzivané Gaussovy radialni bazické funkce,
jez maji tvar:

o(x) = e_(My . (5.7)

Parametr b reprezentuje §itku ¢ a urCuje tak velikost radidlni oblasti
kolem stfedu ¢, v némz mé dana RBF jednotka vyznamné vystupni hod-
noty. Parametry urcujici sitku kontrolované oblasti maji vliv na generali-
zaéni schopnosti sité. Cim jsou mensi, tim horsi generalizaci lze ocekéavat.
Na druhou stranu, pfi prilis Sirokém okoli ztraceji jednotky svij lokalni cha-
rakter.

Obecné muzeme vyjadfit chybovou funkci zavislou na parametrech b ur-
¢ujicich sitku, a pak ji vzhledem k témto parametrim minimalizovat. Chyba,
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5.1.4 Regularizace

Obvykle po naucené neuronové siti zidame nejen, aby vérné aproximovala
zadané tréninkové vzory, ale také, aby davala ,,rozumné“ odpovédi na vstupy,
které nebyly obsazeny v tréninkové mnoziné. Tato vlastnost, jiz se fika gene-
ralizace, je pfedmétem raznych kontroverznich definic i diskusi. My se spoko-
Jjime s velmi jednoduchym pojetim generalizace — budeme pozadovat, aby
zobrazeni realizované siti bylo dostate¢né hladké. To mize byt problém, jsou-
li naptiklad tréninkové vzory ovlivnéné sumem. Obecné metody pro ovlivnéni
hladkosti aproximujiciho zobrazeni pFinasi teorie regularizace [227], kterou
muzeme pouzit ve tfeti fazi ucictho procesu.

Principem regularizace je, ze k chybé Fs pfidame dalsi ¢len Eg, ktery
ma za kol penalizovat funkce s nechténymi vlastnostmi, jako je tieba velka
oscilace. Clen Eg tak reprezentuje nase implicitni piedpoklady o typu apro-
ximujici funkce. Vysledna chybova funkce mé tedy tvar:

E4(w) = Es+vER . (5.12)

Redlny parametr 7 urcuje pomér mezi K3 a Fg. Jeho spravné nastaveni
je dulezité, ale bohuzel také zavislé na problému, ktery fesime. Obecné lze
Ficl, ze pi1 malé hodnoté v ztraci generalizaén{ ¢len smysl a velka v zpusobi,
ze zobrazeni bude sice napf. velmi hladké, ale nebude jiz vérné reprezentovat
data.

Jednim z konkrétnich pifklada regulariza¢niho ¢lenu je souéet druhych
parcialnich derivaci:

kom n /o (1)) 2
ER(W)I%ZZ' (%) . (5.13)

Kromé toho, ze E'g penalizuje funkce s velkymi druhymi derivacemi, mé dalsi
vyhodnou vlastnost: je bilinedrni vzhledem k vaham wg,, takze vysledna
optimalizace zlstava linearni.

Dosazenim (5.13) do (5.12) a polozenim prvnich derivaci F§ rovnych nule
spofteme rovnice pro wg, stejné jako v (5.10). Vysledek je:

[Zw x1)) (U]’ (5.14)

h

Wyp = E

ji=1

kde ¥ ma tvar:

Zk:l <) (xV +7Za¢ Xm)a (Xm)]. (5.15)

2
x:
t=1 a 4
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Uceni s uéitelem

Po nauceni vah ¢;;, pfipadné dalsich parametr RBF jednotek, zbyva nasta-
vit vdhy ws, linedrni kombinace. To zajistime minimalizaci obvyklé chybové
funkece:

SO, (5.9)

t=1 s=1

l\?l»—l
N | —

k
=32 40—yl =

kde y® (respektive y(t)) oznacuje aktudlni vystup sité (resp. jeji s-té vy-
stupni jednotky) po predlozeni vstupniho vektoru x) w = (0)gr,
g=1,....mar=1,...,h.

Polozenim parcidlnich derivaci £3 podle wg, rovnych nule ziskdme nésle-
dujici vatah pro wy,:

h k
wer = > _(@F [Z x)d W] , (5.10)
j=1 1
kde
k t t
r= 2 e er(x®) (5.11)
t=1

a ®* je Moore-Penroseova pseudoinverze (srovnej (3.17)).

Silnym néstrojem pro feSeni problému linearnich nejmensich ¢tverci je
SVD (Singular Value Decomposition) rozklad. Tato metoda je obecné cha-
rakterizovana nasledujici vétou:

Véta 5.3 Bud A € C™" matice ¥ddu h. Pak existuji unitdrni matice U €
Cm™m gV e R™ takové, Ze
¥, 0
3y =
(1)

kde X € R™"™ By = diag(o1,09,...,03) «a

A=UxVT

o1 >09>...20,>0.
Cisla o; se nazijvaji singuldrni hodnoty A.

Uvazujme nas problém minimalizace F3 a vyjadieme si ® jako & =
UXVT. Potom plyne, 7e feseni nejmensich ¢tvercti, které ma nejmensi normu,
ziskdme jako x = ®Tw, kde

=10 T nom
+ _ h
<I'_V< : :)U €R

je pseudoinverze A.
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pocitat jakousi disjunkci podminek z jednotlivych dimenzi. Konkrétné, pre-
chodovou funkci ¥ : R* — R této jednotky je vazena suma jednorozmérnych
Gaussovych funkei:

w(xl,...,xn):zn:wje_(%y. (5.17)
j=1

Cela sit pocita funkei y = f(x), £ : R® — R™

- ()
yi:Zwije Y .
j=1

Adaptivni dynamika semi-lokalnich siti je uréena jednoduchym gra-
dientnim algoritmem. Jako obvykle poé¢itdme chybu sité F a pak vyjadfime
parcidlni derivace chyby podle v8ech parametri. Jelikoz méame sit pouze
s jednou skrytou vrstvou, jsou vzorce pro vypocet derivaci pfimocaré:

s ()
_ =6 & A
8102']' ¢ (5 8)
B 1 C— e _ Ija—cv,j ?
90 = Sy — (BTG ( B ) (5.19)
Jcij Oij oij
. 2 _f Ty 2
SRR L ( 7 ) , (5.20)
dosj oij oij

kde 6; = — &2

Semi-lokalni jednotky vznikly motivovany snahou skloubit vyhody per-
ceptront a RBF siti. V praxi se ukazuje, ze RBF sité se u¢i mnohem rychleji,
nez vicevrstvé perceptrony, ale jejich nevyhodou je, ze maji vétsinou horsi
generalizacéni vlastnosti a nedovedou si dobfe poradit s irelevantnimi vstup-
nimi dimenzemi. V nékolika praktickych aplikacich skuteéné semi-lokalni
jednotky ukézaly velmi dobré vysledky, ale z hlediska aproximacnich vlast-
nosti se ukazuje, ze jsou slabsim vypocetnim prostfedkem, nez perceptronové
i RBF sité (viz podkapitolu 13.5).

5.2. SITE SE SEMI-LOKALNIMI JEDNOTKAMI 129

Regularizaéni techniku pouzil napiiklad Bishop v [36] pfi feseni problému
aproximace sinusoidy na zdkladé dat ovlivnénych ndhodnou chybou. Autor
pouzil stejné mnozstvi RBF jednotek jako tréninkovych vzora a jelikoz data
byla generovana ve stejnych intervalech, bylo i rozlozeni stfedu a sitky Gaus-
sovych funkci uniformni.

Poggio a Girosi [227] vyuzili obecné regularizaéni schéma k odvozeni tzv.
HyperBF siti, které maji obecné Greenovy funkce jako své aktivaéni funkce
ve skrytych jednotkach. RBF sité jsou potom specidlnim pfipadem HyperBF
funkci.

5.2 Sité se semi-lokalnimi jednotkami

Jiz vime, ze RBF jednotky jsou typicky lokalni, reprezentuji omezenou oblast
vstupniho prostoru kolem svého stfedu. Naproti tomu perceptron se sigmoi-
délni aktivaéni funkci provadi globalni rozdéleni vstupniho prostoru na dva
podprostory pomoci nadroviny. Hartman a Keeler se v [95] pokusili vytvofit
architekturu sité, ktera by byla jakymsi spojenim téchto dvou diametrilné
odlisnych koncepci. Sviij model anglicky nazvali, patrné inspirovani vzhle-
dem aktivaéni funkce, Gaussian bars. My budeme hovofit o semi-lokalnich
jednotkach.

Existuje nékolik variant siti se semi-lokalnimi jednotkami. Nejjednodus-
§im modelem je sit se vstupni vrstvou a vrstvou semi-lokalnich jednotek, je-
Jichz vystupy tvori vystupy celé sité. Dalsi variantou je obdoba RBF sité se
skrytou vrstvou obsahujici semi-lokélni jednotky a lindrni vystupni vrstvou.
Jesté dalsi moznosti, kterou autofi pouzili v aplikacich, je sit se dvéma vrst-
vami semi-lokalnich jednotek. V nasledujicim se omezime na nejjednodussi
variantu, nebot ndm postaci k popisu odlisnosti od pfedchoziho modelu. Ak-
tivni 1 adaptivni dynamiku obdoby RBF sité se semi-lokalnimi jednotkami
si na zakladé téchto dvou podkapitol dokdzeme snadno odvodit.

Abychom objasnili, jak pracuje jedna semi-lokdlni jednotka, podivejme
se nejprve na obvyklou vicerozmérnou Gaussovu funkei 7 jiného pohledu.
Gaussovu funkei s n-rozmérnym vstupem x si lze pfedstavit jako soucin
jednorozmérnych Gaussovych funkei:

1030 = exp (- (Zi =) ) ili[lvm). (5.16)

Kazdou z jednorozmérnych Gaussovych funkei y(z;) si lze pfedstavit jako
lokélni podminku uréujici hodnotu v dané dimenzi i. Gaussovskd RBF jed-
notka potom pocita logicky soucin téchto podminek pro jednotlivé dimenze.
Idea Hartmana a Keelera byla nahradit tuto konjunkci pozadujici, aby pod-
minky platili zaroven, logickym souétem. Semi-lokalni jednotka bude tedy
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¢tem vrstev jsou silnym vypocetnim prostfedkem, napf. poéitaji symetrické
booleovské funkce nebo aproximuji analytické funkce apod. Také uvazujeme
analogové prahové obvody se standardni sigmoidni aktivaéni funkci. Nakonec
studujeme mozné hierarchie t¥id slozitosti pro prahové obvody. Je dokazano,
ze pro polynomidlni poéet neuroni jsou tfivrstvé neuronové sité silnéjsi nez
dvouvrstvé.

Osma kapitola je vénovana cyklickym neuronovym sitim. Nejprve je defi-
novéan formalni model, uk4zana ekvivalence jeho variant (asynchronni vypo-
Cet, fixované vstupy) a prezentovana konstrukce prahového obvodu ekviva-
lentniho s konvergentni cyklickou siti. Dale se zabyvame otazkou zastaveni
obecné neuronové sité, jehoz algoritmicka predikce je tézky problém. Vy-
znamnou podtiidou cyklickych siti jsou Hopfieldovy sité se symetrickymi
spoji, jejichz vypocet se za velmi obecnych pfedpokladi zastavi pro libo-
volny pocateéni stav. Je dokdzan exponencialni dolnf odhad pro ¢as vypoctu
symetrické sité v nejhorsim pFipadé. Navic konvergentni vypocet obecné cyk-
lické sité lze efektivné simulovat pomoci Hopfieldovy sité, coz dokumentuje
jejich stejnou vypocetni sflu. V zavéru je pak ukazano, 7e pravdépodobné
neexistuje efektivni algoritmus pro uréeni poctu stabilnich stavi, velikosti
oblasti atrakce a pro minimalizaci energie v Hopfieldové siti.

V devaté kapitole se zabyvame pravdépodobnostnimi neuronovymi si-
témi, které modeluji nedeterministické a nespolehlivé chovani neuroni. U tzv.
pravdépodobnostnich prahovych obvodi s pfidanymi nedeterministické vstu-
py, které jsou s danymi pravdépodobnostmi aktivni, lze pravdépodobnost
chyby vystupu obvodu libovolné zmensit, pfip. je mozno stejnou funkci po-
¢itat pomoci deterministického prahového obvodu. V analogii s determini-
stickymi obvody se definuji posloupnosti pravdépodobnostnich prahovych
obvodi s rostouci pravdépodobnosti chyby a odpovidajici hierarchie tfid slo-
zitosti pro konstantni hloubku obvodu. Je ukazano, ze pravdépodobnostni
posloupnosti prahovych obvodua polynomialni velikosti a hloubky 2, s malymi
vahami mohou poéitat vice funkci nez posloupnosti prahovych obvodu stej-
nych parametri. Zavadime také tzv. Boltzmannovy obvody, jejichz definice
je blizsi modelum pouzivanym v praktickych aplikacich, 1 kdyz maji v pod-
staté stejnou vypocetni silu a deskriptivn{ slozitost jako pravdépodobnostni
prahové obvody. Nakonec se zabyvame robustnimi neuronovymi sitémi, které
pocitaji danou funkci spolehlivé s nespolehlivymi neurony.

V desété kapitole studujeme vypocetni silu (obecné cyklickych) neurono-
vych siti tak, Ze je vyuzivame jako akceptory jazykt. Koneéné diskrétni neu-
ronové sité (tzv. neuromaty) rozpoznavaji pravé regularni jazyky. Ukazuje
se, 7e neuromaty maji v jistém smyslu vétsi deskriptivni silu nez regularni
vyrazy. Specidlné se zabyvame neuronovymi akceptory binarnich fetézcu a
charakterizujeme tiidu tzv. Hopfieldovych jazyka, které jsou rozpoznavany
symetrickymi neuromaty a tvoii vlastni podtfidu regularnich jazykta. Déle
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Druhé cést knihy formalizuje nékteré architektury neuronovych siti jako
vypocetni modely a zabyva se jejich deskriptivni slozitosti a vypocetni silou.
7 hlediska teorie slozitosti jsou architektury neuronovych siti dal§imi zaji-
mavymi vypocetnimi modely srovnatelnymis koneénymi automaty, booleov-
skymi obvody, Turingovymi stroji apod. Neuronové sité maji navic schopnost
ucit se z ptikladl, proto jsou posledni dvé kapitoly v této ¢asti vénovény
slozitosti problému uéeni a generalizace 1 efektivité uéicich heuristik. Do-
sazené teoretické vysledky naznacuji vypocetni moznosti neuronovych siti
a potvrzuji praktické zkuSenosti s jejich aplikaci (napf. ¢asovd narocnost
ueni apod.). Je zfejmé, Ze efektivita modeld neuronovych siti je zdkladnim
pfedpokladem jejich praktické pouzitelnosti v umélé inteligenci. Vzhledem
k tomu, ze modely neuronovych siti byly inspirovany nervovymi systémy Zzi-
vych organismu, které vykonavaji prislusné funkce efektivné, tento ptistup
by mohl vést ke slozitostni definici inteligence: zptsob efektivni reprezen-
tace znalosti. Efektivitu mizeme chapat ve trojim smyslu: efektivni vytva-
fenf a adaptace této reprezentace (slozitost ucenf), jeji pamétovou narocnost
(deskriptivni slozitost) a efektivni vybavovani znalosti (vypocetni sila). Teo-
rie slozZitosti maze nejen verifikovat opravnénost vypocetnich modeld neuro-
novych siti, ale obohacuje i nas pohled na umélou inteligenci.

Sest4 kapitola formalizuje funkei perceptronu, tj. tzv. linedrni prahovou
funkei, a zabyva se jeji reprezentaci pomoci vah a prahu. V piipadé redlného
defini¢niho oboru zkoumd jednoznacnost této reprezentace. Pro omezenou
doménu ukazuje existenci celoéiselné reprezentace pro tzv. separabilni li-
nearni prahovou funkeci a v kone¢né doméné odhaduje jeji velikost. V pripadé
booleovského (binarniho) definiéniho oboru se hovofi o tzv. booleovskych
prahovych funkcich. Je odhadnut jejich pocet a optimalni velikost jejich re-
prezentace. Navic je ukazédno, ze rozhodnout, zda dana booleovska funkce
v normalni formé je prahovd, je obecné tézky problém.

V sedmé kapitole se zabyvame slozitosti obvodi, které modeluji acyk-
lické neuronové sité. Prvn{ podkapitola je vénovana logickym obvodim, kdy
je funkce neuronu omezena jen na konjunkei a disjunkci. Vypocetn{ sila nor-
malniho tvaru logickych obvodi (tzv. alternujici obvody) je ilustrovana pfi
implementaci obecné booleovské funkce a souétu celych ¢isel. Pozornost je
také vénovéana specidlni podtfidé logickych obvodu, tzv. klasickym obvo-
dim, u nichz kazdé hradlo ma nejvyse dva vstupy. Ukazuje se, Ze paralelni
vypocet acyklické neuronové sité je diky hustoté propojeni nepatrné rychlejsi
nez u obvodu klasickych pocitaci. Pro porovnani s Turingovskymi vypocty
se déle uvazuji (uniformni) posloupnosti obvodi, které pro obvody polyno-
midlni velikosti a polylogaritmické hloubky definuji t¥idy slozitosti a jejich
mozné hierarchie. V druhé podkapitole jsou uvedené vysledky zobecnény
pro prahové obvody, které modeluji acyklické neuronové sité s perceptrony.
Ukazuje, se 7e prahové obvody polynomidlni velikosti s konstantnim po-
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algoritmu, ktery obecné neni efektivni, i kdyz pomoci linedrntho programo-
vani je jeden perceptron P AC-nauditelny.

Pornatky v této ¢asti knihy jsou vybrdny ze zahraniénich monografif,
resp. z prehledovych praci o slozitosti neuronovych sit{, které jsou doplnény
o nejnovéjsi vysledky dostupné jen v pivodnich ¢élancich. Pfi jeji kompozici
jsme vychézeli zejména z praci [66, 100, 143, 210, 212, 213, 241, 268, 290].
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studujeme vypocetni silu kone¢nych analogovych neuronovych siti, ktera
zévisi na deskriptivni slozitosti vdhovych parametria. Pro racionélni véhy
lIze docilit redlnou simulaci Turingova stroje. V pifpadé redlnych vah po-
lynomidln{ vypoéty neuronové sité odpovidaji tFidé (neuniformni) slozitosti
P/poly a v exponencidlnim ¢ase lze rozpoznat jiz vSechny jazyky. Existuje
nekoneénd hierarchie t¥id jazykd mezi P a P/poly, které jsou akceptoviny
sitémi s rostouci kolmogorovskou slozitosti vah. Také uvazujeme nekoneéné
(neuniformni) posloupnosti diskrétnich cyklickych (popf. symetrickych) siti
polynomidlni velikosti, které rozpoznavaji jazyky z tiidy PSPACE /poly.
Jedenacta kapitola je vénovana slozitosti ué¢eni neuronovych siti. Nejprve
je definovan tzv. tréninkovy problém a diskutovana jeho relevance pro uceni
acyklickych neuronovych siti. Je ukdzano, ze tréninkovy problém je obecné
tézky problém nezavisle na volbé neuronové funkce. Z dikazu je zfeymé,
ze ani mnohé silnd omezeni architektur ¢éi tréninkovych mnozin nepomohou
odstranit neptiznivou slozitost tohoto problému. Déle jsou studovany tzv.
mélké architektury, pro které je za velmi omezujicich pfedpokladi navrzen
polynomialniucici algoritmus. Jeho prakticka pouzitelnost zavisi na slozitosti
tréninkového problému pro hluboké architektury, ktery je vSak také tézky.
Pavodni dukaz slozitosti tréninkového problému je zalozen na nepravidel-
nosti architektury sité. Proto je uveden i alternativni dukaz pro dvouvrstvou
perceptronovou sit s regularni architekturou, specidlné jen se tfemi neurony,
a pro kaskddovou architekturu dokonce jen se dvéma neurony. Tento vysle-
dek je zobecnén pro standardni sigmoidni aktivac¢ni funkci neuronu, kterou
vyuziva uéici algoritmus backpropagation, coz implikuje jeho neefektivitu.
Kapitolu uzavird poznamka o slozitosti uceni cyklickych neuronovych siti.
Ve dvanacté kapitole se zabyvame generalizacnimi vlastnostmi neurono-
vych siti. Za timto Gcelem vyuzivame znamy PAC-model, ktery je zaklad-
nim rdmcem obecné vypocetni teorie uéeni. Ucici algoritmus v tomto mo-
delu by mél na zakladé p¥ikladi nezndmého cilového konceptu s nezndmym
pevnym rozdélenim pravdépodobnosti uréit v polynomialnim ¢ase hypotézu
z dané t¥idy koncepti, kterd by se s velkou pravdépodobnosti shodovala
s cilovym konceptem v uvedené distribuci. Nejprve studujeme tzv. vzorko-
vou slozitost, tj. pocet tréninkovych vzori nutnych ke spravné generalizaci,
pomoci tzv. Vapnik-Chervonenkisovy dimenze. Uréenim jeji hodnoty pro
tFidy konceptu reprezentované acyklickymi neuronovymi sitémi pro né zis-
kame polynomidlni horni a dolni odhad vzorkové slozitosti. Dale charakteri-
zujeme P AC-nauditelnost pomoci polynomialni V C-dimenze a existence po-
lynomiélntho pravdépodobnostniho algoritmu pro tréninkovy problém. Jako
disledek ukazeme, ze mnohé architektury (analogovych) acyklickych neu-
ronovych sfti nejsou za obecné piijimanych pfedpokladi z teorie slozitosti
PAC-naucitelné. V zavéru se zabyvame analyzou perceptronového udcictho
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Necht naopak plati (6.2) a poéitdme

flze, . zn) — flzr, .o mim1, 8 @i, .y @) =
n i—1 n
:ij:cj—z:wjxj—wm’— Z wiz; = wi(z; —z').
j=1 j=1 j=i+1

O

Definice 6.3 Funkce f : R® — {0, 1} se nazgvd linedrni prahova funkce,
jestlize existuje linedrni funkce g : R® — R takovd, Ze pro vSechna x =
(x1,...,2n) € R? plati f(x) = 1, privé kdyz g(x) > 0, tj. jestlize existuji

tzv. vahy wq, ..., w, € R takové, Ze pro vSechna x1,...,z, € R plali:
n
f(x)=1, privé kdyz Zwil‘i > —¢(0,...,0). (6.3)
i=1

Oznaéme h = —g(0,...,0) prdh a (w1, ..., wn; h) reprezentaci f.

Ze vztahu (6.3) je zfejmé, Ze reprezentace uréuje jednoznacné linedrni
prahovou funkci. Na druhou stranu, pro danou linedrni prahovou funkeci
existuje nekoneéné mnoho reprezentaci, které se vsak, jak uvidime, 1isi jen
o nésobek. Pro tento Géel budeme jesté predtim charakterizovat reprezen-
tace linearni prahové funkce, jejiz funkéni hodnota je nezavisla na néjaké jeji
proménné.

Definice 6.4 Rekneme, Ze linedrni prahovd fumkce f : R® — {0,1} je
degenerované v i-té proménné, jestliZe pro vsechna z1,...,z, ER a 2’ €R
plati f(x1, ... xn) = f(o1, .., xi_1, 2 ®ig1, ..., Zn).

Véta 6.5 Linedrni prahovd funkce [ je degenerovand v i-t€ proménné, pravé
kdyz pro vSechny reprezentace f plati w; = 0.

Dukaz: Necht f je degenerovand v i-té proménné a (wi, ..., wn;h) je jeji
reprezentace. Navic nejprve predpokladejme, ze existuje vstup zq,...,z,,
pro ktery je f(z1,...,2,) = 0. Pro spor déle ptredpokladejme, ze w; # 0.

Polozme -
— n
;=i wimy = Y wig

wi

T (6.4)
a poéitejme E;_:ll wix; + wix' + E;’L:i-{—l wjx; = h. To znamend, Ze
fler, .. o1, 2’ @41, . .., 2n) = 1, coz je spor s degenerovanosti f, tedy
w; = 0. Pro f = 1 je dikaz podobny (¢itatel ' v (6.4) volime napf. o 1
mensi). Obracend implikace je trividlni. O

Kapitola 6

Linearni prahova funkce

6.1 Realna doména

V této podkapitole budeme formalizovat funkci formalniho neuronu (1.3),
tj. perceptronu s redlnymi vstupy (viz podkapitolu 2.1) a s aktivaéni funkci
ostrou nelinearitou (1.7). Budeme ji nazyvat linedrni prahovd funkce. Nej-
prve si v8ak pfipomeneme definici linearni funkce vice proménnych a jako
jednoduché cviceni ukazeme, 7e ji lze zapsat pomoci afinni kombinace téchto
proménnych.

Definice 6.1 Redlnd funkce f : R* — R s n redlnymi proménngmi
Z1,..., 2Ty Se nazyvd linearni, jestliZe je linedrni ve vSech svijch proménnijch,
ty. existuji redlné koeficienty wo, . .., w, takové, Ze pro kazdé x4, ... z, € R,
2 eRal<i<n plati:

flzy, .o zn) = flze, .o o, @ 2iga, . 2) + wi(z — 2) . (6.1)

Véta 6.2 Funkce f: R — R je linedrni, prdvé kdyZ existuji redlné koefi-
cienly wy, ..., w, takové, Ze pro vSechna x1,...,x, € R plali:

F@r,ma) = 0,00+ ) wiz; . (6.2)
i=1

Dikaz: Predpokladejme nejprve, ze f je linearni. Ukdzeme indukei dle n,
ze plati (6.2). Pro n = 1 polozme 2’ = 0 v (6.1) a dostavame f(z1) =
f(0) + wyzy. Déle pfedpokladejme, Ze tvrzeni plati pro n — 1. Definujeme
linearni funkei fo(z1,...,20-1) = f(21,...,2,_1,0). Vime, Ze f je linearni,
tedy vyuzijeme (6.1) pro 2’ = 0 a ¢ = n a dostavame f(z1,...,&,) =
fo(z1, ..., 2n=1) + Wnxn, coz lze dle indukéniho pfedpokladu pro fy pfepsat
flz1, .. 2n) = fo(0,...,0) —1—2?:_11 Wik + Wwan = f(O,...,0)+ >0 | wiz.

197
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Lemma 6.7 Pro kaZdou linedrni prahovou funkci f : R® — {0, 1} ezistuje
linedrni prahovd funkce g : R**1 — {0, 1} s nulovgm prahem takovd, Ze pro
vSechna x1, ..., 2, € R plati fx1,...,25) = g(x1, ..., 25, 1).

Duikaz: Necht f je linedrn{ prahova funkce s reprezentaci (wy, ..., wy;h).
Ziejmé (wy,...,w,,—h,0) je reprezentace g, protoze g(z1,...,2,,1) = 1,
pravé kdyz Y i wiz; —h > 0, tj. f(z1,...,2,) = 1. O

6.2 Omezena doména

V predchozi podkapitole jsme uvazovali obecné v absolutni hodnoté libo-
volné velké redlné vstupy neuronti, avsak v praktickych aplikacich je obvykle
vstupni prostor omezeny a také vstupy neuront jsou v neuronové siti tvofeny
omezenymi vystupy jinych neuront. Proto budeme v této podkapitole analy-
zovat linedrni prahovou funkci a jeji reprezentaci pro pfipad omezeného defi-
ni¢nfho oboru. Uvidime, 7ze na rozdil od obecného redlného definiéniho oboru
ma linedrni prahova funkce v omezené doméné bohatsi prostor svych repre-
zentaci. Pro tento Gcel nejprve zavedeme pojem separability linedrni prahové
funkce a definujeme vdhu reprezentace, coz je jednoduchd mira deskriptivni
slozitosti reprezentace.

Definice 6.8 Rekneme, Ze reprezentace (wi,...,wn;h) linedrni prahové
funkce f je 6-separabilni v definicnim oboru =, C R™ pro kladné redlné
§ € R*, jestlize pro vSechna (z1,...,2,) € Zp, plati:

flxr,...,2n) =0, privé kdyz Zwil‘i <h-5§. (6.7)

i=1

Linedrni prahovd funkce je separabilni v definiénim oboru =, C R™, jestliZe
md v této doméné &-separabilni reprezentaci pro néjaké § € RT. V absoluini
hodnoté mazimdlni vihu |w| = maxi<i<n |w;| nazveme vahou reprezentace
(w1,...,wn; h).

Separabilni linedrni prahova funkce v oboru =, C R® modeluje funkeci per-
ceptronu, u kterého je supremum vnitinich potenciald s nulovym vystupem
pro vstupy z Z,, mensi nez prah. Ukazeme, ze pro libovolné kladné ¢ existuje
reprezentace separabilni linedrni prahové funkce takova, ze toto supremum
je o 6 mensi nez prah.

Lemma 6.9 Necht f je linedrni prahovd funkce s doménou =2, C R” a
8§ € R je kladné redlné cislo. Jestlize f md A-separabilni reprezentaci v 2,
s vdhou |w| pro néjaké A > 0, pak f md 6-separabilni reprezentaci v =,

s vdhou (6/X)|w|.
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Véta 6.6 Soubory (w1,...,wp;h) a (v1,...,0,;7) jsou reprezentace jedné
linedrni prahové funkce f, prdvé kdy# ewistuje kladné redlné &islo p € Rt
takové, Ze h = pur a w; = pv; proi =1,...,n.

Duikaz: Necht (wq, ..., wp;h) a(v1,...,v,;7) jsou reprezentace linearnf pra-
hové funkce f. Nejprve pro jednoduchost predpokladejme, ze f neni dege-
nerovand a h, r jsou nenulové. Prahy h a r maji stejnd znaménka, protoze
h > 0, pravé kdyz f(0,...,0) = 0, pravé kdyz r > 0.

Ukézeme, ze pro w; > 0 (1 < i < n) existuje pravé jedno redlné ¢; € R
takové, ze

f(0,...,0,24,0,...,0) =1, pravé kdyz x; >t;. (6.5)
Polozme t; = h/w;. Potom f(0,...,0,2;,0,...,0) =1, pravé kdyz w;z; > h,
tj. x; > t;. Jednoznaénost ; dokdzeme sporem. Necht tedy existuje redlné
s; # 1; takové, 7e

f(0,...,0,24,0,...,0) =1, pravé kdyz z; > s;. (6.6)
Bez Gjmy na obecnosti necht napf. s; < ¢;. Podle (6.5) to znameni,
ze f(0,...,0,s;,0,...,0) = 0. Na druhou stranu z (6.6) vyplyva, ze
f(0,...,0,s;,0,...,0) =1, coz je spor.

Podobné lze ukdzat, ze pro w; < 0 (1 < i < n) existuje jediné t; =
h/w; takové, ze f(0,...,0,2;0,...,0) = 1, pravé kdyz =; < t;. Tedy méme
ty,...,1, pro f jednoznacné a na jeji reprezentaci nezavislé, tj. h/w; = r/v;
proi = 1,...,n. Polozme p = h/r > 0 a dostdvdme, ze h = pr a w; =
(h/r)vi = pv; proi=1,...,n.

Pokud h = 0 nebo r = 0, pak jsou oba prahy nulové, tj. h/w; = r/v; = 0,
a podobné lze ukézat, Ze napf. pro w; > 0 (1 < i < n—1) existuje pravé jedno
redlné t; € R takové, ze f(0,...,0,2;0,...,0,—1) =1, pravé kdyz =; > t,.
V tomto ptipadé poloz p = wy, /v, > 0 atd. Pokud f je degenerovand v i-té
proménné, pak podle véty 6.5 jsou odpovidajici vahy nulové, tj. w; = v; = 0,
a pro ostatni vdhy pouzijeme pfedchozi postup.

Obrécena implikace je jednoduchd, protoze Y :_, w;xz; > h, pravé kdyz
Yoi pvixg > pr, pravé kdyz Y0 vieg > 1 O

Pokud budeme dvé reprezentace, které jsou nasobkem, povazovat za ekviva-
lentni, pak se mnoZzina v8ech reprezentaci rozpada na tiidy této ekvivalence a
kazda linedrni prahova funkce s redlnym defini¢nim oborem odpovidé podle
véty 6.6 pravé jedné takové tFidé.

Na zavér této podkapitoly jesté zopakujeme formélni ipravu, kterou jsme
pouzivali v prvn{ ¢asti této knihy (srovnejte s (1.1), (1.2) a (1.3)) a pomoci
niz se lze omezit na reprezentace s nulovym prahem.
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Uvazujme pripad, kdy chceme dokazat néjakou vlastnost o vahach linearni
prahové funkce v obecné omezené doméné 2, C (—a,a)”. Podle véty 6.11
mizeme pomoci @ transformovat definiéni obor =, na =/, C (0,1)" a tu-
to vlastnost dokézat pro vahy f o ®~!, protoze pro kazdou reprezentaci
Fo®~1 existuje reprezentace f se stejnymi vahami, pro niz pifslusny vysledek
plati. Pro jednoduchost se proto dale omezime na defini¢ni obory, které jsou
obsazeny v (0,1)". Podobné zjednodusime situaci tim, ze budeme uvazovat

jen kladné vahy. K tomu nas opravnuje nasledujici véta.

Véta 6.12 Necht =, C (0,1)" je omezend doména, f je linedrni prahovd
funkce v 2, a 1 < i< n. Pak existuje omezeny definicni obor E/, C (0, 1)"
a bijekce @ : =, — =! takovd, Ze f o ®1 je linedrni prahovd funkce v =,
a (w1, ..., wn;h) je reprezentace f, prdvé kdyz

(W1, ..., Wis1, =W, Wity . .., Wn; h — w;) (6.12)

je reprezentace f o @71,

Dukaz: Definujme bijekel ®(z1,...,2,) = (x1,. .., i1, 1 =24, i1, ..., &p)
a oznatme Z!, obor hodnot ®. Dikaz déle pokra¢uje podobné jako dikaz
véty 6.11. |

P#i implementaci funkce neuronu nelze pracovat s neomezenou pfesnosti
reprezentace, proto se v nasledujicim vykladu budeme zabyvat celoéiselnou
PRI ‘s . qoee Y .
reprezentaci a jeji vahou. Ukazeme, 7e separabilni linedrni prahové funkce
maji celoéiselnou reprezentaci.

Definice 6.13 Reprezentaci (w1, ..., wy;h) linedrni prahové funkce nazve-
me celoéiselnou reprezentaci, jestlize w; € Z proi=1,...,n a h € Z jsou
celd cisla.

Véta 6.14 KazZdd linedrni prahovd funkce f s 6-separabilni reprezentaci
v omezeném definicnim oboru Z, C (0,1)" s vdhou |w| md celociselnou
reprezentaci s vdhou nejvyse ((n 4+ 1)/6)|w|.

Dukaz: Necht f je linedrni prahovd funkce s é-separabilni reprezentaci
v omezené doméné =, C (0,1)" s vdhou |w|. Podle lemmy 6.9 potom pro
f v E, existuje (n + 1)-separabilni reprezentace (wi,...,wy;h) s vahou
((n 4+ 1)/6)|w|. Bez jmy na obecnosti muzeme pfedpokladat, ze w; > 0
proi=1,...,n. Pro w; < 0 lze totiz pouzit vétu 6.12 a pokracovat v nasle-
dujicim dukazu. Nakonec pomoci stejné véty obdrzime celociselné vahy pro
pvodni linedrni prahovou funkci a jeji doménu.

Nyni jiz uvazujme celociselné vdhy v; € Z a prdh r € Z takové, ze
wi— 1<y, <wproi=1,...,nah—n—1<r < h-—n. DokdZzeme, ze
(v1,...,Un;7) je celoiselnd reprezentace f v =Z,. Necht (z1,...,2,) € E,.
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Dukaz: Necht (w1, ...,wn;h) je A-separabilni reprezentace v E, s vahou
lw], tj. f(z1,...,2,) = 0, pravé kdyz >_.;, wiz; < h — A. Poloime p =
§/A > 0 a aplikujeme vétu 6.6. To znamend, ze f(x1,...,2,) = 0, pravé
kdyz > "1 pwiz; < ph—68 a (pwi, . .., pwy,; ph) je S-separabilni reprezentace
v Ep s védhou (6/A)|w]. O

Disledek 6.10 Pro kazdé § € RT md separabilni linedrni prahovd funkce
b-separabilni reprezentact.

Nyni dokazeme vétu, kterd nam umozni omezit se na domény, které jsou
podmnozinou n-rozmérné krychle (0, 1)™.

Véta 6.11 NechtZE, C (—a,a)” (a > 0) je omezend doména a f je linedrni
prahovd funkce v E,. Pak existuje omezeny definicni obor =], C (0,1)" «a
vzdjemné jednoznacné zobrazeni ® : =, — =! takové, Fe fo® ! je linedrni

prahovd funkce v = a (wy,...,wy;h) je reprezentace f, privé kdyz

(wl,...,wn;%(g—l—zﬂ:wi)) (6.8)

je reprezentace fo ® 1.

Dukaz: Zavedeme linedrni transformaci [ : (—a,a) — (0, 1) tak, ze I(x) =
%(% + 1). Pomoci ni definujeme bijekei ® : =, — (0,1) po slozkéch
®(xq1,...,2,) = (l(21),...,l(x,)) a oznaéime =/, obor hodnot ®. Nynf necht
(w1,...,wp;h) je reprezentace f. Pak pro kazdé (zi,... z)) € E je

fod® l(x,...

F D), T (2h) = fla(ah = 1), a(22, — 1) =1, (6.9)

pravé kdyz > i, wia(2z} — 1) > h, tj.

Tedy fo ®~! je linearni prahové funkce v =/, s reprezentaci (6.8).

Necht naopak (6.8) je reprezentace fo®~!. Pak pro kazdé (z1,...,z,) €
En je f(z1,...,2n) = 1, pravé kdyz (fo ® 1) o ®(z1,...,2,) = 1, pravé
kdyz (f o @~ 1)(l(z1),...,l(z,)) = 1, t].

n h n
Z_;w% (g n 1) > % (5 +Z;wi) (6.11)

a po apravé ., wiz; > h. Tedy (w1,...,wn; h) je reprezentace f v E,. O

,xh) =1, pravé kdyz
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Definice 6.18 Vaha linedrni prahové funkce v konecném oboru je minimdlni
vdha jeji celociselné reprezentace.

V nasledujicim vykladu budeme odhadovat vahu linearni prahové funkce.
Za timto i¢elem nejprve zavedeme pojem jddra linedrni prahové funkce a pro
kone¢nou doménu ukézeme jeho existenci.

Definice 6.19 Nech? f je linedrni prahovd funkce v omezené doméné =, C
(0,1)". Rekneme, e K C =, je jadro f v E,, jestlife obsahuje |K| =
n+ 1 proki e existuje reprezentace (wi,...,wp;h) pro [ v 2, takovd, Ze
pro vSechna (z1,...,2,) € K plati 3.7, wiz; € {h — 1, h}.

Véta 6.20 KaZdd nedegenerovand linedrni prahovd funkce v konecné do-
méné md jddro.

Dukaz: Necht f je nedegenerovand linedrni prahova funkce v koneéné do-
méné E,. Podle véty 6.16 je f separabilni a podle dusledku 6.10 mé
1-separabilni reprezentaci, kterd je feSenim nasledujici soustavy |Z,| nerov-
nic s n + 1 nezndmymi w1, ..., Wy, h:

Zn: [ <h=1 pro f(z1,...,%,)
—1 it Z h pro f($17"'axn)

0
1 (x1,...,2n) EE,. (6.14)

Prostor feSeni soustavy (6.14), ktery odpovida vSem 1l-separabilnim repre-
zentacim f, je tedy v (n + 1)-rozmérném euklidovském prostoru Fy, 41 ne-
prazdnym prinikem poloprostori ohranicenych nadrovinami

- L [ -1 pro f(z1,...,z,)
;$Zwl_h_{ 0 pro f(z1,...,xp)

0
1 (x1,...,2n) €EE, (6.15)

bl

s proménnymi wi, . . ., Wy, h. Navic f je nedegenerovand, proto v Ej, 41 exis-
tuje FeSeni soustavy (6.15) odpovidajici priniku pravé n 4+ 1 nadrovin. To
znamena, ze nasledujici soustava n+1 rovnic s n+1 nezndmymi wy, ..., wy, h
ma FeSeni:

n

Y swiwi—h=t;  k=1,..n+1 (6.16)

i=1
pro néjaké sy = (Sg1,...,Skn) € Ep aty = f(Sk1,...,5m)—1 € {-1,0} (k =
1,...,n+1). Pro fesenf w1, ..., wn, h soustavy (6.16) plati, ze " | wisp; €
{h—1,h}prok=1,...,n+1 atedy mnozina K = {sy | k=1,...,n+ 1}
tvoii jadro f v =,. a

Nyni budeme pomoci jadra definovat objem linedrni prahové funkce,
o kterém ukazeme, ze souvisi s jeji deskriptivni slozitosti.
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Pro f(z1,...,2,) = 1 plati Y.i , wia; > h. Z toho vyplyvé, ze
Soi i (vi+ 1)@; > h, protoze v; + 1 > w;. Po Gpravé dostavame Y ;| viz; >
h — "%, ;, coz implikuje >°*_, v;z; > h — n, protoze @; € (0,1). Odtud
S vix; > 7, protoze h —n > r. Naopak f(z1,...,2,) = 0 diky (n + 1)-
separabilité reprezentace (w1, ..., wy;h) implikuje >°7 ; wjz; < h—n— 1,
z éehoz vyplyva, ze > 7, viz; < r, protoze v; < w; a h—n—1 < r. Nakonec
véaha reprezentace (vi,...,vn;7) je mensinez ((n+1)/8)|w|, protoze v; < w;
prot=1,...,n. a

Dusledek 6.15 KaZdd linedrni prahovd funkce separabilni v omezeném de-
finiénim oboru md celociselnou reprezentaci.

Dukaz: Aplikuj vétu 6.11 na tvrzeni o celo¢iselnych vahach ve vété 6.14. O

Dusledek 6.15 znamend, ze pokud budeme podobné jako v podkapi-
tole 6.1 povazovat dvé reprezentace, které urcuji jednu separabilni linearni
prahovou funkeci, za ekvivalentni, pak v pfislusném rozkladu mnoziny separa-
bilnich reprezentaci na tfidy ekvivalence, mé kazda takova tfida celociselného
reprezentanta.

6.3 Koneéna doména

V této podkapitole se dile omezime na kone¢nou doménu, pro kterou mé
linedrni prahovéa funkce celoéiselnou reprezentaci, protoze je v ni separabilni.
Diky tomu muzeme v konecné doméné definovat vdhu linedrni prahové funkce
jako nejmensi vahu jeji celoéiselné reprezentace.

Véta 6.16 KaZdd linedrni prahovd funkce je v koneéné doméné separabilni.

Dukaz: Necht f je linedrni prahova funkce v koneéném oboru =, C R”
s reprezentaci (wy, ..., wy;h). Polozme

6:h—max{zn:wixi

i=1

f(x):O,x:(xl,...,xn)EEn} . (6.13)

Pak pro x = (z1,...,2,) € B, plati, ze f(x) =0, pravé kdyz Y7 wjz; <
max{} " w;z; | f(x) = 0} = h— 8. Tedy (w1,...,w,; h) je b-separabilni

reprezentace f v E,. |

Dusledek 6.17 KaZdd linedrni prahovd funkce v konecném definicnim obo-
ru md celociselnou reprezentact.

Dikaz: Tvrzeni je pfimym disledkem véty 6.16 a dtsledku 6.15. a
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Determinanty A; (¢ = 1,...,n) jsou Fadu n + 1 a obsahuji prvky z (—1, 1),
proto jejich absolutni hodnoty lze pomoci (6.20) odhadnout |A;] <
(Vn+ )"t = (n+ l)nTJrl Absolutni hodnota determinantu |A| soustavy
(6.16) odpovida objemu V. Tedy |w;| < (n + l)nTJrl/V. O

Dusledek 6.23 KaZdd linedrni prahovd funkce f v konecné doméné

E, C (0,1)* s objemem V md celociselnou reprezentaci s vdhou nejvyse
n+3

(n+1)=/V.

Dikaz: Podle véty 6.22 existuje 1-separabilni reprezentace f v =, s vahou

nejvyse (n + 1)nT+1/V a aplikaci véty 6.14 ziskdme celoc¢iselnou reprezentaci

s vahou nejvyse ((n + 1)/1)(n+1)nTJrl/V: (n+1)nT+3/V. O

6.4 Booleovska doména

V této podkapitole se budeme zabyvat tzv. booleovskymi prahovyme funkce-
mi, které modeluji funkci perceptronu s bindrnimi vstupy.

6.4.1 Booleovska prahova funkce

Nejprve uéinime jednoducha pozorovani o tom, které z klasickych booleov-
skych funkei jsou prahové funkce (srovnejte s obrazky 1.13 a 1.7). Déle na-
hlédneme trividlni vlastnosti negace booleovské prahové funkce a ukazeme
existenci tzv. rozhodujici reprezentace.

Definice 6.24 Linedrni prahovd funkce v booleovské doméné {0,1}" se na-
zyvd booleovska prahova funkce.

Podobné je mozné pro bipoldrn{ logiku uvazovat doménu {—1,1}". Nasle-
dujici véty pro booleovskou prahovou funkci plati i pro tento definiéni obor,
protoze lze vyuzit transformaci domény {—1,1}" na {0, 1}” podle véty 6.11.

Definice 6.25 Pripomenme ndsledujici znaceni booleovskijch funkci f
{0,1}" — {0, 1}. Konjunkce AND(21,...,2n) = 1 A ... A&y = 1, prdvé
kdy? ©; = 1 pro wsechna ¢ = 1,... n. Disjunkce OR(z1,...,2,) =
1V ...Va, =1, pravé kdyz existuje 1 < 1 < n takové, Ze x; = 1. Ne-
gace booleovské proménné NOT(x) = & = 1, resp. funkce f(x1,...,2,) =1,
privé kdyz x = 0, resp. f(xy,...,2,) = 0. VyluCovaci disjunkce (parita)
XOR(x1,...,25) = 21D - D ®y = 1, prdvé kdyZ pocet i takovijch, Ze
x; = 1, je lichy, tj. |{i| x; = 1}| je liché cislo. Konsenzudlni (vétsinova)
funkce MAJORITY (x1,...,2,) = 1, prdvé kdyz je asponi polovina i tako-
vjch, Ze x; = 1, 45, |{i|x; = 1} > n/2.
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Definice 6.21 Nech? f je linedrni prahovd funkce v omezené doméné =, C
(0, 1) a K = {s € Ep |8k, = (Sk1,-.-58kn), 1 <k <n+1} jejidro f v E,.
Absolutni hodnotu determinantu

511 v Sin 1
abs | : R : (6.17)
Sn411 0 Sn4ln 1

nazveme objemem jadra K. Objem linedrni prahové funkce f v =, je defi-
novdn jako mazimdlni objem jddra pres vsechny jddra f v Z,.

Geometricky lze objem jadra chapat jako objem rovnobéznosténu v (n + 1)-
rozmérném euklidovském prostoru £, 41, jehoz strany jsou umisténi vektort
7z jadra (rozsifenych o jednotkovou (n 4 1)-ni soufadnici) v pocatku. V né-
sledujicim vykladu ukdzeme vztah mezi objemem linedrni prahové funkce a
jeji vahou.

Véta 6.22 Kazdd linedrni prahovd funkce f v koneéné doméné =, C (0,1)"

s objemem V md 1-separabilni reprezentaci s vdhou nejvyse (n + 1) njl/V,

Dikaz: Tvrzeni ukadzeme pro nedegenerovanou f, zatimco dikaz pro de-
generovanou f probfhd obdobné (navic dle analogie véty 6.5 pro koneénou
doménu jsou nékteré vahy nulové). Tedy podle véty 6.20 ma f jadro v E,
s objemem V. Podle dikazu této véty existuje l-separabilni reprezentace
(w1, ..., wn;h), kterd je FeSenim soustavy n + 1 rovnic (6.16) (pro f degene-
rovanou v k proménnych uvazujeme obdobnou soustavu n — k + 1 rovnic a
stejny pocet nenulovych nezndmych). Jeji vahy lze vyjadfit pomoci Crame-
rova pravidla w; = A;/Aproi=1,...,n, kde

51,1 e Sin -1
A= o : (6.18)
Sp41,1 v Sn4ln -1
81,1 cee 81,41 i1 S1,i41 s+ S1n -1
Ai=|: S : : S CoL (6.19)
Snt+1,1 ' Sntli—1  bnt1l  Sntli+1 v Sntin —1

Déle vyuzijeme Hadamardovu nerovnost z linedrni algebry, kterd shora od-
haduje absolutni hodnotu determinantu matice pomoci sou¢inu norem jejich
radka, tj.

L1l o Tip

abs (6.20)
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Dikaz:
(i) Plati, ze f(x1,...,2,) = 1, tj. f(x1,...,x,) = 0, pravé kdyz

St wiz; < h, tj. diky celoéiselné reprezentaci Y i, wiz; < h — 1,
co? lze upravit Y i, —w;z; > 1 — h.

(1’) Booleovska prahovd funkce ma koneénou doménu, a tedy podle di-
sledku 6.17 existuje jeji celociselna reprezentace. Tvrzeni pak plyne

z (i).

. . - (o L ie1
(i1) Plati, ze f(®1,...,%i-1,%;, Tit1,...,2,) = 1, pravé kdyz 2321 wix; +

, . i1 )
wi(l =)+ Y0 wiey > h 6. Y5 wizg —wizg + 37y wirg >
h — w;.

(i1’) Aplikuj (ii) proi=1,...,n.

(iii) Tvrzeni je pfimym dusledkem (i) a (ii’). |
Je zajimavé, Ze podle (iii) z lemmy 6.27 dostaneme s vyuzitim véty 6.26
de Morganovy vzorce, tj. AND(z1,...,2,) = OR(Z1,...,%,) resp.
OR(z1,...,2n) = AND(Z1,...,Zn), nebo v piipadé konsenzudlni funkce
MAJORITY (z1,...,2n) = MAJORITY (Z1,...,%y) pro lichd n.

Definice 6.28 Reprezentace (wi,...,wn;h) booleovské prahové funkce
se mnazgvd rozhodujici, jestlize pro vSechna z1,...,z, € {0,1} plati

>lizy wii # h.

Lemma 6.29 KaZdd booleovskd prahovd funkce f s celociselnou reprezen-
taci (wy,...,wy;h) s vihou |w| md rozhodujici celociselnou reprezentaci
s vdhou 2|w|.

Dukaz: Plati, ze f(21,...,2n) = 1, pravé kdyz >0, wixz; > h, tj.
St 2wiz; > 2h > 2h — 1. Na druhou stranu f(21,...,2,) = 0, pravé
kdyz >0, 2w;z; < 2h, coz je diky sudému éislu na levé strané nerovnosti
ekvivalentnis >"1" | 2w;a; < 2h—1. Tedy (2wy, . .., 2wn; 2h—1) je celo¢iselnd
rozhodujici reprezentace f s vahou 2|w|. m|

6.4.2 Vaha booleovské prahové funkce

V nésledujicim vykladu se budeme zabyvat velikosti reprezentace booleov-
ské prahové funkce a také uréime pocet booleovskych prahovych funkci n
proménnych. Uvedené otdzky si matematici kladli jiz v 60. letech a vysledky
jejich vyzkumu z tohoto obdobi jsou shrnuty v préci [200]. Nejprve zpfes-
nime horni odhad vahy v disledku 6.23 pro booleovskou prahovou funkei, a
tim shora omezime velikost absolutni hodnoty vahy perceptronu s bindrnimi
vstupy.
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Véta 6.26 Konjunkce AND(z1, ..., &,), disjunkce OR(x1,...,2,), negace
NOT(z) a konsenzudlni funkce MAJORITY (x1,...,%,) jsou booleovské
prahové funkce, zatimco vylucovact disjunkce XOR(x1,...,2,) pro n > 2
neni booleovskd prahovd funkce.

Dukaz: Soubory (1,...,1;n), (1,...,1;1), (=1;0) a (1,...,1;n/2) jsou po
fadé reprezentace funkci AND, OR, NOT a MAJORITY . Dtikaz neexis-
tence reprezentace pro XOR(z1, ..., &) probfhé sporem indukei dle n > 2.
Nejprve pro n = 2 predpokladejme, ze XOR(z1,z2) je booleovskd prahova
funkce s reprezentaci (wi,ws;h). Z XOR(1,0) = XOR(0,1) = 1 plyne
wi; > h a wy > h, coz implikuje wy + ws > 2h. Na druhou stranu pro
XOR(1,1) = 0 obdrzime wy; + wy < h. Tedy h > 2h, tj. h < 0, coz je
ve sporu s XOR(0,0) = 0. Necht ddle n > 2 a XOR(x1,...,®,_1) neni
booleovskd prahovd funkce. Pro spor pfedpokladejme, Ze (wq,..., wy;h)
je reprezentace XOR(x1,...,x,). Potom XOR(x1,...,2,-1) = 1, pravé
kdyz XOR(z1,...,2,-1,0) = 1, pravé kdyz Z?:_f wiz; > h. To zname-
na, ze XOR(z1,...,&n_1) je booleovskd prahovd funkce s reprezentaci
(w1,...,wp_1;h), coz je spor s indukénim predpokladem. O

Nasledujici lemma ukazuje, 7e booleovska prahova funkce je po negaci pro-
ménnych, resp. funkéni hodnoty, opét booleovska prahova funkce se stejnou
vahou. To znamen4, Ze u perceptronu s binarnimi vstupy Ize negovat vstupy
1 vystup, aniz bychom ztraceli efektivni neuronovou implementaci.

Lemma 6.27

(i) Necht f je booleovskd prahovd funkce s celociselnou reprezentaci
(w1,...,wp; k), pak negace f je booleovskd prahovd funkce s celoci-
selnou reprezentact (—wy, ..., —wy; 1 — h).

(1’) Necht f je booleovskd prahovd funkce, pak negace f je booleovskd pra-
hovd funkce.

(i1) Necht f je booleovskd prahovd funkce s reprezentaci (wi,...,wn;h) a
1 < i < n, pak funkce f(x1,...,&i—1,%;, Tig1,...,%n) je booleovskd
prahovd funkce s reprezentact (w1, ..., Wi—1, —Wi, Wit1, . . ., Wn; h—w;).

(i1’) Necht f je booleovskd prahovd funkce s reprezentaci (wi,...,wn;h),
pak funkce f(Z1,...,Zn) je booleovskd prahovd funkce s reprezentaci
(—wi,...,—wp; h — Z:Zl w;).

(iii) Necht f je booleovskd prahovd funkce s celociselnou reprezentaci
(W1,...,Wn; k), pak negace f(Z1,...,%,) je booleovskd prahovd funkce
s celociselnou reprezentact (Wi, ..., Wn; 1 —h + Z?:l W;).
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aan—l)i(bla" bn 1)6
{0, 1}~ které se lisf v i-té proménné, tj. E;:ll wja; = Z] i w]b aa; £b;
pro néjaké 1 < i <n — 1. Zvolme ¢ > 0 tak, ze

n—1 n—1
€ < min (6, min{ >0 |x,x" e{o,1}"™" }) . (6.24)
J=1

Necht (6.23) neplati pro néjaké dva vstupy (a1, . ..

§ § !
w;Tr; — UJJJ?]

j=1

Z 6-separability pavodni reprezentace vyplyva, Ze (wi,...,wi—1,w; + €,
Wit1, ..., Wn—1;0) je také reprezentace f. Navic pro ni plati (6.23) pro vstupy
(a1,...,an=1), (b1,...,bn=1), protoze pFislusné zvazené sumy se v nerovnici
(6.23) lisi o €. Diky volbé € v (6.24) se platnost (6.23) pro dalsi dvojice
vstupil nezméni. Cely postup se opakuje, dokud (6.23) neplati pro vechny
dvojice vstupu.

Necht tedy reprezentace (wq, ..., wp—1;0) funkce f spliuje (6.23). Potom
pro kazdé k = 0,...,2"~! mizeme volit vdhu wSL ) tak, aby pocet vstupu
(x1,...,2p_1,1) € {0, 1}", pro které booleovska prahova funkece fy s n pro-
ménnymi, zadand reprezentaci (wi,..., wn_1, wﬁf‘); 0), nabyva hodnotu 0,
byl pravé k, t.

H(ml,.-.,mn_l,l) e {0,1}"

n—1
Z wiz; + w) <0 }‘ =k (6.25)
i=1

pro 0 < k < 2771, Tim ziskdme z jedné booleovské prahové funkce f
s n — 1 proménnymi 27! + 1 riznych booleovskych prahovych funkei f
(k = 0,...,2""1) s n proménnymi. Poéet rfiznych voleb f je C(n — 1) a
kazda z nich urCuje jina fi, protoze fr(z1,...,2n-1,0) = f(21,...,2n-1)
se lisi pro né&jaké (z1,...,2n,-1,0) € {0,1}". Odtud dostdvame rekurentni
vztah pro dolnf odhad C(n) > (2"~ + 1)C(n — 1), ktery lze indukei dle n

rozepsat:

H (2 4+ 1) > 25 (6.26)
=0

O

Dolni odhad ve vété 6.31 lze napf. vylepsit na 916 tak, ze v jejim
ditkazu vyuZijeme pozorovani, 7e C(8) > 2*! [202]. Nésledujici véta vsak
ukazuje, ze kvadraticky exponent v uvedeném dolnim odhadu nelze jiz fadové

7vySit.

Véta 6.32 Pocet riznych nedegegerovanzjch booleovskych prahovijch funkci
n proménngch je méné nes 207+
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Véta 6.30 (Muroga, Toda, Takasu [201]) Kaidd booleovskd prahovd

funkce f md celociselnou reprezentaci s vihou nejvyse (n + 1) /2”

Dukaz: Podle dikazu véty 6.22 pro koneénou doménu (opét pro jednodu-
chost uvazujeme jen nedegenerovany ptipad) existuje 1-separabilni reprezen-
tace (w1, ..., wn; h), jejiz vahy w; = Aj/A (e =1,...,n)aprdh h = A, 41 /A
lze vyjadfit pomoci determinantt (6.18) a (6.19). Polozme p = |A]| > 0 a
vi=pw; (1 =1,...,n), r = ph. Podle véty 6.6 je (v1,...,vp,;r) reprezentace
f. Navic |v;| = |A | a |r| = |Ap41| jsou celd ¢isla, protoze prvky s; 1 € {0, 1},
t; €{-1,0} (1 <j<n+1,1<k<n)v determinantu (6.19) jsou z mno-
ziny {—1,0,1}. Tedy (v1,...,vn;7) je celoCiselnd reprezentace f. Absolutni
hodnotu vahy |v;| (i = 1,...,n) lze vyjadfit:
51,1 cee 81,1 t1 $1,i4+1 st S1n -1
lvil = abs | : SO : : U © | (6.21)
Sp+1,1 0 Sntlii—1  ln4l  Sp4lit+l 0 Sngln —1

Nejprve vynédsobime i-ty sloupec determinantu (6.21) ¢islem —1, pak prvnich
n sloupcu vynasobime dvéma a pticteme k nim posledni sloupec:
251,1 — 1 —2t1 — 1 251,71 — 1 —1

2"|v;| = abs . (6.22)

g1 — 1

28n+1_1 -1 2Sn,+1,n -1 -1

Nyni prvky determinantu v (6.22) jsou z mnoziny {—1,1}. Pomoci Ha-
damardovy nerovnosti (6.20) dostaneme 2"|v;| < (n + 1)nT+1, tj. Jus] <
(n+1)% /2" O

Déle odhadneme zdola pocet booleovskych prahovych funkci n promén-
nych.

Véta 6.31 (Yajima, Ibaraki [293]) Ezistuje aspoii 2° e
leovskijch prahovych funkci n proménnijch.

ruznych boo-

Diikaz: Pro dolni odhad staéi uvazovat reprezentace booleovskych praho-
vych funkef s nulovym prahem. Oznaéme C( ) pocet riznych booleovskych
prahovych funkei n proménnych, které maji reprezentaci s nulovym prahem.
Diky negaci NOT(z) a konstantn{ jednotkové funkei je C'(1) = 2.

Déle uvazujme booleovskou prahovou funkci f s n—1 proménnymi, ktera
mé podle véty 6.16 é-separabilni reprezentaci (w1,...,w,_1;0) pro né&jaké
8 > 0. Tuto reprezentaci upravime tak, aby pro kazdé dva razné vstupy
(1, 1) £ (24, ..., 2, _1) € {0,1}"~ 1 platilo, ze

n—1 n—1
Z wjx; # Z w; . (6.23)
j=1 j=1
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Dikaz: Chceme dokazat, ze neexistuje celociselna reprezentace f s vahou
mensf nez 2%, Necht tedy (wy, ..., w,; h) je libovolna celoéiselna reprezentace
f. Podle véty 6.12 mizeme pfedpokladat kladné vahy w; >0 (i =1,...,n).
Ukézeme, 7e wypy; > 2% Za timto Gfelem definujme nasledujici vstupy

a;,b; €{0,1}" (j=1,...,k) pro f:

k+1 k
a; = (0,...,0,1,0,...,0,1,...,1,0,...,0 6.30
j ( ’ ’ ) (6.30)
J J
k+1 k
b, = (1,...,1,0,0,...,0,1,...,1,0,...,0). 6.31
j ( ’ ’3 (6.31)
J J

S vyuzitim reprezentace (6.29) funkce f dostaneme, Ze f(a]) =

(

1
1,..., k), protoze odpovidajici zvazena suma 2/ + (2% — 1 — P 2)
ok

af(b;)=0(j=1,...,k), protore Y202 4 (28 — 1 - 32 122) Y
Tedy pro reprezentaci (wy, ..., wy;h) plati, ze
n—j
wipi+ Y wi>h j=1,.. .k, (6.32)
i=k+2

protoze f(a;) =1, a

j n—j
Swit > wi<h j=1,...k, (6.33)
i=1

i=k+2

protoze f(bj) = 0. K nerovnosti (6.32) pfi¢teme nerovnost (6.33) vynéasobe-
nou —1 a obdrzime:

J
wj+1>Zwi _]Il,,k (634)
i=1

Vime, ze vahy w; jsou cela kladna ¢isla, tedy napt. wy > 1. Indukei pomoci

6.34) 1ze nahlédnout, 7e w;11 > 29 pro j = 1,..., k, specidlné w4, > 2F. O
) i+l = P J ) , Ky SP +1 =

Bez diukazu uvedeme jesté jeden piiklad booleovské prahové funkce s vahou
vétsi nez 1.617, coz je vice nez ve vété 6.35.

Véta 6.36 Necht Fy = Fs =1 a F,, = Fy_o + F,,_1 pro n > 3 jsou Fi-
bonacciho cisla. Pak booleovskd prahovd funkce s reprezentaci (Fi,..., Fy;

Fpy1) md vihu aspoi (1-1—2_\/3)71/\/5
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Dikaz: Podle dikazu véty 6.20 odpovida kazdd nedegenerovana booleov-
ska prahové funkce v (n+1)-rozmérném euklidovském prostoru reprezentaci
Fp 41 aspon jednomu pruniku n+1 nadrovin. Kazdé dvé takové (rovnobézné)
nadroviny (6.15) odpovidaji jednomu moznému vstupu, coz v pfipadé binér-
nfho vstupu pfedstavuje 27t nadrovin. Poéet uvedenych priniké nadrovin
lze tedy shora odhadnout pomoci

2n+1 2(n+1)2 R
2 <o) 2
<n+1)<(n+1)!< (6:27)

Tedy existuje méné nez 9(n+1)* riznych nedegenerovanych booleovskych pra-
hovych funkef{ n proménnych. O

Odhad ve vété 6.32 1ze opét vylepsit na gn°=0(n 1087) pokud v nerovnosti
(6.27) odhadneme faktorial pomoci Stirlingova vzorce. Nakonec z vét 6.31,
6.32 dostavame odhad poctu perceptronu s n binarnimi vstupy, které poéitaji
ruzné funkce.

Duisledek 6.33 FEzistuje prdavé 20(n?) booleovskych prahovijch funkci n pro-
ménnych.

Dusledek 6.34 FEzistuje booleovskd prahovd funkce n proménngch s vdhou
|w| takovou, Ze

(TL n 1) n-;-'l

2n ’
tj. na reprezentaci jedné vdahy booleovské prahové funkce je v nejhorsim pvi-
padé potieba aspont Q(n) bitd a staci O(nlogn) bitd.

27 < Jul < (6.28)

Dikaz: Kdyby vSechny booleovské prahové funkce n proménnych mély vahu

n

|w| < QnT_l, tj. na reprezentaci jedné vahy by u nich stacilo %1 bitd, pak by
n(n—1

Jich bylo méné nez 2 , oz je ve sporu s vétou 6.31. Horni odhad vahy
udéva véta 6.30. m|

Argument v dikazu disledku 6.34 neposkytuje zadny piiklad booleovské
prahové funkce s velkou vahou. Néasledujici véta popisuje takovy priklad
booleovské prahové funkce s vahou vyssi nez 1.417.

Véta 6.35 Necht n je lich€ ¢islo a oznacme k = ”2;1 Pak booleovskd pra-
hovd funkce f s n proménnymi, zadand reprezentaci
(1,2,4,...,28=1 ok ok=1""" "4 9 1;2%), (6.29)

md vdhu 2F.
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Velikost vahy u prikladd booleovské prahové funkce ve vétach 6.35, 6.36
zhruba odpovida dolnimu odhadu v duasledku 6.34, ktery vsak zdaleka nedo-
sahuje Grovné hornitho odhadu ve vété 6.30. Otazka zlepseni dolniho, resp.
horniho odhadu v disledku 6.34 pfedstavovala dlouho otevieny problém,
ktery se podafilo vyfesit teprve nedavno. Na konci tohoto odstavce definu-

F :: e o o jeme piiklad booleovské prahové funkce s dosud nejvétsi znamou vahou a
Z zformulujeme pfislusné tvrzeni bez dikazu, ktery je netrivialni.
fan Definice 6.37 Necht n = 2™, M = {l,...,m} a a1,...,a, C M jsou
) v—li: AR B B YTU B vSechny rizné podmnoziny M. Dd se ukdzal, Ze pro kazdé m existuje uspo-
= kS Fdddnt aq, ..., , s minimaln{ zménou, pro které plali:
=
= “;’ 1 |ai| <|aia| t=1,...,n—1
-l R i B B .
= § 2. |aiAwip1| <2 i=1,...,n—1,
O
— E kde a;Aaipr = (o \ aig1) U (541 \ o) je symetrickd diference mnoZin
£ T IR B~ @;, ay1. Ddle uwvaZujeme bipoldrni logiku (viz pozndmku k definici 6.24) a
- 2 oznacme by = (bj1,...,bim) € {=1,1}™ bipoldrni reprezentaci celého klad-
— = ného cisla 1 — 1< n . bindrni zdpis cisla ¢t — 1, ve kterém cislica
3 E ‘ho isla i —1 (1 <4< m), tj. bindrni zdpis ¢isla i — 1, ve kterém &islici 0
= = ‘g nahradime —1. Nyni definuyme zobrazeni ® : P(M) — {—1,1}" potencni
S m T T AT e mnoziny P(M) = {a« C M} do mnoZiny n-rozmérnych bipoldrnich vektord
- S {=1,1}"
=
= Q&
E:-'_"_I"_"_I“_I"_"_I"_' :E <I>(OJ)I Hblj""’Hbij""’anj OégM. (635)
— NG jEa jE€a jE€a
s,
=) & Konecné definuyme bipoldrni funkci F': {—1,1}* — {—1,1}:
- 3 -1 x-®(ap) <0
— == F = -1,1}" .
% (X) {1 X.q)(ak)>0 XE{ ’ } ’ (636)
5 Y kde k = max{i|x - ®(a;) #0, 1 < i < n}, jeho? existenci lze ukdzat.
|“ 1 1 1 1 Qo
- _% V tabulce 6.1 je pFiklad uspofaddani P(M) s minimdlni zménou uréujici
| & zobrazeni ® pro pfipad n = 8, m = 3 a M = {1,2,3}. Tedy napiiklad
P F(1,1,1,1,1,1,1,1) = 1 (k = 1) nebo F(~1,1,1,~1,~1,1,1,-1) = —1
s [N RLE S (k =7) apod.
T =
S gs s lL lql, L Véta 6.38 (Hastad [96]) Funkce F' z definice 6.37 je booleovskd prahovd
©ceeg funkce n proménngch s vihou |w|, pro kterou plati:

n—1-logn

|w| > n ¢l ”'l'?’1°g”'|'8_8”ﬁ)(]og2 n—logn+1), (6.37)

2n=

kde = log 2 =0.585 a y = In 3 = 0.288.
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prahova, pravé kdyz neexistuje feSeni nésledujici soustavy 2" linearnich ne-

rovnic s n + 1 nezndmymi wq, . . ., wy, h, které tvofi reprezentaci f:
n
>h pro f(z1,...,2n)=1
Wiy T e 3. .
iZ:]:iVUh{ <h pro f(-771,---,-77n):0 ($1a a$n)€{0a } (6 39)

Soustava (6.39) tvofi soubor k = 2" konvexnich mnozin v euklidovském
prostoru 4 dimenze d = n + 1. Proto podle véty 6.40 nemé FeSeni, pravé
kdyz existuje podsystém n + 2 fadku této soustavy, ktery nema feSeni. Ne-
deterministicky algoritmus uhddne téchto n + 2 fadka a pomoci linedrnfho
programovani ovéi{ v polynomidlnim case [145], zda piislusny podsystém
nem4 feseni.

Dikaz, ze LINSFEP je co— N P-tézky problém, probfha standardnim po-
stupem [72], tj. polynomialn{ redukci zndmého co — N P-tiplného problému,
v nasem pripadé problému tautologie DN F — T AUT, na problém LINSEP.

Problém tautologie DNF — TAUT (TAUTology Problem):

instance: Booleovskd funkce g : {0,1}™ — {0,1} s m proménnymi v dis-
junktivni normaélni formé.

otdzka: Je g tautologie, tj. pro vSechna ohodnocen{ booleovskych promén-
nych je hodnota g = 17

Je vSeobecné znamo, ze DN F —TAUT je co— N P-Gplny problém [47]. Necht
tedy g : {0,1}™ — {0, 1} je instance DNF — TAUT. V polynomiédlnim
¢ase zkonstruujeme odpovidajici instanci f, : {0,1}" — {0, 1} problému
LINSEP s n=m+4 2 proménnymi takovou, 7e ¢ je tautologie, pravé kdyz
fq je booleovska prahova funkce:

fo(%, @1, Tmyn) = (9(X)ATm42)V (Zmp1 ATmg2)V (Zm1 AZmga) , (6.40)
kde x € {0,1}™ a &m41, Tmy2 € {0,1}. ZFejmé f, po rozepsani konjunkce
g(x) A &my2 v (6.40) je v disjunktivni normélni formé, protoze g je v dis-
junktivni normaélni formé.

Necht tedy nejprve g je tautologie. Potom formuli (6.40) mtuzeme diky
g = 1 upravit:

Tm42 \ (Im+1 A xm+2) \ (]_fm+1 A i‘m+2) =
= .’Z‘m+1 V Tm42, (641)

fg(xa Tm41, xm+2)

a tedy napt. (0,...,0,—1,1;0) je reprezentace f,, kterd dosvédcuje, ze f,
je linedrni prahové funkce. Naopak necht g nenf tautologie, tj. existuje a €

{0, 1}™ takové, ze g(a) = 0. Potom ale podle (6.40) plati, ze

fo@,zmpr, @my2) = (@Tmp1 ATmg2) V (Tmpr ATmga) =
= XOR(l‘m+1 ; l‘m‘+2) 5 (642)
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Dolni odhad vahy F' ve vété 6.38 je jen o faktor 20(*”) mensi ne# horni odhad
vahy booleovské prahové funkce ve vété 6.30.

Dusledek 6.39 Pro reprezentaci jedné vihy booleovské prahové funkce n
proménnych je v nejhorsim pripadé potieba a staci ©(nlogn) bitd.

Dusledek 6.39 znamend, ze pfi implementaci libovolného perceptronu s n
bindrnimi vstupy sta¢i na reprezentaci jeho n vah ©(n?logn) bith, pfitom
obecné nelze tento odhad zlepsit.

6.4.3 Problém linearni separability

Véta 6.26 ukazuje nékolik pfikladu klasickych booleovskych funkei, které
jsou prahové. V tomto odstavci ukdzeme, Ze rozhodnout algoritmicky, zda
dana booleovskd funkce v normélni formé je prahova, je obecné tézky pro-

blém. Tento vysledek ma své disledky v teorii ufeni neuronovych siti (viz
podkapitolu 11.1).

Problém linedrni separability LINSEP (LINear SEParability Pro-
blem):

instance: Booleovskd funkce f : {0,1}" — {0,1} s n proménnymi v dis-
junktivni normélni formé.

otdzka: Je f booleovskd prahova funkce?

Dukaz pfislusného tvrzeni o slozitosti problému LINSE P vyuziva klasickou
vétu z geometrie euklidovskych prostort o priniku konvexnich mnozin.

Véta 6.40 (Helly [107]) Nech?{Q1,...,Qr} je koneény soubor k riznych
konvexnich mnoZin v euklidovském prostoru F4 dimenze d a necht k > d+1.
Potom

k
ﬂ Q; =0, prdvé kdy?
i=1

d+1
Fl<ii<is<- <igp <k) () Qi, =0. (6.38)

ji=1

Véta 6.41 (Hegediis, Megiddo [102]) LINSEP je co— N P-iplng pro-
blém.

Dukaz: Nejprve ukdzeme, ze LINSEP € co — NP, tj. ze existuje nede-
terministicky algoritmus, ktery v polynomialnim ¢ase rozhodne, zda f neni
booleovska prahova funkce. Podobné jako v dikazu véty 6.20 funkce f neni
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a tedy podle (i) z lemmy 6.27 a véty 6.26 f, neni booleovskd prahova

funkce. O

Problém LINSEP je co— N P-tplny i pro booleovské funkce v konjunktivni
normalni formé, které lze efektivné prevést na negaci disjunktivni norméalni
formy a vyuzit faktu, Ze tfida booleovskych prahovych funkei je podle (i)
z lemmy 6.27 uzavfena na negaci.
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moci obvodu pak také probihé po vrstvach. Pfi vypoctu lze hodnoty vystupu
hradel interpretovat jako stavy neuroni v aktivnim rezimu neuronové sité.

Definice 7.2 Pri vjpoctu obvodu C = (V,X,Y, E L) hloubky d jsou nej-
prve zaddny obecné redlné hodnoty vstupi z X v nulté vrsivé. Pokud neuve-
deme jinak, budeme vidy uvaZoval bindrni vstupy x1,...,x, € {0,1}. Poté
jsou vypocéleny vystupy hradel v proni vrstvé aplikaci prislusnijch funkci pro
hodnoty téchto vstupi, obdobné ve druhé vrstvé atd. Obecné v i-tém kroku
(i = 1,...,d) jsou vypocleny vystupy hradel v i-1€ vrstvé na zdkladé vy-
stupt hradel v predchozich vrstvdch (popt. vstupi obvodu). Na konci jsou
urceny viystupy vsech hradel vY, kieré urcuji viysledek vypoctu. Definujeme
tak funkci obvodu C': {0,1}* — {0,1}™ (obecné C : E, — {0,1}™, kde
=, C R™), kterd ke kazdému vstupu x € {0,1}" (n = |X|) pritadi vystup
C(x) € {0,1}™ (m = |Y|). Rekneme, %e dva obvody jsou ekvivalentni, pokud
pocitaji steynou funke:.

Jak jsme jiz uvedli, pro jednotlivé t¥idy hradlovych funkei dostavame
modely neuronovych siti s raznou aktivni dynamikou. V této kapitole se
nejprve zaméfime na nejjednodussi pripad logickych obvodi, které se nej-
Castéji studuji v teorii booleovské slozitosti a které mohou také poslouzit
jako metodicky zaklad pro nasledny vyklad prahovych obvodi, které jsou
bliz§i modelu vicevrstvého perceptronu.

7.1 Logické obvody

Pokud jsou funkce hradel v obvodu omezeny jen na zdkladni logické funkce
(AND, OR, NOT z definice 6.25), hovofime o tzv. logickém obvodu. Diky
vété 6.26 predstavuje logicky obvod jednoduchou diskrétni acyklickou neu-
ronovou sit s binarnimi stavy neuront. V této podkapitole budeme nejprve
zkoumat vypocetn{ silu a deskriptivn{ slozitost (tj. velikost a hloubku) lo-
gického obvodu pro vypocet obecné booleovské funkce, popt. souctu celych
¢isel. Kvuli hardwarové realizaci se také tradiéné uvazuje tzv. klasicky obvod,
ktery navic u kazdého hradla pfedpoklada omezeny pocet vstupu (nejvyse 2).
Avsak toto omezeni jiz neni v souladu s modely neuronovych siti, jejichz za-
kladni charakteristikou, korespondujici s neurofyziologickou skutecnosti, je
velkd hustota propojeni neuronti. Budeme se zabyvat porovnanim deskrip-
tivni slozitosti téchto modeld. Nyni zformalizujeme uvedené pojmy.

Definice 7.3 Rekneme, Ze obvod C = (V,X,Y, E,{) (viz definici 7.1) je
logicky obvod, jestlize F = {AND,OR, NOT,0,1} je t¥ida jeho hradlovich
funkcit, kde 0, 1 jsou oznaceni pro pFislusné konstanini funkce. Logicky obvod
se nazyvd klasicky obvod, jestlize pocet vstupt kaZdého jeho hradla je nejvyse
2. Alternujici obvod je logicky obvod, u néhoZ zobrazeni { prirazuje vsem

Kapitola 7

Slozitost obvodu

Acyklickd neuronové sif (viz odstavec 1.3.2) odpovida v teorii booleovské
slozitosti obecnému obvodu, ktery se sklada z tzv. hradel reprezentujicich neu-
rony. Obecné uvazujeme dostateéné sirokou t#idu hradlovych funkci, abychom
pokryli co nejvice modeli acyklickych neuronovych siti. Nejprve uvedeme
formélni definici obvodu a jeho vypoctu.

Definice 7.1 Obvod je pétice C = (V, X,Y, E,{), kde V je konecnd mno-
Zina hradel, X (X NV = 0) je koneénd mnoZina n = |X| vstupti a Y C V
mnozina m = |Y| vystupt, (VU X, E) je acyklicky orientovany graf s mno-
Zinou vrchold V.U X a mnoZinou hran E C (VU X) x V, ktery spolu
s X a Y tvori architekturu (topologii) A = (V, X,Y, E) obvodu, a zobra-
zeni £ : V. — F je konfigurace, kiterd kaZdému hradlu pritadi jeho funkci
z dan€ tridy F hradlovych funkei (navic poZadujeme, aby funkce vystupnich
hradel mély bindrni obor hodnot). Pocet hradel obvodu s = |V| (nepocitime
vstupy) se nazyvd velikost obvodu. Rekneme, Ze hradlo (resp. vstup) obvodu
se nachdzi v i-1€ vrstvé (1 > 0), pokud délka (pocet hran) nejdelsi oriento-
vané cesty od vstupu k tomuto hradlu je i hran. Pocet nevstupnich vrstev,
5. délka nejdelsi orientované cesty od vstupu k vystupu, urcuje hloubku o0b-
vodu d. Pokud neuvedeme jinak, predpokliddme, Ze posledni vrstva se sklddd
z vistupnich hradel Y.

V definici 7.1 mizeme tedy obecny obvod C' interpretovat jako acyklickou
neuronovou sff s mnozinou (nevstupnich) neurontt V, které pocitaji libo-
volné funkce 7z t¥idy hradlovych funkei F pfedepsané pomoci £. Mnozina X
obsahuje vstupni neurony, mnozina Y predstavuje vystupni neurony a F je
mnoZina spoji neuront. Vime, ze acyklickou neuronovou sit 1ze vzdy struk-
turovat do vrstev (napf. vicevrstvd neuronové sit), a podobné uvazujeme
rozdéleni obvodu na d + 1 vrstev (tj. véetné vstupni vrstvy) a vypocet po-
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Dukaz: Pfi normalizaci logického obvodu C' = (V, XY, E,{) pfesuneme
vSechna hradla, kterd poéitaji negaci, do vstupni vrstvy néasledujicim zpi-
sobem. Nejprve ke kazdému vstupu #; (i = 1,...,n) pfiddme podle definice
alternujictho obvodu jeho negaci z;, tj. X' = X U{Z1,...,z,}. Déle zrusime
viechna hradla g s funkei £(g) = NOT, tj. V.=V \{g € V [4(g) = NOT}.
Poté ke kazdému hradlu g € V piidame do stejné vrstvy hradlo g, které bude
pocitat jeho negaci, aniz by pifmo poéitalo funkci NOT', tj. V! = V U {7 |
g € V}. Pii vypoétu vystupu hradla g jsou totiz diky de Morganovym vzor-
cum (viz poznadmku k lemmé 6.27) pfipadné potfeba jen negace vstupt ob-
vodu a ddle vystupy hradel z pfedchozich vrstev, které vsak jiz také obsahuji
hradla pocitajici negace podobnym zpisobem, tj. bez pouziti funkce NOT'.
Podle toho novym hradlim pfifadime nésledujici funkce:

AND f(g) = OR

ORI S (7.)
0 tg)=1,

zatimco funkce piivodnich hradel se nemént, tj. #(g) = £(g) pro g € V. Také
musime pFizptsobit architekturu obvodu. Ke kazdé hrané (g1, g2) € E pro
g1,92 € VUX piiddme hranu (g1, §2). Navic pokud soucasné (g1, g), (g, 92) €
E pro {(g) = NOT a g1,9» € V U X, pak v upravené topologii budou
pfislusna hradla spojena hranami (g1,g2) a (g1, 92). Tak ziskdme mnozinu

hran
E = (En((VuX)xV)u
U {(91,92) | (91,92) € E5 91,92 € VUX}U (7.2)
U {(m,gz) (91,9),(9,92) €EE geV }
(91, 92) Ug)=NOT gi,92 €VUX [~

Tim ziskdme logicky obvod C' = (V', X', Y, E, {') velikosti nejvyse 2s, ktery
maé negace jen na vstupu a je ekvivalentni s C'.

Avsak v alternujicim obvodu se navic vrstvy hradel pocitajici AN D stfi-
daji s vrstvami hradel OR. Tomu pfizptisobime C tak, Ze vypustime kazdé
hradlo g1 € V', které je spojeno s hradlem gs € V' se stejnou funkei
{(g2) = £(g1). Hrany (h,g1) € E, které vedou k hradlu g1, pak mizeme
diky asociativité operaci AN D a OR pfesmérovat k hradlu gs, tj.

Vo= VN {g1 | (91,92) € E, (g1) = £g2)} (7:3)
E' = (En((V'UX)xV)u
| i vigr) € B L(vi) = £vg)
U {ho)eE | (hv)ek i=1,.. k-1 . (T4)

heV' UX' v, eV’
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hradlim v jedné vrstvé bud funkci AND, nebo funkci OR, a to stFidavé po
vrstvdch, pritom hradla s funkci NO'T' jsou formdiné v X, ). kazdy vstup x;
(i =1,...,n) je navic sdruen s pFidanym vstupem &; odpovidajicim jeho
negact.

Piiklad logického obvodu je na obrazku 7.1.

Obr. 7.1: Priklad logického obvodu.

7.1.1 Alternujici obvody

Ukézeme, Ze obecny logicky obvod lze pfevést na normélni tvar, tj. na alter-
nujici obvod, za cenu nejvys zdvojnasobeni velikosti.

Véta 7.4 Pro kazdy logicky obvod C velikosti s a hloubky d existuje ekviva-
lentni alternugjici obvod C' velikosti nejvyse 2s a hloubky nejvjse d + 1.
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velikosti s1, hloubky dy a Cs : {0, 1}’”1 — {0,1}™ je funkce allernu-
jictho obvodu Cy velikosti so, hloubky dy a hradla z posledni vrstvy C
a hradla z proni vrstvy Cs pocitaji stejné funkce. Potom sloZené zob-
razeni Cy 0 Cy 1 {0,1}* — {0, 1}™ lze pocitat alternujicim obvodem

veltkosti s1 + so a hloubky di + ds — 1.

(i) inverze: KaZdé zobrazeni C : {0,1}" — {0,1}™, kieré lze pocitat
alternugicim obvodem C' hloubky 2 s p hradly AND v proni vrstvé a
m hradly OR ve druhé vrstvé, lze pocitat alternujicim obvodem C'

hloubky 2 a velikosti n?m + m, kiery md hradla OR v prvni vrstvé a
hradla AN D ve druhé vrstvé. Tvrzent plati ¢ pfi zdméné AND a OR.

Dkaz:

(1) Alternujici obvod, ktery poéitd slozené zobrazeni Cy o C1, vznikne spo-
jenim obvodia C; a Cy tak, ze diky stejnym hradlim prvn{ vrstva Cy
splyne s posledni vrstvou Cy podobné jako v (7.3) a (7.4), ¢imz se
souCet hloubek zmensi o 1.

(i1) Uvazujme pfislusnou disjunktivni normdlni formu (s p monomy) boo-
leovské funkce n proménnych, kterou pocita jedno z m vystupnich
hradel alternujiciho obvodu C'. Pomoci distributivniho zakona ji pfe-
vedeme na konjunktivni normalni formu s n? klauzulemi, kterou reali-
zujeme alternujicim obvodem hloubky 2 a velikosti n? + 1. Alternujici
obvod C’ se skldd4 z m takovych obvodi, tedy C’ méa pozadovanou
velikost n?m + m. Piiklad konstrukce obvodu C’ je na obrazku 7.3 O

/>

T1 r1 T2 T2

Obr. 7.3: Inverze alternujiciho obvodu z obrazku 7.2.
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Nyni vsechny cesty od vstupu k vystupu stiidaji hradla AND a OR, avsak
nemusi zac¢inat stejnych hradlem. Abychom tento nesoulad v alternujicim
obvodu odstranili, prvni vrstvu v tomto pfipadé chapeme formélné jako dvé
vrstvy. Tim ziskdme vysledny alternujici obvod C'" = (V/, X', Y’ E' ) ve-
likosti nejvyse 2s a hloubky nejvyse d + 1, ktery je ekvivalentni s C. |

Definice 7.1, 7.2 (logického) obvodu jsou forméalné pomérné komplikované,
a proto formalni dukaz véty 7.4 je zbyteéné dlouhy, ackoliv jeho myslenka
je celkem jednoduché. Proto se dale tam, kde to nebude na tkor srozumi-
telnosti, omezime pouze na neformalni dikaz. Piiklad alternujicitho obvodu,
ktery je podle véty 7.4 ekvivalentni s obecnym logickym obvodem na ob-
razku 7.1, je zndzornén na obrazku 7.2. Diky této vété se v nasledujicim
vykladu budeme vétsinou zabyvat logickymi obvody, které jsou alternujici.

Obr. 7.2: Alternujici obvod ekvivalentni s logickym obvodem na obrazku 7.1.

Zformulujeme lemmu, kterd pfedstavi dvé trividlni techniky (kompresi a
inverzi), které se uplatni p¥i konstrukcich alternujicich obvodi. Pfedtim si
jesté uvédomime, ze alternujici obvod s jednim vystupnim hradlem (Y| = 1)
hloubky 2 lze chapat jako normalni formu ptislusné booleovské formule, kdy
vstupy vcetné jejich negacf odpovidaji literalim, hradla prvni vrstvy poéitaji
OR (klauzule) v p¥ipadé konjunktivni norméalni formy, resp. AN D (monomy)
pFi disjunktivni normélni formé.

Lemma 7.5

(i) komprese: Nech? n,m’',m € N jsou pfirozend c¢isla. Ddle predpokld-
dejme, Ze Cy : {0,1}* — {0,1}™ je funkce allernujiciho obvodu C4
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Tedy z; ®y; a z; Dy (1 << n)lze vyéislit v prvnich dvou vrstvach alter-
nujiciho obvodu. Déle (z; ® y;) ® ¢;y1 (1 <4 < n) mizeme opét podle (7.7)
poditat ve t¥eti a ¢tvrté vrstvé tak, 7ze t¥eti vrstvu s hradly OR vytvotrime
7 tfeti vrstvy obvodu pro ¢;, resp. ¢;, pomoci komprese podle (i) z lemmy 7.5.
Tak obdrzime alternujici obvod velikosti O(n?) a hloubky 4 pro vypoéet po-
zadovaného souctu, ktery mé ve ¢tvrté vystupni vrstvé n + 1 hradel AN D
(pro vypocet z;, i =1,...,n+1), kazdé se dvéma vstupy od hradel OR (pro
vypolet (#; Dyi) Veipr a (2 Dyi) VGigr, 1 <@ < n) ze tieti vrstvy, které
maji nejvyse n vstupt (z; ® y; a fij, resp. z; D y; a e;; pro j = i,...,n).
Pomoc{ inverze podle (i7) z lemmy 7.5 mizeme tfeti a ¢tvrtou vrstvau vymé-
nit tak, ze novy obvod ma n + 1 vystupnich hradel OR ve ¢tvrté vrstvé pro
vypocet z; (i = 1,...,n+1) a O(n?) hradel AN D hradel ve t¥eti vrstvé pro
vypolet fij Aegp (1 <i<mn, i< j,k<n)a(xz;Dy;)Aej;, resp. (x; DY) A fij
a (z; ®yi) A (z; D yi). Vysledny alternujici obvod velikosti O(n?) a hloubky
3 pro vypocet pozadovaného souctu dostaneme pomoci komprese druhé a
tfeti vrstvy s hradly AN D podle (¢) v lemmé 7.5. O

7.1.2 Implementace booleovské funkce

Alternujici obvod s jednim vystupnim hradlem (]Y| = 1) budeme vyuzivat
k vypoctu obecné booleovské funkece f : {0,1}* — {0,1} s n promén-
nymi, které odpovidaji vstupim obvodu. Ukdzeme jednoduché pozorovandi,
ze pomoci alternujiciho obvodu exponencidln{ velikosti a hloubky 2, tj. po-
moci dvouvrstvé neuronové sité s exponencidlnim poctem neuroni (negace
na vstupu lze dle lemmy 6.27 realizovat neurony v prvni vrstvé), mtzeme jiz
pocitat kazdou booleovskou funkei.

Véta 7.7 KaZdou booleovskou funkct f s n proménngmi lze pocitat alternu-
jicim obvodem wvelikosti 21 4+ 1 a hloubky 2.

Dukaz: Alternujici obvod, ktery poéitd funkci f bude pfimocarou realizaci
jeji efektivnéjsi normélni formy. Tj., pokud pocet vstupi x € {0,1}", pro
které je f(x) = 1, je mensi nez pocet téch, pro které je f(x) = 0, pak jako
alternujici obvod implementujeme disjunktivni normalni formu. V tomto pfi-
padé hradla v prvn{ vrstvé odpovidaji méné nez 2"~ monomim (AN D) a
vystupni hradlo po¢itda OR. V opaéném piipadé implementujeme konjun-
ktivni normalni formu a opét pocet hradel v prvni vrstvé, které odpovidaji
klauzulim (OR), je mensi nebo roven 277! a navic potfebujeme jedno vy-
stupni hradlo AN D. O

Horni odhad velikosti obvodu ve vété 7.7 nelze pro alternujici obvody hloubky
2 zlepsit.

Véta 7.8 (Lupanov [180]) Kaidy alternujici obvod C hloubky 2, ktery po-
¢itd funkci XOR(z1, ..., x,), must byt velikosti aspori 2"~ + 1.
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Dale ukdzeme konstrukci alternujicitho obvodu pro soucet dvou pfiroze-
nych ¢isel.

Véta 7.6 (Wegener [282, 283]) Soucet dvou n-bitovijch prirozengch Cisel
lze pocitat alternujicim obvodem wvelikosti O(n?) a hloubky 4, resp. velikosti

O(n?) a hloubky 3.

Dukaz: Budeme pocitat soucet z = x + y dvou pfirozenych cisel =,y €
N. Oznaéme ®1...%n, y1...Yn € {0,1}™ a z1 ... 2,41 € {0,1}"+! po Fade
bindrni reprezentace ¢isel x, y a z. Necht déle ¢; € {0,1} (i = 1,...,n) je
i-ty pfenosovy bit ve vysledku z;.

Nejprve zkonstruujeme alternujici obvod pro vypoéet ¢; .. .¢,. Pro tento
G¢el definujme booleovské funkce g; = x; Ay; (1 < i< n), tj. g; =1, pravé
kdyz i-té bity scftanci generuji pfenosovy bit, a p; = x; Vy; (1 < i < n),
tj. p; = 1, pravé kdyz i-té bity sé¢itancu pfedavaji prenosovy bit dal. Pomoci
nich definujeme funkce

tj. fij = 1, pravé kdyz j-té bity scitancl generuji prenosovy bit, ktery je
déle sifen az k i-tému bitu. Z toho vyplyva, Ze i-ty pfenosovy bit lze pocitat
nasledujicim zptsobem:

CZ:f”\/f”+1\/\/fzn 1<i<n. (76)

Tedy prvni vrstva prislusného alternujictho obvodu se skldda z n — 1 hradel
OR, které poéitaji p; (1 < i < n). Ve druhé vrstvé je O(n?) hradel AN D
poéitajicich fi; (1 < i < n, i < j < n) podle (7.5). Tfeti vystupni vrstva
pocitd pozadované ¢ ...c, podle (7.6).

Podobnym zptisobem lze zkonstruovat alternujici obvod velikosti O(n?)
a hloubky 3 pro vypocet ¢ ...¢,. K tomu se vyuziji nasledujici booleovské
funkce. Funkce h; = Z; Ay; = 1 (1 < ¢ < n), pravé kdyz pfenosovy bit je
pohlcen v i-tém bitu s¢ftanci, a ¢; = Z; Vy; = 1 (1 <4 < n), pravé kdyz i-té
bity s¢itancli negeneruji prenosovy bit. Potom ¢; = €;; Ve; 41V ... Vein
(I1<i<n),kdee;=qgAqip1 A Ag_1 ARy =1(1<i<n,i<j<n),
pravé kdyz j-ty bit s¢itanct pohlti pfenosovy bit, ktery neni déle generovan
az k i-tému bitu.

Nyni jiz budeme konstruovat alternujici obvod pro vypocet souctu
21 zngp1 € {0,117 Ziejmé 21 = ¢1, Zng1 = TnDYn a zig1 = T, DYiDCig1
pro 1 < i < n. Plati, ze

zi®yi = (& Vy)A(EVE) (7.7)
x; Oy
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Nutné tedy s > n, protoze, kdyby s < n, pak by C(s,n) < 20(n%) podle
(7.11), coz je ve sporu s (7.12). Pro s > n ze vztahu (7.11) vyplyva C(s,n) <
20(s%) 4 porovnanim s (7.12) dostaneme 20(s%) > 22" tj. s = Q(27). O

Techniku dikazu véty 7.9 lze pouzit pro podobny dolni odhad u klasickych
obvodi, ktery je zndm jiz ze 40. let [236]. AvSak uvedeny argument nepo-
skytuje zaddny ptiklad booleovské funkce, jejiz implementace by vyzadovala
velky alternujici obvod. Doposud se totiz napt. nepodafilo najit booleovskou
funkci, ktera by potfebovala k vypoctu své funkéni hodnoty klasicky obvod
aspon kvadratické velikosti. Na druhou stranu kazdou booleovskou funkci 1ze
pocitat alternujicim obvodem hloubky 3, jehoz velikost se shoduje s uvede-
nym dolnim odhadem ve vété 7.9. To znamen4, ze kazdou booleovskou funkci
lze pocitat tfivrstvou neuronovou siti s exponencidlnim poétem neuront, coz
je optiméln{ velikost, pokud neurony mohou poéitat pouze AN D nebo OR.

Véta 7.10 (Redkin [233]) KaZdou booleovskou funkci f s n proménngmi
lze pocitat alternujicim obvodem velikosti O(2%) a hloubky 3.

Diikaz: Pro jednoduchost pfedpokladejme, 7ze n je sudé. Pro licha n je dukaz
podobny [260]. Pro konstrukci alternujictho obvodu pro vypocet f pouzijeme
standardni techniku rozdél a panuj. Funkei f rozepiSeme jako disjunkci 27

funkef A(by,...,bz) : {0,1}" — {0,1} s n proménnymi z1, ..., T,:
flr, .. en) = \/ h(bi, ..., b2)(z, ... 2n). (7.13)
(b1,...,b%)E{0,1}%
Funkce h(b1,...,b%) se od sebe navzdjem lisi vektorem % parametri
(bla .. ,b%) S {0, 1}%

,:L‘n,) = /2\(1’2 = bz) A

1
A f(bl,...,b%,l‘%+1,...,$n). (714)

h(b1,...,b%)(l‘1,...

Nyni popiseme alternujici obvod hloubky 3, ktery pocita f. Ve treti vrstve
je vystupni hradlo OR, které bude realizovat disjunkei (7.13). Druhd vrstva
se skldda z 27 hradel AN D, ktera vyhodnocuji véechny funkce h(by, ..., br)
((b1,...,b=) € {0, 1}7) pomoci jejich konjunktivnich normélnich forem (viz
diikaz véty 7.7). Za timto Géelem prvni vrstva obsahuje 2% hradel OR, ktera
odpovidaji véem moznym klauzulim nad % proménnymi zzy1,..., 2, ze
vstupni vrstvy. Kazdé hradlo ve druhé vrstvé je pak spojeno jen s relevant-
nimi hradly z prvni vrstvy, tj. poé¢ita konjunkeci téch klauzuli, které se vysky-
tuji v normaélni formé odpovidajici funkce h(by, .. ., bg). Dale je kazdé hradlo
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Dukaz: Nejprve predpokladejme, ze hradla v prvni vrstvé alternujiciho ob-
vodu C poéitaji AND a na vystupu je hradlo OR. Tedy pro kazdy vstup
(b1, ...,by) € {0,1}" takovy, ze XOR(bq, ...
hradlo AN D s vystupem 1. Toto hradlo zavisi na vSech vstupech

,bn) = 1, existuje v prvnf vrstvé

z, bi=1 .
vi:{m b = 0 i=1,...,n, (7.9)

protoze, kdyby napf. nezaviselo na vstupu v; pro néjaké 1 < j <mn, pak by

XOR(.’I?l,...,.’I?j_l, 0 ;-77]'+1;---;-77n):
XOR(x1,...,xj_1, 1 ,&jp1,...,2n), (7.10)

coz je spor s definici funkce XOR. Navic vime, ze pocet vstupt (b1,...,b,) €
{0,1}", pro které XOR(b1,...,bs) = 1, je 2°~1 tedy pocet hradel AN D
v prvni vrstvé musi byt 277!, coz spolu s vystupnim hradlem uréuje velikost
27~1 4 1 alternujiciho obvodu C.

Pripad, kdy hradla v prvni vrstvé alternujictho obvodu C' poéitaji OR
a na vystupu je AND, je analogicky. Napf. z uvedeného obvodu vytvo-
ffme alternujici obvod C stejné velikosti, ktery po¢itd XOR(x1, ..., x,), tak,
ze podle de Morganovych vzorci zaménime vsechna hradla AND a OR a
vstupy #; a ; (i = 1,...,n). Pro dolni odhad velikosti C' aplikujeme stejny

argument jako v pfedchozim pFipadé. |

Dolni odhad velikosti alternujiciho obvodu ve vété 7.8 plati jen pro hloub-
ku obvodu 2. Nasledujici véta zobecnuje tento odhad pro neomezenou hloub-

ku.

Véta 7.9 Existuji booleovské funkce n proménnych, které pro vypocetl fun-
kéni hodnoty vyZaduji alternujici obvod velikosti Q(27).

Dukaz: Oznacme C(s, n) pocet alternujicich obvodi velikosti s, které majin
vstupi. Nejprve odhadneme C(s, n) shora. Pocet orientovanych acyklickych
grafti na s vrcholech (tj. pofet matic sousednosti minimalné s nulovou hlavni
diagonalou) je mensi nez 2°°=% Potet raznych pfipojeni n vstupu k takovému
orientovanému grafu s s vrcholy je 3%, protoze pro kazdy vstupi=1,...,n
a pro kazdy vrchol v grafu bud z;, nebo &; je spojen s v nebo s nim -ty vstup
nenf spojen. Pocet raznych voleb vystupu v tomto grafu je s a poé¢et moznych
pfifazeni funkei AN D nebo OR jeho vrcholim je 2¢. Z toho dostavame

C(s,n) < 2°° 773752 = 52°"3"% (7.11)

Na druhou stranu chceme najit nejmensi s, aby pocet alternujicich obvoda
s n vstupy velikosti s byl vétsi nebo roven poctu vsech booleovskych funkei
n proménnych, tj.

C(s,n) > 22" (7.12)
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ze u alternujicich obvodi lze oproti klasickym obvodidm nepatrné redukovat
hloubku. Navic také zkonstruujeme klasicky obvod pro soucet celych ¢isel.
Nejprve vsak zformulujeme jednoduchou lemmu o vypoctu asociativni ope-
race pomoci klasickych obvodu.

Lemma 7.11 Necht o : {0,1}?2 — {0,1} je asociativni bindrni operace,
kterou lze pocital klasickym obvodem C' wvelikosti s a hloubky d. Pak pro
kazdé prirozené cislo n > 2 sloZenou n-drni operaci &1 o xa 0 +++0 &, lze
pocitat pomoci klasického obvodu velikosti (n — 1)s a hloubky d[logn].
Diikaz: Tvrzeni ukdzeme indukei dle n. Pro n = 2 dostaneme pfimo pted-
poklad lemmy. Obecné pro n > 2 aplikujeme opét princip rozdél a panuy.
SloZenou n-arni operaci o muZzeme diky asociativité rozlozit:

:/Ulo“-oxn:(xlo.-.oxL%J)o(xL%JHoA-Ao:tn). (7.15)

Uzavorkované ¢leny na pravé strané rovnice (7.15) lze dle indukéniho pred-
pokladu poéitat dvéma klasickymi obvody Cy velikosti s1 = (5] — 1)s
s hloubkou d; = dflog|%|] a C3 velikosti s5 = ([§] — 1)s s hloubkou
dy = d[log[%]]. Klasicky obvod pro vypocet zjo0- - -0, ziskime podle (7.15)
spojenim (' a Cy s kopii obvodu C' tak, ze vystupy C; a Cy jsou vstupem C|

o o
Wi G G
e

Obr. 7.5: Klasicky (alternujici) obvod pro vypoéet funkei XOR a XOR
s hradly AN D v prvni vrstvé.
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AN D 7 druhé vrstvy reprezentujici h(by, ..., bz ) navic podle (7.14) spojeno
se vstupy x; pro b; = 1 a s negacemi vstupl Z; pro b; =0 (1 <i < %),
Tim je zajisténo konzistentni vyhodnoceni funkéni hodnoty f podle (7.13) a
(7.14). Velikost popsaného alternujictho obvodu je 27+! + 1 = O(27%). Pii-
klad uvedené konstrukce pro XOR(x1, x3, 23, £4) je na obrazku 7.4. |

XOR(z1, 52,23, z4)

Obr. 7.4: Alternujici obvod hloubky 3 pro XOR(z1, 2, x3, 24).

7.1.3 Klasické obvody

Jak jsme jiz v Gvodu této podkapitoly konstatovali, v teorii booleovské slo-
7itosti se tradicné studuji klasické obvody, které jsou specidlnim pFipadem
logickych obvodi (viz definici 7.3) a diky omezenému poétu vstupl u hradel
jsou vhodné k hardwarové realizaci napf. klasickych poéitaci. Na druhou
stranu alternujici obvody jsou kvili velké hustoté propojeni blizsi modeltum
neuronovych siti. V tomto odstavci se pokusime o jejich srovnani a uvidime,



172 KAPITOLA 7. SLOZITOST OBVODU

kompresi dle (¢) z lemmy 7.5 k redukei hloubky na [logn] + 1 a k zmengeni
velikosti na 4n — 2. Po odecteni tfi uSetfenych hradel urcenych k vystupu
negace ma vysledny alternujici obvod pozadovanou velikost 4n — 5. ]

Nyni ukazeme konstrukci, jak z obecného logického obvodu vytvofit ekvi-
valentni klasicky obvod kvadratické velikosti a hloubky zvétsené o logarit-
micky faktor.

Véta 7.13 Pro kazdy logicky obvod s n vstupy, velikosti s a hloubky d exis-
tuje ekvivalentni klasickyj obvod velikosti s? + sn a hloubky d[log(s + n)].

Dukaz: Kazdé hradlo AN D, resp. OR s k vstupy muzeme diky asociativité
konjunkce a disjunkce podle lemmy 7.11 nahradit klasickym podobvodem
velikosti k — 1 a hloubky [logk]. Zfejmé k < s + n, tedy velikost vysled-
ného klasického obvodu je s(k — 1) < s + sn a jeho hloubka je d[logk] <

d[log(s + n)]. O

Na druhou stranu u klasického obvodu je mozné redukovat hloubku, po-
kud uvolnime omezeni na pocet vstupa hradel.

Véta 7.14 Pro kazdy klasicky obvod velikosti s a hloubky d existuje ekvi-
valenini alternujict obvod velikosti 25+ s a hloubky f%] + 1 pro libovolné
prirozené c¢islo 6 € N.

Dikaz: Dany klasicky obvod rozdélime horizontalné na f%] pést hloubky 6.
Booleovska funkce, kterou pocita hradlo na vystupu pasu, zavisi nejvyse na
2% hradlech z piedchozich pasi, protoze u klasického obvodu je potet vstupi
u kazdého hradla nejvyse 2. Normalni formu této funkce 2% proménnych vak
muzeme realizovat pomoci alternujictho podobvodu hloubky 2 a velikosti
22° 41 (viz vétu 7.7). Nahrazujeme postupné vSechny pasy v obvodu pomoci
téchto alternujicich podobvodi tak, ze stfidame implementace konjunktivni
a disjunktivni normélni formy, abychom mohli pouzit kompresi podle dle ()
v lemmé 7.5 k redukei hloubky na f%] +1. Tomu odpovidé velikost vysledného

alternujictho obvodu 92° ¢ + s. O
Ackoliv se mize narast velikosti u alternujictho obvodu ve vété 7.14 zdat

nepfipustné velky, pro vhodné é dostaneme redukci hloubky v rdmci poly-
nomidlni velikosti.

Dusledek 7.15 (Chandra, Stockmeyer, Vishkin [131]) Pro kaZdy kla-
sicky obvod wvelikosti s a hloubky d existuje ekvivalenini alternujici obvod

velikosti 2V19855 4 s ¢ hloubky fi] + 1 pro libovolné pFirozené éislo

loglog s
ke N.
Dukaz: Ve vété 7.14 poloime § = L_g_g_lo }CO 2. 0
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ktery pocita binarni operaci o. Velikost vysledného obvodu je sy 4+ s5 + s =
(n — 1)s a jeho hloubka je max(dy,ds) + d = dz 4+ d = d[log[5] + log 2] =
d[logn]. O
Piiklad pouziti lemmy 7.11 je konstrukce klasického (resp. alternujictho)
obvodu pro vypocet parity.

Véta 7.12 Punkci XOR(z1,...,2,) (n > 2) lze pocitat klasickym obvodem
velikosti 6n—9 a hloubky 2[log n], resp. alternujicim obvodem velikosti 4n—5
a hloubky [logn] + 1.

?

Dukaz: Na obrazku 7.5, resp. 7.6, je klasicky obvod s 6 hradly hloubky 2,
ktery poéita funkci y = XOR(x1, 23) a jeji negaci y = XOR(x1, x2). Funkce
XOR je asociativni, a tedy dle lemmy 7.11 paritu XOR(z1,...,2,) lze po-
¢itat klasickym obvodem velikosti 6(n — 1) a hloubky 2[logn]. Navic tento
obvod pocitd i negaci XOR(x1,...,2,), proto lze uSetfit odpovidajici vy-
stupni hradlo a dvé hradla s nim spojené. Tedy velikost vysledného klasického
obvodu je 6n — 9.

V piipadé alternujiciho obvodu stfiddme pti konstrukei podle lemmy 7.11
obvod na obrazku 7.5 s obvodem na obrazku 7.6. Diky tomu mtzeme vyuzit

o0 (o) (o (o
%S

T2 T2

Obr. 7.6: Klasicky (alternujici) obvod pro vypoéet funkei XOR a XOR
s hradly OR v prvni vrstvé.
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C's O(m + logn) vstupy, protoze soufet n m-bitovych ¢isel lze reprezento-
vat pomoci O(m + logn) biti, coz dle lemmy 7.16 odpovidd O(m + logn)
hradlim C'. Z toho vyplyva, ze velikost C; je O(n(m + logn)).

Nakonec musime jesté secist dvé &isla s reprezentaci O(m+logn) bitt na
vystupu C;. Pro tento ti¢el vytvoifme podle véty 7.6 alternujici obvod C4! ve-
likosti O((m+logn)?) a hloubky 4, ktery pfevedeme na ekvivalentn{ klasicky
obvod C'5 hloubky O(logn) pomoci metody z dikazu véty 7.13. Obvod Cj
m4 v tomto pifpadé velikost O((m+logn)?), protoze kazdé z O((m+logn)?)
hradel AN D ve druhé vrstvé obvodu C4' miize mit az O(m + logn) vstupi.

Vysledny klasicky obvod hloubky O(logn) pro souet n m-bitovych ¢isel
vznikne spojenim obvodd Cy a Cy. Jestlize m = Q(logn), pak velikost C}
je O(nm) a velikost Cy je O(m?). Pokud naopak m = O(logn), pak veli-
kost Cy je O(nlogn) a velikost Cy je O(log® n) = O(nlogn). Tedy velikost
vysledného obvodu je O(nm + m3 +n logn). O

Velikost obvodu ve vété 7.17 lze snizit na O(nm + m? log;2 m + nlogn), po-
kud za C4' v jejim diikazu vezmeme alternujici obvod velikosti O(nlogn) a
konstantni hloubky pro soucet dvou n-bitovych ¢isel popsany v [259].

7.1.4 Posloupnosti logickych obvodi

V piedchozich odstavcich jsme se zabyvali koneénymi logickymi obvody s n
vstupy, které mohou realizovat booleovskou funkci n proménnych. Ty vsak
vzhledem k pevnému poctu vstupil nelze povazovat za obecné algoritmy,
u nichz délka vstupu neni pfedem omezend (nap¥. vstupni péaska Turin-
gova stroje). Proto se uvazuje nekoneéna posloupnost logickijch obvodd, kde
kazdé délce vstupu odpovida pravé jeden logicky obvod s piislusnym poétem
vstupi. Miry slozitosti (velikost, hloubka) u tohoto vypocetniho modelu jsou
funkci délky vstupu.

Definice 7.18 Definujeme nekonecnou posloupnost logickych obvoda C =
(Co,C1,Cy,...), v niz logicky obvod Cp = (Vo, Xn,Yn, En, ln) (n > 0) md
| Xn| = n vstupi. Velikost posloupnosti C je takovd funkce S : N — N na
prirozenych Cislech, Ze velikost logického obvodu C, v této posloupnosti je
pro kaZdé n > 0 mensi nebo rovna S(n). Podobné hloubka posloupnosti C
je funkce D : N — N, pro niZ hloubka C, je mensi nebo rovna D(n) pro
kazdé n > 0.

Posloupnost logickych obvodi budeme pfi studiu jeji slozitosti podobné
jako u Turingova stroje vyuzivat k rozpoznavani jazykt nad bindrni abe-
cedou {0, 1}, které odpovidaji problémim danym mnoZinou slov s kladnou
odpovédi. Avsak tento vypocetni model nema podle definice 7.18 obecné

e,
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7 disledku 7.15 vyplyva, ze modely diskrétnich acyklickych neuronovych
siti majici neomezeny pocet vstupu neuroni mohou v aktivnim reZimu za

cenu nejvyse kvadratického narastu velikosti 9 {/logs + s = O(s?) urychlit
(paralelnf) ¢as vypoctu o faktor O(loglog n) oproti obvodim, které vyuzivaji
klasické pocitace.

Ve vété 7.6 jsme ukazali konstrukei alternujictho obvodu polynomialni
velikosti a konstantni hloubky pro soucet dvou pfirozenych ¢isel. Tento vy-
sledek zobecnime pro soucet n celych ¢isel pomoci klasického obvodu poly-
nomidlni velikosti a logaritmické hloubky. Pro tento Géel nejprve dokdzeme
nasledujici lemmu:

Lemma 7.16 Ezistuje klasicky obvod velikosti 16n a hloubky 4, ktery pro
vstup 17l n-bitovych prirozenych cisel a, b, ¢ vypocild dvé pFirozend ¢isla d,

e takovd, Zea+b+c=d+e.

Dikaz: Postupujeme podobné jako v dikazu véty 7.6. Zde dy...dp41 €
{0, 1} jsou prenosové bity ae; .. . e, piedstavuje vysledek souctu a-+b+c
bez téchto bitd. Tedy d,41 =0 a

dz:(az\/bz)/\(bz\/cz)/\(az\/cz) 1<i<n, (716)

kde a;, b;, ¢; jsou i-té bity bindrni{ reprezentace Cisel a, b, c¢. Klasicky obvod
hloubky 3 pro vypocet d podle (7.16) se skldda z 3n hradel OR a 2n hradel
AND. Podobné e; = a; ® b; ®¢; (1 <t < n) lze vyjadiit:

ei = (a; ANb; Ac;)V (a; Nby A&V (@ Aby NGV (G Ab; Ae).  (T.17)

To znamena, ze klasicky obvod hloubky 4 pro vypocet e podle (7.17) se skldda
z 8n hradel AN D a 3n hradel OR. Tedy pozadovany vysledny klasicky obvod
ma velikost 16n a hloubku 4. ad

Véta 7.17 (Hong [120, 121]) Soudet n m-bitovijch celyjch ¢isel lze poéital
klasickim obvodem welikosti O(nm + m® + nlogn) a hloubky O(logn).

Dikaz: Ukazeme pozadovany vysledek pro pfirozena ¢isla, zatimco diukaz
pro celd ¢isla je podobny. Postupujeme podobné jako v lemmé 7.11. Zaci-
name se souttem n ¢isel, které rozdélime na skupiny po tfech ¢islech, pro
Jjejichz soucet vytvotrime klasicky obvod C' podle lemmy 7.16, a zredukujeme
tak pocet séitanctu na f%n] Uvedeny postup opakujeme pro tyto scitance a
jejich souéty atd. Tedy po i-tém kroku zbyvéa f(%)zn] scitancu. Cely proces
ukonéime se dvéma séftanci, tj. po ]og% n = O(log n) krocich. To znamen4,
ze hloubka vytvofeného klasického obvodu € je O(logn), protoze obvod C

v lemmé 7.16 mé konstantni hloubku. Déle obvod C; se sklada z O(n) kopif
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(iii) Dikaz probihd obdobné jako v ¢asti (i¢), navic uvazujeme vypoclty
Turingova stroje s omezenou casovou a prostorovou slozitosti. Pro
L = L(M) € P zkonstruujeme pro kazdé n > 0 s vyuzitim jen logarit-
mického prostoru logicky obvod C), implementujici funkci f,. Konfi-
gurace polynomidlniho vypoétu Turingova stroje M kédujeme pomoci
vrstev obvodu C,, které jsou spojeny (stejnymi) logickymi podobvo-
dy realizujicimi pfechodovou funkci M. Na druhou stranu vypocet L-
uniformni posloupnosti obvodu pro dany vstup lze realizovat v polyno-
mialnim Case, protoze odpovidajici Turinglv stroj M¢c pro konstrukei
pfisluéného obvodu C,, pracuje v logaritmickém prostoru, tj. nejvyse
v polynomialnim ¢ase. O

Véta 7.20 ukazuje, ze posloupnost logickych obvodi, tj. posloupnost dis-
krétnich acyklickych neuronovych siti, lze povazovat za univerzalni vypocetni
prostiedek. V tomto modelu lze také pFirozené definovat t¥idu problémi (ja-
zykt), které jsou ,prakticky“ Fesitelné, tj. rozhodnutelné v polynomidlnim
¢ase. Déale se budeme zabyvat L-uniformnimi posloupnostmi logickych (al-
ternujicich i klasickych) obvodi s omezenou hloubkou. To je motivovano
predevs§im praktickymi potfebami, protoze L-uniformita implikuje polyno-
midlni velikost obvodu, ktera je nutnou podminkou pfi hardwarové realizaci
obvodu. Navic omezené hloubka obvodu, kterd odpovida paralelnimu casu
vypoctu, zajistuje efektivitu jeho vypoétu. Tomu také odpovid4 neurofy-
rologicka skutecnost, protoze nervova soustava se sklada z nékolika vrstev
neuronil a pocet neuroni neni neomezeny. Za timto Gcelem definujeme na-
sledujici tFidy slozitosti.

Definice 7.21 (Cook [48]) Oznaéme NC* (k > 1), resp. AC* (k > 0),
tridu jazykd rozpoznatelnyjch L-uniformni posloupnosti klasickych, resp. al-
ternujicich, obvodi (polynomidini velikosti S(n) = O(n®), kde ¢ je kon-
stanta) polylogaritmické hloubky D(n) = O(loglc n). Ddle definujeme tzv.
Nickovu tfidu NC (Nick’s Class), resp. tridu AC:

NC = | Jnc* (7.18)
E>1

AC = | JACk. (7.19)
k>0

Nickovu t¥idu v definici 7.21 pojmenoval S. A. Cook podle Nicka Pippengera,
ktery objevil vztah mezi NC a slozitosti turingovskych vypocti [224]. Né-
sledujici véta ukazuje vztah mezi uvedenymi t¥idami slozitosti a naznacuje
moznou hierarchii téchto t¥id, kterd je zndzornéna na obrazku 7.7.
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jazyky véetné nerekurzivnich, tj. téch, které nejsou algoritmicky rozhodnu-
telné (napt. Turingovym strojem). Z tohoto divodu se navic pozaduje, aby
posloupnost obvodu byla tzv. uniformni.

Definice 7.19 Posloupnost logickijch obvodi C s jednim viystupem, 1.
|Yo| = 1 pro n > 0, rozpoznava jazyk L C {0,1}*, znacime L = L(C),
jestliZe pro kaZdy vstup x € {0, 1}” vystup Cp(x) = 1, prdvé kdyzx € L. Dile
rekneme, Ze posloupnost logickijch obvodi je uniformni, resp. L-uniformni,
jestliZe existuje algoritmus (napt. Turingdv stroj), resp. algoritmus pracujici
v logaritmickém prostoru, kiery pro kazdé n > 0 zkonstruuje logicky obvod
Cy z této posloupnosti.

Véta 7.20

(i) Pro kazdy jazyk L C {0,1}* existuje (obecné neuniformni) posloupnost
C logickych obvodi exponencidlni velikosti S(n) = O(2") a konstanini
hloubky D(n) = O(1), kterd rozpozndvd L = L(C).

(i1) Jazyk L C {0, 1}* je rekurzivni, pravé kdy? existuje uniformni posloup-
nost C logickych obvodi, kterd rozpozndvd L = L(C).

(iii) Jazyk L C {0, 1}* je algoritmicky rozhodnutelny (Turingovym strojem)
v polynomidinim ¢ase, {j. L € P, prdvé kdyZ existuje L-uniformni po-
sloupnost C logickych obvodd, kterd rozpozndvd L = L(C).

Duikaz:

(i) Pro kazdou délku slova n > 0 uvaZujeme booleovskou funkci f, :
{0,1}" — {0,1} s n proménnymi takovou, Ze pro kazdé slovo x €
{0,1}" délky n je fn(x) = 1, pravé kdyz x € L. Funkce f, (n > 0) lze
dle véty 7.7 realizovat logickymi obvody exponencialni velikosti a kon-
stantni hloubky, které tvofi vyslednou posloupnost rozpoznévajici L.

(i1) Necht nejprve L je rekurzivni jazyk, tj. existuje Turingtv stroj M, ktery
rozhoduje L = L(M). Logicky obvod C), pro vstup délky n v posloup-
nosti C, kterd rozpoznava L = L(C), lze algoritmicky zkonstruovat
tak, ze podobné jako v dikazu (i) realizujeme funkci f,, jejiz hodnoty
ziskdme vypoétem Turingova stroje M pro vSechny vstupy délky n.
Obracené pfedpokladejme, ze L = L(C) je rozpoznavan uniformni po-
sloupnosti C alternujicich obvodu. Tedy existuje Turingtv stroj Mc,
ktery pro kazdé n > 0 zkonstruuje logicky obvod C,, z posloupnosti C.
Algoritmicky test, zda x € L, probih4 tak, Zze pomoci M¢c je nejprve
sestrojen obvod Cjx|, kde |x| je délka slova x, a pak je podle definice 7.2
vypoéten vystup C|x| pro vstup x, ktery je 1, praveé kdyz x € L.
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Vzhledem k tomu, ze NC = AC (viz (iii) ve vété 7.22), podobné Gvahy
o efektivnich paralelnich obvodech lze ptfenést 1 na diskrétni acyklické neu-
ronové sité. Pfi studiu problému NC-P se také uvazuji Giplné problémy
vzhledem k tzv. AC-redukci.

Definice 7.23 Rekneme, Ze problém (jazyk) B C {0, 1}* je AC-redukovatel-
ny na problém A C {0,1}* a znacime B <. A, jestlize existuje zobrazeni
f 40,1 — {0, 1}*, kieré lze pocitat L-uniformni posloupnosti alternuji-
cich obvodi (polynomidlni velikosti) polylogaritmické hloubky, takové, Ze pro
kazdé x € {0,1}* plati x € B, privé kdyz f(x) € A. Problém A je P-tézky,
jestlize pro kazdy problém B € P plati B <, A. Problém A je P-uplny,
jestlize je P —tézky a A € P.

Véta 7.24 Jestlize A je P-iplng problém a A € NC, pak NC = P.

Dukaz: Necht problém B € P. Tedy B lze AC-redukovat na A, protoze
A je P-Gplny problém. To znamend, ze existuje L-uniformni posloupnost
C = (Cy,C1,C4,...) alternujicich obvodi C), polylogaritmické hloubky,
kterd kazdy vstup x € {0,1}* problému B pfevede pomoci C|x na vstup
f(x) € {0,1} pro A tak, ze x € B, pravé kdyz f(x) € A. Diky tomu,
7e A € NC, existuje L-uniformni posloupnost C4 = (C#,C{,C4, .. ) kla-
sickych, a tedy i alternujicich obvodi C’,? polylogaritmické hloubky, ktera
rozpornéava A = L(CA). Tedy vysledna L-uniformni posloupnost CP =
(CE,CE,CP, .. ) alternujicich obvodi CP polylogaritmické hloubky, kterd
rozpoznéva B = L(CP), vznikne spojenim obvodt C,, a C;} tak, 7e vystupy
C,, jsou vstupem CA. 7 toho plyne NC = AC = P. m|

Nyni ukdzeme piiklad P-aplného problému:

Problém vyhodnoceni obvodu C'V P (Circuit Value Problem):
instance: Alternujici obvod C' s n vstupy a jednim vystupem; n bitd
ai,...,a, € {0,1}.

otdzka: Jaky je vystup C pro vstup ay,...,a,”

Véta 7.25 (Ladner [167]) CV P je P-dplng problém.

Dukaz: 7Ziejmé C'V P € P, protoze alternujici obvod lze vyhodnotit v poly-
nomialnim ¢ase. P¥i dukazu, ze C'V P je P-tézky problém, predpokladejme,
ze B je libovolny problém z P. Tedy dle (i) z véty 7.20 a véty 7.4 exis-
tuje L-uniformn{ posloupnost alternujicich obvodia C = (Cy, C1,Ch, .. )
polynomidlni velikosti, kterd rozpozndvda B = L(C). Definujme zobrazeni
f {01} — {0,1}* tak, ze f(z1...2n) = (code(Cp),x1...2n), kde
code(Cy) € {0, 1}* je néjaky bindrni kbd alternujictho obvodu C),. Zobrazeni
f lze realizovat posloupnosti C; alternujicich obvodi konstantni hloubky
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NCY) AC) NC?

Obr. 7.7: Hierarchie t¥id sloZitosti AC a NC.

Véta 7.22
(i) Pro kazdé k > 1 plati inkluze NC* C ACF.
(ii) Pro kazdé k > 0 plati inkluze AC* C NCF+1,

(ili) NC = AC.
(iv) NCCP.
Dukaz:

(i) Klasicky obvod je specidlnim pfipadem obecného logického obvodu, ktery
1ze podle véty 7.4 prevést na ekvivalentni alternujici obvod téméf stejné

hloubky.

(i1) Podle véty 7.13 mizeme z obecného logického obvodu C), polynomialni
velikosti S(n) a hloubky D(n) = O(loglc n) vytvofit ekvivalentni
klasicky obvod CY, polynomialni velikosti O(S%(n) + nS(n)) a
hloubky O(log’C+1 n), kterd je zvétSend jen o logaritmicky faktor
[log(S(n) 4+ n)] = O(logn), protoze S(n) je nejvys polynom.

(iii) Tvrzeni je pfimym dusledkem () a (i1).
(iv) Tvrzeni plyne z (i2) véty 7.20, v niz chybi omezen{ na hloubku. O

Platnost ¢i neplatnost obracené inkluze v tvrzeni (iv) véty 7.22 je jednim
z hlavnich otevienych problémi paralelni teorie slozitosti. Rovnost NC' = P
by znamenala, ze kazdy prakticky FeSitelny problém by se také dal pouze
s polynomidlnim hardwarem pocéitat v polylogaritmickém paralelnim case.
Jinymi slovy kazdy polynomidlni algoritmus by bylo mozné efektivné zpa-
ralelnit. VSeobecné pfijimand hypotéza NC # P tuto moznost vyluéuje.
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Definice 7.29 Prahovy obvod C = (V, X,Y, E,£) je obvod (viz definici 7.1),
jehoZ tridu F hradlovijch funkci tvori obecné linedrni prahové funkce. Po-
kud neuvedeme jinak, budeme vidy uvaZoval jen booleovské prahové funkce.
To znamend, Ze zobrazeni £ pFitadi kaZdému hradlu s k vstupy celoéiselnou
(obecné redlnou) reprezentaci (woq, ..., wy;h) pFislusné booleovské prahové

funkce.

V prahovém obvodu podobné jako u logického obvodu studujeme miry
deskriptivni slozitosti jako je velikost, hloubka a navic maximélni viha a
vaha obvodu. Na maximélni vdhu muzeme klést jist4 omezeni a ziskdme tak
specidlni podtiidy prahovych obvodi. To odpovid4 pamétové naroénosti pfi
implementaci diskrétni acyklické neuronové sité, kdy na reprezentaci kazdé
vahy v sfti mame jen omezeny pocet bitu.

Definice 7.30 Maximaln{ vdha wy,q; v prahovém obvodu je hodnola nej-
vélst vahy booleovské prahové funkce, kterou hradlo v obvodu pocitd. Vaha
prahového obvodu |w| je soucet vsech absoluinich hodnot vihovyjch parame-
tri v obvodu. Prahové obvody s jednotkovymi vahami maji mazimdlni vihu
1 a prahové obvody s malymi vahami maji mazimdlni vihu omezenou poly-
nomem vzhledem k pocilu vstupt obvodu, 1{j. na reprezentaci jedné vihy staci

O(logn) biti.

Je ziejmé, ze 1 < Wmar < |w]. Navic pro obecny prahovy obvod velikosti s
se souvislou topologif plati, 7e s — 1 < |w| < s%wpae.

Podobné jako u alternujicich obvodi (viz definici 7.3) budeme nékdy
pfedpokladat, ze kazdy vstup x; (¢ = 1,...,n) prahového obvodu je navic
sdruzen s pfidanym vstupem Z; odpovidajicim jeho negaci. To ndm umozni
omezit se na obvody s kladnymi vdhami pomoci analogie véty 7.4.

Véta 7.31 Pro kaZdy prahovy obvod (s jednotkovymi, resp. malymi vihami)
velikosti s, hloubky d a mazimdlni vdhy wy,q, existuje ekvivalenini prahovy
obvod (s jednotkovymi, resp. malymi vihami) velikosti 2s, hloubky d a ma-
zimdlni vahy wy,qq, kiery md jen kladné vdhy.

Dukaz: Pomoci (¢7) v lemmé 6.27 lze zaporné vahy nahradit negaci odpo-
vidajicich vstupti hradel a ty lze pfesunout do vstupni vrstvy podobnym
zpusobem jako v dikazu véty 7.4 s vyuzitim (¢4¢) z lemmy 6.27. O

7.2.1 Implementace funkci

Pomoci prahovych obvodu je mozno efektivné poéitat symetrickou booleov-
skou funkei, jejiz hodnota nezavisi na poradi vstup.

Véta 7.32 (Hajnal, Maass, Pudldk, Szegedy, Turan [91]) KaZdou
symelrickou booleovskou funkci f s n proménnymi lze pocilal prahovim ob-
vodem (s jednotkovymi vdhami) velikosti 2n + 1 a hloubky 2.
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tak, Ze konstantni vystupni hradla reprezentuji kéd C,, a zbyla hradla zko-
piruji vstup. Posloupnost C je diky L-uniformité posloupnosti C také L-
uniformni. Navic x € B, pravé kdyz f(x) € CVP, atedy B <, CVP. |

V zéavéru této podkapitoly jesté zformulujeme bez dukazu tvrzeni, ktera
se tykaji separace hierarchie tfid sloZitosti pro L-uniformni posloupnosti al-
ternujicich obvodi s konstantni hloubkou. Tyto vysledky jsou relevantni pro
modely diskrétnich acyklickych neuronovych siti, které vétsinou predpokla-
daji konstantni hloubku.

Definice 7.26 Oznacme ACY (k > 0), tFidu jazyki rozpoznatelnijch I-
uniformni posloupnosti alternujicich obvodi (polynomidlni velikosti S(n) =
O(n®), kde c je konstanta) konstantni hloubky D(n) = k. Ziejmé

Ac® = Ac} (7.20)
k>0

a ACY C ACY C ACY C ... je tzv. hierarchie ACY.

Je ziejmé, 7e ACY ; ACY, protoze AC? se sklada jen z konjunkei, popt.
jen disjunkei vybranych vstup nebo jejich negaci. Podle véty 7.6 vime,
ze soucet dvou n-bitovych ¢isel lze realizovat pomoci alternujictho obvodu
hloubky 3 a polynomiéalni velikosti. Na druhou stranu kazdy alternujici obvod
hloubky 2 vyzaduje pro vypoéet (prvnfho bitu) takového souétu aspon 2771
hradel [259], coz lze ukdzat pomoci podobného argumentu jako v dikazu
véty 7.8. 7 toho vyplyva, ze ACY ; ACY. Ve skutecnosti tiidy celé hierarchie
AC? 1ze oddélit.

Véta 7.27 (Sipser [257]) Pro kazdé k > 0 plati nerovnost AC} ; AC’,S_H.

Podle véty 7.12 vime, 7e parita je v NC!, ale podle véty 7.8 neni v ACY,
co# Ize zobecnit pro ACY. Tento vysledek implikuje jedinou dosud znamou
separaci tfid v hierarchii na obrazku 7.7.

Véta 7.28 (Furst, Saxe, Sipser [70, 282]) XOR e NC'\ AC°.

7.2 Prahové obvody

V predchozi podkapitole jsme se zabyvali logickymi obvody, které lze chéa-
pat jako diskrétni acyklické neuronové sité s funkci neuronu omezenou jen
na konjunkci a disjunkci, tj. na jednoduché booleovské prahové funkce (viz
vétu 6.26). V této podkapitole zobecnime tento vypocetni model tak, ze
hradla v tzv. prahovém obvodu budou pocitat obecnou booleovskou praho-
vou funkei (viz podkapitolu 6.4). Tim dosdhneme vérnéjsi model diskrétni
acyklické neuronové sité.
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pravé kdyz zvazend suma vstupu bude vétsi nebo rovna éislu, které ma
néasledujici binarni reprezentaci:

cica...cpp1l 0...0
1€2 p+1
m+p+1-—Fk

Podobné druhé hradlo v tomto paru bude aktivni, pravé kdyz zvdzena suma
vstupi bude mensi nebo rovna (tj. zdporna zvazena suma vétsi nebo rovna)
¢islu s nasledujici bindrni reprezentaci:

ciea .. .cpp1l 1.1
162 p+1
m+p+1-—Fk

7 toho vyplyva, ze v prvni vrstvé je vidy asponn 2P*! hradel aktivnich a
to z kazdého paru aspon jedno. Pokud navic y, = 1 s pfenosovymi bity
e1...cpp1 € {0, 1}P+1 pak v odpovidajicim paru jsou obé hradla aktivni,
tedy celkové v prvnf vrstvé je pravé 2P+! + 1 hradel aktivnich. Pro vypodet
yr staci spojit vSechna hradla z prvni vrstvy s jednim vystupnim hradlem
ve druhé vrstvé, které je aktivni, pravé kdyz je aktivni asponn 2P*! 41 hradel
v prvoi vrstvé, tj. ma jednotkové vahy a prah 271 + 1. Tedy méme prahovy
obvod pro vypoéet yj velikosti 2212 +1 = O(n), hloubky 2 a maximélni vahy
gmtptl=k < 9m=1 16 k> p+ 2. Podobnym zpisobem lze sestrojit prahové
obvody stejnych parametri pro vypocet yi,...,ypt1. Vysledny prahovy ob-
vod pro soulet n m-bitovych &sel mé velikost O(nm + nlogn), hloubku 2 a
maximalni vahu 2m~1. ad

Analogii véty 7.33 Ize dokéazat i pro malé vahy za cenu nepatrného narustu
velikosti a hloubky prahového obvodu.

Véta 7.34 (Hofmeister, Hohberg, Kohling [117]) Soucel n m-bito-
vich celijch Eisel lze pocitat prahovym obvodem velikosti O(nm+m?+nlogn),
hloubky 5 a mazimdlni vihy O(n).

Dikaz: Pozadovany vysledek ukdzeme pro piirozend ¢éisla, zatimco du-
kaz pro cela éisla je podobny. S¢itance nejprve usporadame do n x m bito-
vého pole, které rozdélime na [m/|logn 4+ 1|] bloki s n fadkami a
[logn 4 1] sloupci. Soucet kazdého bloku, pfip. zleva doplnény nulami, se
sklada z 2|logn+1] bitd, z nichz prvni polovina jsou pfenosové bity a druha
polovina tvofi vysledek souctu bloku. Spojenim pfenosovych, resp. soucto-
vych, bita od vSech téchto bloki dostaneme pfenosové, resp. souctové, bity
hledaného sou¢tu. Souétem pfenosovych a souctovych bitu ziskame vysledny
soucet.

Uvedeny soucet jednoho bloku lze podle véty 7.33 realizovat pomoci pra-
hového obvodu velikosti O(n logn), hloubky 2 a maximalni vahy O(n). Tedy
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Dukaz: Hodnota symetrické booleovské funkce zavisi jen na po¢tu promén-
nych s hodnotou 1. Uvazujme mnozinu Ny = {n1,...,n5} (0 < k = |N¢| <
n) viech takovych potl jednotkovych vstupt, pro které hodnota f je 1, tj.

Nf = {n/

Prvni vrstva prahového obvodu pro vypocet f se sklddd z k = |Nf| part
hradel. V j-tém paru (j = 1,..., k) je prvni hradlo aktivni, tj. jeho vystup je
1, pravé kdyz 3°7 | #; > nj, a druhé hradlo je aktivni, pravé kdyz )" | a; <
nj, tj. > —w; > —nj (resp. Y., &; > n—mn;). % toho vyplyva, ze v prvnf
vrstvé je vidy aspon k hradel aktivnich a to z kazdého paru aspon jedno.
Pokud navic f(z1,...,2,) = 1,t). >, #; = nj proné&jaké n; € N¢, pak v j-
tém paru jsou obé hradla aktivni, tedy celkové v prvni vrstvé je pravé k + 1
hradel aktivnich. Staé¢i tedy spojit véechna hradla v prvn{ vrstvé s jednim
vystupnim hradlem ve druhé vrstvé, které je aktivni, pravé kdyz je aktivni
aspon k + 1 hradel z prvni{ vrstvy, tj. ma jednotkové vahy a prah k 4+ 1. O

i=1

f(xl,...,xn)zlHin:n',Ogn’gn}. (7.21)

Velikost (obecného) prahového obvodu pro vypocet symetrické booleovské
funkce ve vété 7.32 lze snizit na O(+/n) [259], pokud uvazujeme hloubku 3,
pro niz je tato velikost jiz téméf optimaélni (dolni odhad pro hloubku 3 je
Q(nz=¢) pro ¢ > 0 [258]).

Podobnou technikou jako v dukazu véty 7.32 ukazeme analogii véty 7.17
o souttu ¢&fsel pro prahové obvody nejprve s neomezenymi vdhami. Diky
tomu, ze hradla pocitaji booleovskou prahovou funkci a maji neomezeny
pocet vstupu, soucet ¢isel lze realizovat s konstantni hloubkou obvodu.

Véta 7.33 (Hofmeister, Hohberg, K8hling [117]) Soudet n m-bilo-
vych prirozenych cisel lze pocitat prahovym obvodem hloubky 2, wvelikosti
O(nm + nlogn) a mazimdlni vihy 2m~1.

Dukaz: Oznacme ;122 ... %im € {0,1}™ (i = 1,..., n) binarn{ reprezentaci
i-tého &sla na vstupu a y1...Yp41Ypt2 - - -Ymapt1 € {10, 1}FPH bindrni
reprezentaci vysledného souétu téchto ¢isel na vystupu, kde p = |logn].
Nejprve zkonstruujeme prahovy obvod pro vypocet y; pro k > p+2. Hodnota
Y 2Avisi na & p_p_ 12 p_p ... T m € {0, 1ym+r+2=F pro i =1,...,n, jejichz
soucet je 1 ...Cpp1 YY1 - - - Ymtp+1 € {0, 1ymt2r43=F kde ¢ .. SCpp1 €
{0,1}P+! jsou pienosové bity tohoto souétu. Kazdé hradlo z prvni vrstvy
prahového obvodu bude spojeno s x;; pomoci vahy 2™~J pro 1 < i < n,
k—p—1 < j < m. Pro kazdou moznou hodnotu pfenosovych bitle1...cpq1 €
{0, 1}7*! uvazujeme pér hradel. Prvni hradlo v tomto paru bude aktivni,
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Ptedchozi vysledky naznacuji, ze prahové obvody polynomialni velikosti a
konstantni hloubky pfedstavuji silny vypocetni prostfedek. Nasledujici véta,
kterou uvedeme bez dikazu, ukazuje, Ze pomoci nich lze poéitat analytické
funkce, tj. napf. odmocninu, sinus, kosinus, logaritmus atd. To ukazuje na
velkou vypocéetni silu diskrétnich vicevrstvych neuronovych siti s polyno-
midlnim poctem neuront a konstantnim pocétem vrstev, které odpovidaji
neurofyziologické skuteénosti.

Véta 7.37 (Reif, Tate [234]) Necht analylickd funkce md konvergenini
rozvoj do Taylorovy Fady f(x) = o, cn(® —x0)" v intervalu |z — o] < ¢,
kde 0 < e <1 a kocficienly ¢, = §* € Q jsou raciondlni cisla, tj. an, b, € Z

Jsou celd ¢isla, a navic |ay,|, |bn| < Y pak existuje algoritmus, ktery pro

kazdé n > 0 zkonstruuje v polynomidlnim case prahovy obvod s jednotkovymi
vdhami polynomidlni velikosti a konstantni hloubky, kiery pro bindrni repre-
zentact x1...xn € {0,1}" ¢isla © pocitd funkéni hodnotu f(x) s presnosti
2="" pro libovolnou konstantu ¢ > 1.

Hradlo prahového obvodu s neomezenymi vdhami pocitd booleovskou
prahovou funkci. Pokud v8ak uvazujeme malé, popf. jednotkové vahy, pak
podle véty 6.38 nelze pomoci jednoho hradla s omezenymi vahami realizovat
vSechny booleovské prahové funkce. Ty vsak lze pocitat pomoci prahového
obvodu s omezenymi vahami polynomiélni velikosti a konstantni hloubky.

Véta 7.38 Booleovskou prahovou funkci f s n proménnymi lze pocilal pra-
hovim obvodem velikosti O(n? log? n), s malymi vihami a hloubkou 6, resp.
s jednotkoviyme vihami a hloubkou 8.

Dukaz: Necht (w1, ...wp;h) je reprezentace booleovské prahové funkce f.
Podle lemmy 6.7 miizeme predpokladat, 7ze h = 0, a z véty 6.30 vyplyvé4, ze na
reprezentaci jedné vahy w; (i = 1,...,n) stalf O(nlogn) biti. Prvni vrstva
prahového obvodu bude realizovat souciny konstantnich bitd reprezentace
véhy w; s odpovidajicim bindrnim vstupem z; € {0,1} proi=1,...,n tak,
ze pro nulovy bit reprezentace vahy zavedeme hradlo s konstantnim nulo-
vym vystupem a pro jednotkovy bit reprezentace vdhy w; uvazujeme hradlo
s vystupem z;, které jen kopiruje vstup z;, tj. je s nim spojeno jednotkovou
védhou a mé jednotkovy prdh. Tomu odpovidd O(n?logn) hradel v prvnf
vrstvé prahového obvodu, jejichz vystupy predstavuji n binarnich reprezen-
taci sou¢ini w;z; pro ¢ = 1,...,n, z nichz kazda se sklada z O(nlogn) bita.
Pro soucet téchto n O(nlogn)-bitovych ¢isel vyuzijeme prahovy obvod ve-
likosti O(nzlog2 n), hloubky 5 a maximaln{ vdhy O(n) z véty 7.34, resp.
prahovy obvod s jednotkovymi vahami velikosti O(n? log? n) a hloubky 7
7z véty 7.36. Vystup prahového obvodu je realizovan hradlem, které odpovida
znaménkovému bitu uvedeného souctu, protoze ten pro h = 0 predstavuje
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pro soutet O(m/logn) blokl je potfeba prahovy obvod velikosti O(nm).
Pro soucet O(m + logn) pFfenosovych a souctovych bitd pouzijeme alter-
nujicf obvod 7 véty 7.6, tj. prahovy obvod s jednotkovymi vahami velikosti
O((m + logn)?) a hloubky 4. Spojenim uvedenych obvodfi dostaneme pra-
hovy obvod velikosti O(mn+(m+logn)?), hloubky 6 a maximalni vahy O(n).
Jestlize m = O(logn), velikost obvodu je O(nlogn + log”n) = O(nlogn),
a pro m = Q(logn) ji lze vyjadtit O(nm + m?). Tedy celkové ma uvedeny
prahovy obvod pozadovanou velikost O(nm + m? 4+ nlogn).

Navic z dukazu véty 7.33 vime, Ze zvdzend suma prahovych hradel ve
druhé vrstvé je bud rovna prahu, nebo je o 1 mensi. Proto mizeme konjunkci
¢; (podobné disjunkei p;) z dikazu véty 7.6 pocitat jiz ve druhé vrstvé jednim
hradlem spojenym se vstupy obou operanda této konjunkce. Prah tohoto
hradla je sou¢tem praha ptislusnych dvou hradel, které pivodné ve druhé
vrstvé realizovaly operandy g¢;. Tim usetfime tieti vrstvu a ziskame vysledny
prahovy obvod hloubky 5. O

Jako dusledek véty 7.34 dostaneme efektivni prahovy obvod s malymi
vahami pro nésobeni dvou ¢isel.

Disledek 7.35 Soucin dvou n-bitovych prirozenyjch cisel lze pocitat praho-
vym obvodem velikosti O(n?), hloubky 6 a mazimdlni vihy O(n).

Dukaz: Poéitame soucin z dvou prirozenych ¢éisel 2,y € N. Necht y1,...,y, €
{0, 1}" je bindrni reprezentace ¢isla y. Tj. mizeme psat

z=zy==x Zn: 2"~y = Zn: 2"z ) (7.22)
i=1

i=1

Souciny (z - y;) v souctu (7.22) pro i = 1,...,n lze poéitat jednou vrstvou
O(n?) hradel AND, tj. prahovych hradel s jednotkovymi vdhami. Soucet
(7.22) n n-bitovych ¢isel 1ze pak podle véty 7.34 realizovat pomoci prahového
obvodu velikosti O(n?), hloubky 5 a maximalni vahy O(n). Tedy vysledny
prahovy obvod s malymi vdhami pro pozadovany souéin ma velikost O(n?)

a hloubku 6. O

Jesté bez dlikazu uvedeme analogii véty 7.34 a dusledku 7.35 pro prahové
obvody s jednotkovymi vahami.

Véta 7.36 (Parberry, Pippenger, Paterson [212, 213]) Soudel n m-
bitovijch celijch ¢isel lze pocital prahovym obvodem s jednotkovymi vihami
velikosti O(nm+m? logloglog n/loglogn+nlogn) a hloubky 7. Soucin dvou
n-bitovych prirozenijch cisel lze pocilal prahovym obvodem s jednotkovimi

vihami velikosti O(n?) a hloubky 8.
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7.2.2 Analogové prahové obvody

Doposud jsme se zabyvali prahovymi obvody, které odpovidaji diskrétnim
neuronovym sitim. V tomto odstavci zobecnime tento model na tzv. ana-
logové prahové obvody, jejichz hradla pocitaji spojitou funkci slozenou z li-
nearni a aktivaéni (pfenosové) funkce. Ve shodé s aplikacemi modeld neu-
ronovych siti mzeme uvazovat rizné aktivacni funkce. V této kapitole se
napf. omezime na standardni sigmoidu (1.9), kterou vyuziva ucici algoritmus
backpropagation (viz podkapitolu 2.2). Ackoliv hradla analogového praho-
vého obvodu poéitaji redlné funkce, vystupy obvodu ztstavaji binarni, a
proto je potieba specifikovat, jakym zpisobem je zaokrouhlime.

Definice 7.42 Analogovy prahovy obvod C' = (V, XY, E,{) je obvod (viz
definici 7.1), kde trida F hradlovijch funkci obsahuje funkce sloZené z linedrni
a aktivacni (prenosové) funkce. Presnéji zobrazeni ¢ pritadi kazdému hradlu
JEV sk vstupy x1,...,xr obecné redlné vihy a prdh £(j) = (w1, ..., wy; k)
linedrni funkce & = Zf:] w;x; — h. Pokud neuvedeme jinak, omezime se
vZdy na celociselné hodnoty wq, ..., wi, h € Z. Kazdé nevyjstupni hradlo s k
vstupy pak pocild redlnou funkci

k

Y= O'(Z wix; —h), (7.24)

i=1
kde o je aklivacni funkce. MiuZeme nap¥. uvazoval standardni sigmoidu:

1

Vystupni hradlo md bindrnt vystup se separaci 6 > 0:
1 ko w;x; > h+6
y= Z@,—l = (7.26)
0 >i_qwiz;<h-—46.

Zformulujeme bez dikazu vétu, kterd ukazuje, ze analogové prahové ob-
vody konstantni velikosti a hloubky 2 pocitaji vice booleovskych funkci nez
diskrétni prahové obvody stejnych parametra. To znamend, ze analogové
dvouvrstva sit s malym konstantnim poétem neuroni, kterd se obvykle po-
uziva v praxi, muze byt silnéjsim vypocetnim prostfedkem nez jeji diskrétni
verze.

Véta 7.43 (Maass, Schnitger, Sontag [183]) Booleovskou funkci F,, :

{0,1}2" — {0, 1}, definovanou jako paritu dvou konsenzudlnich funkci:

Fo(z1, .. @, 01, ..o, 4n) =
MAJORITY (21,...,2,) @© MAJORITY (ys,...,yn), (7.27)
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hodnotu booleovské prahové funkce f. Vysledny prahovy obvod ma tedy
velikost O(nzlog2 n), hloubku 6 v pfipadé malych vah, resp. hloubku 8 pro
jednotkové vahy. |

Déle budeme implementovat obecnou booleovskou funkei pomoci praho-
vého obvodu. Podobné jako pro alternujici obvody (viz vétu 7.9) ukdzeme
nejprve dolni odhad velikosti prahového obvodu.

Véta 7.39 (Siu, Roychowdhury, Kailath [259])  FEzistuji booleovské
funkce n proménngch, které pro vypocel funkéni hodnoly vyZaduji prahovy

obvod velikosti 9(2%)

Diikaz: Technika dukazu je stejnd jako ve vété 7.9. Pocet ruznych prahovych
funkci s + n proménnych je dle véty 6.32 nejvyse 2(”‘*'”"“)2, a tedy pocet
moznych pfitazeni téchto funkei s hradlim lze shora odhadnout 9s(s+n+1)*,
Potom horni odhad (7.11) pro pocet C(s,n) obvodu velikosti s s n vstupy
miuZeme pro prahové obvody piepsat nasledujicim zpasobem:

O(s,m) < 22" =53nsgpe(s#ntD)? — gos(snthsloogns (7 93)

Navic podminka (7.12) implikuje s > n. Tedy (7.23) lze upravit na C(s,n) <
20(s°) 3 porovnanim se vztahem (7.12) dostaneme 20(:%) > 22" tj. s =
Q(27%). O
Dolni odhad ve vété 7.39 lze vylepsit na Q(2% /y/n). Tvrzeni zformulujeme
bez dukazu obecné pro vektorovou booleovskou funkeci.

Véta 7.40 (Horne, Hush [126]) Ezistuji vekiorové booleovské funkce f :
{0,1}* — {0,1}™ s n proménngmi a m vystupy, kieré pro vipocet funkéni

hodnoty vyZaduji prahovy obvod velikosti Q(m2% /\/n — log m).

Na druhou stranu podle véty 7.10 I1ze booleovskou funkei n proménnych

n

pocitat prahovym obvodem velikosti O(22) a hloubky 3, dokonce s jednot-
kovymi vdhami (viz vétu 6.26), coz je v pfipadé jednotkovych vah optimaln{
velikost [126]. Néasledujici véta, kterou zformulujeme bez dikazu, ukazuje,
ze uvedenou velikost prahového obvodu pro vypocet booleovské funkce lze
pro neomezené vahy a hloubku 4 vylepgit tak, ze je podle véty 7.40 také
optimalni. V praci [181] je popsana konstrukce prahového obvodu, kterd je
optimalni pro vektorové booleovské funkce.

Véta 7.41 (Lupanov [180]) Booleovskou funkci n proménnijch lze pocital
prahovym obvodem wvelikosti O(27% //n) a hloubky 4.
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7C0) NCY) ACY) TCO

Obr. 7.8: Hierarchie t¥id slozitosti AC, NC a T'C.

Ttidy slozitosti T'C* (k > 0) pro prahové obvody mizeme zafadit do
hierarchie t¥id slozitosti pro alternujici a klasické obvody. Obrazek 7.8 je
roz§ifenim hierarchie téchto t¥id z obrazku 7.7. Napt. t¥idy 7'C' = NC sply-
vaji, tedy pro 7'C' mizeme uplatnit stejné vysledky jako pro NC' (viz odsta-
vec 7.1.4).

Véta 7.46

(i) 7C° £ ACY.

(ii) Pro kazdé k > 0 plati inkluze AC* C T'CF.
(iii) Pro kazdé k > 0 plati inkluze TC* C NCF+1,
(iv) NC=AC =TC.

Dukaz:

(i) Podle véty 7.32 je XOR € T'C° a na druhou stranu XOR ¢ AC? podle
véty 7.27. Proto TCY # AC®.

(i1) Alternujici obvody jsou podle véty 6.26 specidlnim pFipadem prahovych
obvodu.
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lze pocitat analogovym prahovym obvodem velikosti 5, hloubky 2 a mazimdlni
vihy O(1), se separaci Q(1/n?) na vistupu. Na druhou stranu funkci F,, nelze
pocitat prahovym obvodem (s neomezenymi vihami) konstanini velikosti a

hloubky 2.

Vysledek ve vété 7.43 Ize zobecnit pro neomezenou hloubku [56]. Dolnf odhad
na velikost prahového obvodu, ktery pocita tzv. undrni mocninu

n 2 n? n n?
Fo(z,y) = { 1 '(.Zizl xi)" > Y i v 2 € {0,117,y €{0,1} (7.28)
0 jinak,
je Q(logn), zatimco pomoci analogového prahového obvodu ji lze poéitat
s Q(1) separaci jen se dvéma hradly.

7.2.3 Tridy sloZitosti a jejich hierarchie

Podobné jako v ptipadé logickych obvodi uvazujeme nekoneéné posloupnosti
prahovych obvodi pro rizné délky vstupu. Pomoci nich pak definujeme t¥idy
slozitosti pro prahové obvody.

Definice 7.44 Oznac¢me UC*, resp. TC*, resp. WC*, (k > 0) tFidu jazyki
rozpoznatelnych L-uniformni posloupnosti prahovych obvodi (polynomidlni
velikosti S(n) = O(n®), kde c je konstanta) polylogaritmické hloubky D(n) =
O(logk n) s jednotkovymi, resp. malymi, resp. neomezenymi, vdhami. Ddle
definujeme tridy sloZitosti:

ve = (Juct (7.29)
E>0

rc = [Jrct (7.30)
k>0

we = | Jwct. (7.31)
k>0

Nésledujici véta ukazuje, ze tii typy tfid slozitosti prahovych obvodu v de-
finici 7.44 podle velikosti vah ve skutec¢nosti splyvaji. Proto se dile mizeme
omezit napt. na prahové obvody s malymi vdhami.

Véta 7.45 (Parberry, Schnitger [214]) Pro kaZdé k > 0 plati rovnost
Uch =10t =wck.

Dukaz: Kazdé prahové hradlo s neomezenymi vdhami lze podle véty 7.38 na-
hradit prahovym podobvodem polynomiélni velikosti a konstantni hloubky,
s jednotkovymi, resp. malymi vahami. O
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Véta 7.50 (Maass, Schnitger, Sontag [183]) Pro kaidé k > 1 plali rov-
nost TCY (o) = TC}.

Pokud navic pfipustime zvyseni hloubky prahového obvodu o konstantni
faktor, pak ekvivalence mezi prahovymi a analogovymi obvody v ramci po-
lynomidlni velikosti plati i pro neomezené vahy a neomezenou hloubku [55].

V hierarchii TC? je prvni inkluze ostra, tj. TC? ; TCY. To odpovida
znamému argumentu Minského a Paperta (viz podkapitolu 1.1), ze jedno-
Je novéjsi a hlubsi analogicky vysledek pro dvouvrstvé neuronové sité, pomoci
kterych nelze s polynomidlnim poétem neuroni a s polynomidlnimi vahami
(vzhledem k poctu vstupt) poéitat nékteré funkce (napft. booleovsky skaldrni
soutin), které lze pocitat t¥ivrstvou neuronovou siti s polynomialnim poétem
neuront a s polynomialni velikosti vah. To odpovida separaci 7'CY ;Ct TCy,
kterou v zavéru této kapitoly dokdzeme. Za timto Gcelem zformulujeme nej-
prve nékolik pomocnych vét.

Véta 7.51 (Hajnal, Maass, Pudldk, Szegedy, Turan [91]) Definujme
booleovsky skalarni souéin jako funkci 1P : {0,1}?" — {0,1}:

n

IP(JL‘],...,l‘n,,y],...,yn):@(zi/\yi) (7.33)
i=1
a oznaéme odpovidagict jazyk IP = {(x,y) € {0,1}*"|IP(x,y)=1,n > 1}.
Pak IP € TCY.

Dukaz: V prvni vrstvé prahové obvodu je n hradel pocitajicich konjunkci
z;Ay; proi = 1,...,n. Dalsi dvé vrstvy pocitaji jejich paritu podle véty 7.32.
Tedy vysledny prahovy obvod (s jednotkovymi vahami) pro 7P mé velikost
O(n) a hloubku 3. O

Definice 7.52 Necht A, B C {0,1}" jsou dvé disjunkini mnoZiny, 1j.
AN B = 0. MnoZinu @ nazveme ¢-diskrimindtorem A nad B, jestlize @
protind vélsi procento A neZ B, 1j.

@NAl_[@N B
Al | Bl

>e. (7.34)

Dile ozna¢me doplnék A = {0,1}" \ A. Rekneme, Ze mnozina @ je e-
diskriminatorem A, jestliZe je e-diskrimindtorem A nad A. Navic necht C je
prahovy obvod s n vstupy a jednim vystupem, pak definujeme jazyk L(C) =
{xe{0,1}"|C(x) =1}.

7.2. PRAHOVE OBVODY 189

(iii) Booleovskou prahovou funkci lze poéitat pomoci klasického obvodu ve-
likosti O(n? log® n) a hloubky O(logn), coz lze ukdzat stejnym zpiso-
bem jako v dikazu véty 7.38, kdy pro sou¢et n O(nlogn)-bitovych éisel
pouzijeme klasicky obvod z véty 7.17. Tedy kazdé hradlo v prahovém
obvodu lze nahradit klasickym podobvodem polynomidalni velikosti a
logaritmické hloubky, ¢imz nam vzroste hloubka obvodu o logaritmicky
faktor.

(iv) Tvrzeni je pfimym disledkem (4i7). O

V dalsim vykladu se zaméfime na prahové obvody polynomialni velikosti
a konstantni hloubky. Ty odpovidaji vérné modelim vicevrstvych neuro-
novych siti, které pfi praktickych aplikacich obvykle maji dvé az t¥i vrstvy
s pFfiméfenym poctem neuronu. Nejprve opét zavedeme tFidy slozitosti, které
vytvaii moznou hierarchii prahovych obvodi s konstantni hloubkou a uve-
deme bez dikazu jejich vztah pro rizné velikosti vah.

Definice 7.47 Oznacme UCY, resp. T'CY, resp. WCY, (k > 1), tFidu jazyki
rozpoznatelnych L-uniformni posloupnosti prahovych obvodi (polynomidlni
velikosti S(n) = O(n®), kde ¢ je konstanta) konstantini hloubky D(n) = k
s jednotkovymi, resp. malymi, resp. neomezenymi, vihami. Ziejmé

1¢c’ = | Jrey =ve® =we’ (7.32)

k>1
aTCY CTCYCTCYC...je tzv. hierarchie 1'CY,
Véta 7.48

(i) (Goldmann, Hastad, Razborov [80])
Pro kazdé k > 1 plati inkluze WC?Y C TCIS+1'

(ii) Pro kazdé k > 1 plali inkluze TC} C UC,8+1.
Zavedeme také analogickou hierarchii t¥id pro analogové prahové obvody.

Definice 7.49 Oznacme TCY (o) (k > 1) tFidu jazyki rozpoznatelngjch IL-
uniformni posloupnosti analogovych prahovych obvodi (polynomidini veli-
kosti S(n) = O(n®), kde c je konstanta) konstanini hloubky D(n) = k s ma-
lymi vahami.

Ackoliv podle véty 7.43 jsou analogové prahové obvody silnéjsim vypocet-
nim prostfedkem nez prahové obvody, nasledujici véta, kterou uvedeme bez
dukazu, ukazuje, ze v ramci polynomidlni velikosti obvodu mezi nimi neni
rozdilu dokonce pfi stejné hloubce. Ptislusné hierarchie z definic 7.47 a 7.49
splyvaji.
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Véta 7.56 (Hajnal, Maass, Pudldk, Szegedy, Turan [91]) KaZdy pra-
hovy obvod hloubky 2 a vihy |w|, ktery§ pocitd 1P : {0,1}?" — {0,1}, md
velikost aspon Q2% /|w|?).

Dukaz: Necht C; je prahovy obvod velikosti s, hloubky 2 a vahy |w|, ktery
poéita TP N {0,1}?". Podle (i) a (i) z lemmy 6.27 existuje prahovy ob-
vod Cy velikosti s, hloubky 2 a vdhy |w]|, ktery poéitd IP a jehoz vystupni
hradlo ma kladné vahy. Z ného déle vytvotime ekvivalentni prahovy obvod
C, kde uvedené vystupni hradlo ve druhé vrstvé mé jednotkové véhy. Jeho
spoj s kladnou celou vdhou v > 1 nahradime v spoji s jednotkovymi vdhami,
které vedou od v kopii odpovidajiciho hradla, pfidanych do prvni vrstvy.
Prahovy obvod C' mé pak velikost s|w|. Vystupni hradlo v C' je spojeno
s m = O(s|w]|) prahovymi podobvody Cj (j = 1,...,m), resp. jednotlivymi
hradly C; v prvni vrstvé obvodu C, kterd pocitaji booleovské prahové funkce.
Podle lemmy 7.53 existuje 1 < k < m takové, ze L(Cy) je 1/m-diskriminétor
L(C) = TP N {0,1}?". Necht (w1,...,wsn;h) je piisluind celociselna repre-
zentace Cp. Oznatme

Xr

{xl oz, € {0,117

Zn:wixi = r} (7.40)

i=1

Y,

{y1---yn6{0,1}"

;> r} (7.41)

pro celé ¢islo r € Z. Ziejmé plati

|
LCy) = | (XpxYiyp) . (7.42)
p==|w|
Poéitejme
[L(C) N L(C)| = |L(C) N IO <
|
< | YD (X x Yasp) NIP| = |[L(Ck) N IP|| = (7.43)
p=—|w|
| o
= |IL(C)NIP| = > |(Xp x Yaep) NTP|| <
p=—]|w|
|| | o
< Z [(Xp X Yhp) N IP| = Z |(Xp x Yh—p)ﬂIP| < (7.44)
p:—|w| p:—|w|
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Lemma 7.53 (Hajnal, Maass, Pudldk, Szegedy, Turan [91]) Nech?
C je prahovy obvod s jednim vistupnim hradlem, kieré je spojeno pres jed-
notkové vahy s m prahovymi podobvody Cy, ..., Cy,. Pak existuje 1 < k <m
takové, Ze L(Cy) je 1/m-diskrimindtor L(C').

Dukaz: Necht €' ma n vstupta a jeho vystupni hradlo mé prah h. Tedy pro
kazdé x € L(C) aspon h podobvodi C; (1 < j < m) ma pro x vystup 1, tj.
x € L(Cj). Z toho vyplyvi, ze

Z [L(Cy) N L(C)| = h|L(C)]- (7.35)

Podobné, pro kazdé x € L(C) nejvyse h — 1 podobvodi C; (1 < j < m) ma
pro x vystup 1, tj. x € L(C}), a proto

Z\L )N IC)] < (h= DL (7.36)
K nerovnosti (7.35) pfi¢teme nerovnost (7.36) vynasobenou —1 a dostavame:

3~ (M0l [£(65) nT(O)
2\ "o @)

Podle (7.37) tedy musi existovat podobvod Cj, (1 < k < m) takovy, ze

>1. (7.37)

|L(C) N L(C))| \L(Ck) n m\

— >1/m, (7.38)
L) IZ(C)|
L(Cy) je 1/m-diskriminator L(C'). O
Lemma 7.54 (Lindsey [25]) Pro vsechna X,Y C {0, 1}" plati
(X xY)NIP| - [(X x Y)NIP|| <27 |X]|-|Y]. (7.39)

Lemma 7.55 |IP N{0,1}*"| =2"~1(2" - 1).

Ditkaz: Oznaéme T(n) = [IP N {0,1}*] a F(n) = [TP N{0,1}?"|. Zfejmé&
T(1)=1{P(1,1)=1)a F(1) =3 (IP(1,0) = IP(0,1) = IP(0,0) = 0).
Obecné T'(n) = 3T (n—=1)+F(n—1)a F(n) =3F(n—1)+T(n—1) pron > 1,
protoze IP(x',1,y’, ) = IP(x',0,y',1) = IP(x',0,y,0) = IP(x',y') a
IP(x',1,y',1) = IP(x',y') pro x',y' € {0,1}"~1. Dokazeme indukei dle n,
Ze T(n) = 27 1(27—1) a F(n) = 2"~ 1(2°+1). Vime, ze T(1) = 1 a F(1) = 3,
Necht tedy tvrzeni plati pron—1 (n > 1). Potom dle indukéntho pfedpokladu
T(n) = 37(n — 1) + F(n — 1) = 3-20-2(27=1 — 1) 4 97-2(97~1 1 1) =
2"=1(2" — 1) a podobné pro F(n). |
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Véta 7.56 implikuje podobnou separaci pro nepolynomialni vahy. Napf.
pro véechna 0 < ¢ < % kazdy prahovy obvod hloubky 2 a vahy 2°7, ktery

(1—4e)n

poéitd IP, ma velikost aspon (2= ). Dalsi separace hierarchie 7'C°
neni zndma, ani zda dojde ke zhrouceni této hierarchie v 7'C3 = 1'C°. Tento
kolaps by znamenal, ze tfivrstvé neuronové sité jsou v ramci polynomiélniho
poctu neuroni schopny jiz pocitat vSe, co lze realizovat pomoci vicevrstvych
neuronovych siti s konstantnim poétem vrstev. Uvazuje se i slabsi hypotéza,
7e ACY C TCY [138], aviak je zndmo jen to, #e kazdou funkci z AC? lze
pocitat prahovym obvodem hloubky 3 a velikosti n'°8° " [5].
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|uw] L
< D0 X x Yaop) NIP| = [(Xp x Ya_p) NTP|| <
p==|w|
< 27| X, |+ |Yaop| < (2lw|+1)27% . (7.45)
p=—|w|

V fadcich (7.43), (7.44) jsme za L(C}) dosadili (7.42). V fadku (7.45) jsme
aplikovali lemmu 7.54 a vyuzili faktu, ze |X,| < 2" a |Y,_,| < 2" pro
Jul < p < Jul.

Navic L(Cy) je 1/m-diskriminator L(C), tj.

LN Ke)|  |He)nI0)|
1/m < @) |m| , (7.46)

a pomoci lemmy 7.55 obdrzime

|L(Cy) N L(C)| \L(Ck) n L(C)\
2n—1(2n +1) - 277,—1(277, _ 1)
|L(Ck) N L(C)] = | L(Cr) N L(C)
— 922n—1

Im < <

(7.47)

Citatel ve vyrazu (7.47) je diky lemmé 7.53 kladny, a proto pomoci vztahu
(7.45) dostavame

2w+ 1)27F  20w|+1

1/m§ 922n—1 - 2%—1

(7.48)

7 toho vyplyva, ze O(s|w|) = m > 2771 /(2|lw|+ 1) = Q27 /|w|). Tedy veli-
kost prahového obvodu C1, ktery pocita IPN{0,1}%", je s = Q(23 /|w|?). O

Dusledek 7.57 TCY ; TCY ; TCY.

Diikaz: Funkci XOR ¢ T'CY nelze podle véty 6.26 poéitat jednou vrst-
vou prahovych hradel, ale mazeme ji podle véty 7.32 pocitat pomoci praho-
vého obvodu (s jednotkovymi vdhami) polynomidlni velikosti a hloubky 2,
tj. XOR € TCY. Tedy TCY ; TCS.

Podobné podle véty 7.51 je TP € TCY, ale na druhou stranu podle
véty 7.56 kazdy prahovy obvod hloubky 2 a polynomiélni vahy n® (c je
konstanta), ktery poéitd TP, ma velikost Q(2% /n?°) vétsf ne# polynomialni,
tj. IP & TCY. Tedy TCS;TC@. O
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Dile definujeme deskriptivni miry sloZitostt neuronové sité. Pocet neuroni
s = |V v siti se nazgvd velikost a soucet absolutnich hodnot vsech vah

jwl= Y lw(i, ) (8.1)

1,jEV

urcuje vahu neuronové sité N. Maximalni véha w4 je v absolutni hodnoté
nejvélst viha v neuronové sili.

Je ziejmé, ze 1 < Wmar < |w| a navic diky souvislosti topologie plati, ze
s — 1 < |w| < s2wpmae. Nésledujici definice formalizuje vypocet cyklické
neuronové sité, pfi kterém neurony poéitaji booleovské prahové funkce (viz
podkapitolu 6.4), tj. reprezentuji perceptrony.

Definice 8.2 Necht N = (V, X,Y, A, w, h) je cyklickd neuronovd sit a oznac-
me X ={1,...,n} mnoZinu n vstupnich neuroni. Ddle popiSeme vipocet N
pro vstup x = (&1,...,2,) € {0,1}". Za timto 4celem definujeme bindrni
stav y](-t) € {0,1} a celoéiselny vnitini potenciél 5]@ € Z neuronu j € V
v diskrétnim case vgpoctu t = 0,1,2,... V pocdtecnim case 0 inicializu-
jeme stavy vstupnich neuroni na vstup sité a zbylé neurony podle mnoZiny
inicidlné aktivnich neuroni:

x; JEX

y={1 je4 (82)
0 JjeV\(Xu4d).

V case t > 0 je urcen vnitini potencidl kazdého neuronu podle stavi neuroni
v sili: ) )
t t
5j = Z wjiY; - (8.3)
i€V

V Caset > 1 jsou pak aklualizovdny stavy neuronid j € oy z mnoZiny a; C V:

(t-1)
w_ )L & T2k
= -1 JE o (8.4)
d { 0 &7V <n
a ostaini neurony svij stav neméni, 1j. y](»t) = y;t_l) pro j & oy. Rekneme,

() _

Ze neuron j € V je v Case t aktivni, pokud y; , v opacném pFipadé
je pasivni. Podle volby oy (t > 1) rozlisujeme reZimy vypoctu N. Pokud
volba a4 je delerministickd a cenirdlné Fizend, hovorime o synchronnim vy-
poclu. Naopak v pripadé ndhodné distribuované aktualizace neuronu se jednd
o asynchronni vypocel. Neuronovd sit pracuje v sekvencnim rezimu, jestlize
|as| <1 pro vSechna t > 1 a nachdzi se v paralelnim rezimu, pokud |ay| > 2
pro néjaké t > 1. Ddle uvaZujeme plné paralelni rezim, kdy oy, = V pro

Kapitola 8

Cyklické neuronové sité

8.1 Formalni model

V této podkapitole budeme formalizovat vypocetni model diskrétni cyklické
neuronové sité (viz odstavec 1.3.2), ktery odpovid4 jejimu aktivnimu rezimu.
Na rozdil od prahovych obvodi v kapitole 7, které modelovaly vypocet dis-
krétni acyklické neuronové sité, pfipoustime v topologii tohoto modelu exis-
tenci cyklu stejné jako u Hopfieldovy sité (viz podkapitolu 3.2) nebo u Boltz-
mannova stroje (viz podkapitolu 3.4). Tedy vypocet nemusi obecné skonit.

Formélni definice cyklické sité a jejitho vypoctu jsou podobné jako u ob-
vodu (srovnejte s definicemi 7.1, 7.2) relativné nepfehledné, i kdyz principy
modelu jsou celkem jednoduché a pfirozené. V nékterych dukazech se na ni
budeme odvolavat, abychom upfesnili neforméalni postupy.

Definice 8.1 Cyklickd neuronovd sit je Sestice N = (V, X,Y, A, w, h), kde
V' je koneénd mnoZina neuroni, X C V je mnoZina n = |X| vstupnich
neurontd, Y C 'V je mnoZina vystupnich neuroni, A C V\ X je mnoZina ini-
cidlné aktivnich (nevstupnich) neuront, zobrazeni w:V xV — Z pritazuje
kaZdé usporddané dvojici neuront (3,j) € V x V celociselnou vdhu w(i, j) =
wj; € Z a zobrazeni h 1 V — Z urcuje u kaZdého neuronu j € V jeho celoci-
selng prah h(j) = h; € Z. Oznacme navic E = {(i,j) € V x V |w(i,j) # 0}
mnoZiny spoju a obecné cyklicky orientovany graf (V, E) pak tvori architek-
turu (topologii) neuronové sité N, u které predpokliddme souvislost. Véisi-
nou také predpoklidime, Ze vihy, které explicitné nezminujeme, jsou nulové
a odpovidajici neurony nejsou v architekture sité spojeny. Neuronovd sit je
jednoduché, pokud w(j,j) = 0 pro vSechna j € V, j. md nulové zpétné vazby.

10K
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lemmy 6.29 mizZeme navic bez Gjmy na obecnosti pfedpokladat, ze boo-
leovské prahové funkce neuronit v N maji rozhodujici reprezentace. Tomu
odpovidaji nésledujici vdhy a prahy téchto neuront:

11)'(pl-,pj) = w/(qi, qj) = w(i,j) j,ieVv
w'(qi,p5) = w'(pi, ;) = —w(i,j) (8.6)
h(p;) =—h(q;) = 2h(j)— Z w(i, j)

a také mnozina inicidlné aktivnich (podobné vstupnich a vystupnich) neu-
ronit A" = {p; |je€ AYU{qg; |j€ V\ A}U{v}. Pro potieby synchronizace
vypoctu budeme stavy neuronti p;, ¢; (j € V) fixovat silngmizpétnymi a vza-
jemnymi vazbami, tj. w'(pj,p;) = w'(q;,4;) = W a w'(p;, q;) = w'(g5,p;) =
—W, kde W volime tak, aby W > maxjev 2(>_;cy [w(i, j)| + |h(4)]). Ak-
tualizaci takto fixovanych neuront budeme postupné uvoliiovat v poradi
odpovidajicim systematickému synchronnimu vypoctu.

w
Obr. 8.1: Synchronizace asynchronniho vypoctu.

Neurony v; slouzi k zachovani spravného poradi aktualizace a jsou tedy
v tomto pofadi zapojeny do cyklu, tj. w'(vj41,v;) = =1 pro j =1,...,s
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vSechna t > 1, produktivni vypocet, pri kterém ay obsahuje aspon jeden ne-
stabilni neuron, 5. pro vsechnat > 1 existuje j € oy takové, Ze y](-t) + y](-t_])
vifpocet s fixovanymi vstupy, . a; N X = 0 pro vdechna t > 1, a syste-
maticky vgpocel, kdy je po Tadé akluwalizovdno vsech s = |V| neuroni, 1j.
a; = {j} pro j € V, v makroskopickém case 7> 0 (ts <t < (7 + 1)s).

2

V predchozi definici se uvazuje obecné nekoneény vypocet, avsak smysluplné
vypoéty cyklické neuronové sité konéi a stavy vystupnich neuront uréuji
jejich vysledek.

Definice 8.3 Necht N = (V, XY, A, w, h) je cyklickd neuronovd sit, u niz
probihd vipocel na vstup x € {0,1}". Definujeme stav y(Jt) € {0,1}™ pod-

mnoziny J = {j1,...,Jm} C V jejich neurond v case t > 0:
¥y =) (8.5)

a oznacime y(*) = yg). Produktivni vjpocet N je ukonlen (zastavi se, dosahl
stabilnfho stavu, konverguje) v case t* > 0, jestlize y) =y pro
vSechna ¢ > 1. Nejmensi takové t* se nazgjvd ¢as vypoctu a yg,t*) je vystup
N pro vstup x.

Definice 8.4 Cyklickd neuronovd sit No je f(t)-ekvivalentni se siti Ny,
jestlize pro vSechny vstupy x a kaZdy vypocel N1 na x, klery skonci v case t,
existuje vipocet No na vstup x, ktery skonci v case f(t) se stejnym vystupem.
Neuronovd sit Ny je ekvivalentni se siti Ny, jestliZe je s ni t-ekvivalenini.

Asynchronni model neuronové sité, v némz neurony aktualizuji své stavy
v ndhodném potadi, je vypocetné ekvivalentni se zdanlivé silnéjsimi modely
pracujicimi v systematickém sekvenénim ¢i plné paralelnim rezimu. To ndm
umozni se v néasledujicim vykladu vétSinou omezit na synchronni vypocty.

Véta 8.5 (Orponen [211]) Necht N = (V,X,Y, A, w,h) je jednoduchd
cyklickd neuronovd sit velikosti s, kterd v sekvencénim rezimu realizuje syn-
chronni systematické vypocly, jejichz ukonceni je signalizovdno aktivitou spe-
cidlniho neuronu. Pak existuje asynchronni sekvencni neuronovd sit N' =
(VXY A W' h') velikosti 4s + 1, kterd je (6 + 2)-ekvivalentni s N.

Dukaz: Necht oéislovan{ neuront V' = {1, ..., s} uréuje poradi aktualizace
synchronniho systematického sekvenéniho vypocétu N. Kazdému neuronu
z N budou odpovidat ¢tyfi neurony v N', tj. V! = {p;, ¢;, u;, v;|j € VIU{z}.
Stavy neuront p; budou béhem asynchronniho vypoc¢tu reprezentovat stavy
puvodnich neuront j € V a stavy neuronil ¢; jsou jejich negacemi. Podle
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a ha(i) = 1 pro i € X. Zbylé vahy a prahy se neméni, tj. wa(7, j) = wi(¢, j)
aha(j)=hi(j)proieVajeV\X. m|

Nyni jesté porovname vypocetni silu konvergentnich cyklickych neurono-
vych siti a acyklickych siti (prahovych obvodil). Standardni technika pouzita
pfi simulaci cyklické neuronové sité pomoci prahového obvodu pochazi od

Savage [247].

Véta 8.7 (Goldschlager, Parberry [81, 215]) Pro kaZdou cyklickou
neuronovoy sit N = (V, X, Y, A, w, h) velikosti s a vdhy |w|, kterd se v plné
paralelnim reZimu zastavi v case t* pro vsechny vstupy, existuje ekvivalenini
prahovy obvod C = (V', X', Y', E {) velikosti st*, vihy |w|t* a hloubky t*.

Dtkaz: Prahovy obvod C' simuluje vypocet neuronové sité N tak, ze kaz-
dému casovému kroku vypoctu N odpovida jedna vrstva C, ktera se sklada

o . . . o o .
7 neurontt V. Stav neurontl sité N v Case ¢ je roven staviim neuroni v £-té
vrstvé. Architektura N uréuje spojeni sousednich vrstev. Nésleduje formalni
popis konstrukce C. Oznaéme X = {1,...,n}.

Vi = G lievii<e <t}
X' = Az, 20} (8.7)
vio= G ieY}
Eo= (G0, G t+ D) w(i,j) #0545 €V; 1<t <"} U
U{(ei, G, D) [w(i, ) #0;jeVii=1,...,n}.
Pro definici £ nejprve predpokladejme, ze i1, ..., i € X jsou v8echny vstupni

neurony N spojené s neuronem j € V, tj. w(ip,j) #0 (p=1,...,k). Definu-
jeme reprezentaci booleovské prahové funkce pfifazené hradlim (j,1) € V"

E(j’ 1) = (w(il’j)’ : "’w(ikaj);h(j) - Zw(la])> . (8'8)

I€EA
Podobné pfedpokladejme, ze i1, ... i € V jsou vSechny neurony N spojené
s neuronem j € V. Definujeme reprezentaci
05,8) = (w(ir, §), ..., w(ix, 7); h(F)) (8.9)
booleovské prahové funkce pfitazené hradlim (j,t) € V/ prot = 2,... 1%
Indukei dle ¢ 1ze ukazat ekvivalenat N a C. |

8.2 Zastaveni cyklickych siti

Podobné jako u turingovskych vypocti nemusi vypoéet cyklické neuronové
sité skoncit. Avsak vzhledem k tomu, ze sit velikosti s se muze nachazet jen
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(kvili jednoduchosti zépisu v,s41 znali také neuron vy € V' a podobné déle
pro us41). K neuronu v; (j = 1,...,s), ktery ma nulovy prah hA'(v;) =0 a
Jjednotkovou zpétnou vazbu w'(v;, v;) = 1, jsou dale pfipojeny neurony p;_1,
gj—1 s vahou w'(pj_1,v;) = w'(gj-1,v;) = —1 (opét kvili jednoduchosti z4-
pisu p_; znadi také neuron p, € V' a podobné pro g_;). Aktivita neuronu v;
signalizuje zacatek simulace aktualizace ptivodniho neuronu j. Neurony wv;,
Pj—1, ¢j—1 jsou spojeny s neuronem u; (j =1,...,s) jednotkovou vahou, tj.
w'(vj,u;5) = w(pj_1,u;) = w'(gj—1,u;) = 1, jehoz prah h'(u;) = 2 zajisti,
ze aktivita neuronu v; zpusobi aktivitu u;, protoze také aspon jeden z neu-
rontl pj_1, ¢j—1 je vzdy aktivni. Aktivita neuronu wu; uvolni fixaci neuront
pj, q; tak, ze nejprve jsou oba pasivni (jediny pfipad, kdy ¢; neni negaci
pj). Tomu odpovidaji vahy w'(u;,p;) = w'(yj,q;) = =2W (j = 1,...,s).
Pasivita téchto neuronti zptisobi aktivitu neuronu v;4q, kterd implikuje pa-
sivitu v; a posléze i pasivitu u;. Neuron wu;y; zatim diky pasivité p;, ¢;
ziistava pasivni. V tomto okamziku jsou spravné aktualizovany neurony p;,
q; a vypocet dale pokracuje aktivitou wujyqi. Cést sité, kterd odpovida za
synchronizaci aktualizace neuronu j € V je znazornéna na obrazku 8.1.
Neuronové sit N’ je navrzena tak, aby v kazdém okamziku byl nestabilni
pravé jeden neuron, ktery je v produktivnim asynchronnim vypoc¢tu aktua-
lizovdn. Simulace jednoho kroku N vyzaduje 6 kroka N’. Navic neuron p.
odpovidajici specidlnimu neuronu e € V', ktery signalizuje ukonceni vypo-
¢tu N, aktivuje neuron z € V', ktery je spojen s prislusnymi neurony z V'
dostateéné malou zdpornou vdhou tak, aby zmrazil také vypocet N'. a

Ve vété 8.5 lze odstranit predpoklad o jednoduchosti sité pfi zacho-
vani linedrnitho ¢asu simulace a linearni velikosti simulujici sité. Vyuzitim
konstrukce z dikazu véty 8.16 lze ukazat obdobnou vétu pro paralelni re-
zim [211].

Vypocet neuronové sité s fixovanymi vstupy v definici 8.2 odpovida napf.
aktivnimu rezimu Boltzmannova stroje (viz odstavec 3.4.1). Ukazeme, ze
existuje ekvivalentni neuronova sit s nepatrné vétsi vdhou bez fixovanych
vstupi.

Véta 8.6 Pro kazdou cyklickou neuronovou sit Ny s n fizovanyme vstupy,
velikosti s a vihy |w| ezistuje ekvivalenini neuronovd sit No bez fizovanych
vstupi, velikosti s a vdhy |w|+ n.

Dukaz: Necht cyklickd neuronova sit Ny = (V, X, Y, A, wy, h1) ma fixovany
vstupy. Definujeme ekvivalentni neuronovou sit Ny = (V, XY, A, wy, hs)
bez fixovanych vstupi tak, ze upravime vahy a prahy sité N;. Zrusime spoje
vedouci ke vstupim, které by mohly béhem vypoétu zpusobit jejich zménu,
tj. wa(j,i) =0 proj € V, i € X a j # i. Déle pfiddme zpétnou vazbu ke
vstupnim neurontim, ktera spolu s prahem fixuje stav vstupi, tj. wy(7,¢) = 1
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Problém splnitelnosti booleovské formule SAT (SATisfiability Pro-
blem):

instance: Booleovska formule f v konjunktivni normalni formé.

oltdzka: Je f splnitelnd, tj. existuje ohodnoceni booleovskych proménnych
takové, zZe hodnota f je 17

Je v8eobecné znamo, ze SAT je N P-aplny problém [47].

Necht tedy f je instance SAT'. V polynomiédlnim ¢ase zkonstruujeme od-
povidajiciinstanci N problému SN IV takovou, Ze f je splnitelnd, pravé kdyz
N; ma stabilni stav. Nejprve podle dikazu véty 7.7 vytvoiime prahovy ob-
vod C linearni velikosti vzhledem k délce f, ktery ji vyhodnocuje. Obvod C
lze chapat jako neuronovou sit, kdyz jeho vstupy odpovidajici booleovskym
proménnym f budeme povazovat za vstupni neurony, které navic béhem vy-
poctu sité fixujeme pomoci véty 8.6. V neuronové siti Ny vystupni neuron
v obvodu C} je§té pfipojime pfes jednotkovou vahu w(v,c) = 1 k dalsimu
neuronu ¢, ktery ma nulovy prah h(c) = 0 a zdpornou jednotkovou zpétnou

vazbu w(e,¢) = —1. 7 toho plyne, Ze ¢ je stabilni (aktivni), pravé kdyz v
je aktivni. Tedy Ny je stabilni, pravé kdyz neuron v je aktivni, tj. existuje
vstup, pro ktery vystup C; je 1, a to je, pravé kdyz f je splnitelna. O

Dusledek 8.10 Problém SN N je N P-iplny, © kdyZ se omezime na cyklické
neuronové sit€ s mazimdlni vihou 1 a

(1) bud pocet vstupi kaZdého neuronu je nejvise 2 a vSechny konéict vijpocly
se zastavi v polynomidlnim case,

(i1) nebo vSechny koncici vypocly se v plné paralelnim reZimu zaslavi v kon-
staninim Case.

Diikaz: V dikazu véty 8.9 jsou pfi konstrukei Ny pouzity jen jednotkové
vahy.

(i) Navic obvod C} je logicky obvod, ke kterému existuje podle véty 7.13
ekvivalentni klasicky obvod polynomialni velikosti, a vSechny koncici
vypocty Ny méni stav kazdého neuronu nejvyse jednou.

(ii) Obvod C; mé konstantn{ hloubku, kterd odpovidad paralelnimu Casu
vypoctu Ny v plné paralelnim rezimu. a

Moznéa zajimavéjsi otazka nez existence stabilniho stavu je problém, zda
dana cyklickd neuronové sit skonéi svij vypocet pro dany vstup. Avsak tento
problém je jesté tézsi.
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v 2° ruznych stavech, jeji vypocet se po néjakém case zacne opakovat. Po-
sloupnost riznych stavi vypoctu, které se opakuji, se nazyva cyklus. Stejny
termin se pouziva pro grafovy cyklus v topologii neuronové sité, avsak z kon-
textu by mélo byt snadné rozlisit, co mame v danou chvili na mysli. Ukazeme
priklad neuronové sité, ktera se dostane do cyklu dané délky.

Véta 8.8 Pro kazdé prirozené ¢islo s € N existuje cyklickd neuronovd sit,
kterd pri libovolném reZimu produklivntho vypoctu vstoupi do cyklu délky 2s
stavi.

Dukaz: Definujme neuronovou sit N = (V,X,Y, A, w, h), jejiz architek-
tura je cyklus délky s, tj. V = {1,...,s}, X = Y = A = 0,
w(j,j+1) =1prol <j<saw(sl) =-1hj =1prol <j<s
a h(1) = 0. Zfejmé neurony N jsou vSechny na zacatku pasivni, v Case 1 je
aktivni neuron 1, ktery zpusobi aktivitu neuronu 2 v Case 2 atd. V case ¢
jsou tedy aktivni neurony 1,...,47. Nakonec v Case s jsou vSechny neurony
aktivni. Déle vypocet pokracuje podobné tak, ze neuron 1 je v case s + 1
pasivni a zplsobi pasivitu neuronu 2 v Case s+ 2 atd. V ¢ase s 47 jsou tedy
aktivni neurony ¢+1, ..., s. Nakonec v case 2s jsou véechny neurony pasivni
a neuronovd sit IV se nachézi v pocateénim stavu, tedy vypocet se po 2s
stavech opakuje. Vzhledem k tomu, ze béhem popsaného vypoctu je vzdy
nestabilni pravé jeden neuron, tvrzeni plati pro libovolny rezim produktiv-
niho vypoétu. O

Pro vétsinu praktickych aplikaci ma smysl uvazovat jen vypoéty, které
kon¢i ve stabilnim stavu. Proto je uziteéné se ptat, zda dané cyklickd neuro-
nova sit m4 stabiln{ stavy. Zformulujeme problém existence stabilniho stavu
neuronové sité a ukazeme, Ze pravdépodobné (tj. pokud N P # P) neexistuje
efektivni algoritmus pro jeho feseni.

Problém stabilniho stavu neuronové sité SN N (Stable Configuration
Problem in Neural Networks):

instance: Cyklickd neuronova sit V.

otdzka: Existuje stabilni stav N7

Véta 8.9 (Alon [8], Godbeer, Lipscomb [77], Porat [229]) SNN je
N P-dplnyg problém.

Dukaz: Ziejmé SNN € N P, protoze nedeterministicky algoritmus v poly-
nomiélnim ¢ase uhddne a ovéri stabilni stav zadané neuronové sité. Dukaz, ze
SN N je N P-tézky problém, probihé standardnim postupem [72], tj. polyno-
midlni redukci znamého N P-Gplného problému, v nasem piipadé problému
splnitelnosts booleovské formule SAT, na problém SNN.
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metrické, 1j. pro kazdé i,j € V plati w(i,j) = w(j,) (pri vypoctu vdhy
sité uvazujeme vihu kaZdého symetrického spoje jen jednou) a architekturu
(V, E) tvofi neorientovany graf. Ddle N se nazjvd semijednoduchd (zobec-
néni pojmu jednoduché sité z definice 8.1), jestlize md jen nezdporné zpétné
vazby, 5. pro kaZdy neuron j € V plati w(j,j) > 0. Neuronovd sit N je
v normalnim tvaru, jestlie reprezentace vSech neuront (1j. odpovidajicich
booleovskyjch prahovych funkci) jsou rozhodujici (viz definici 6.28) a mayji
nulovy prdh.

V definice 8.12 je symetrickd sif zavedena jako specidlni pfipad cyklické
neuronové sité, kterd ma podle definice 8.2 bindrnf stavy neurond z mnoziny
{0, 1}, zatimco v popisu Hopfieldovy sité v podkapitole 3.2 pfedpokladdme
bipolarni stavy neuroni z mnoziny {—1,1}. Pozndmka k definici 6.24 vSak
ukazuje, ze oba pfistupy jsou ekvivalentni. Navic pro symetrické neuronové
sité plati analogie véty 8.5 o asynchronni simulaci synchronniho vypoctu
v sekvenénim rezimu, kterou zformulujeme bez dukazu.

Véta 8.13 (Orponen [211]) Necht N = (V,X,Y, A, w, h) je jednoduchd
Hopfieldova sit velikosti s, kterd v sekvencnim reZimu realizuje synchronni
systematické vypocly v case t*. Pak existuje asynchronni sekvencéni Hopfiel-
dova sit N' = (V! X' Y', A", w', h') velikosti 8 logt* + 65+ 8log s+ 10, kterd
je 38t-ekvivalentni s N.

Také pro symetrické sité lze ve vété 8.13 odstranit predpoklad o jednodu-
chosti sité a vyuzit konstrukci z dikazu véty 8.16 pro paralelni verzi této
véty [211].

Véta 8.14 (Hopfield [122]) KaZdy produktivni sekvencni vipocel jedno-
duché Hopfieldovy sité N v normdlnim tvaru velikosti s, s vdhou |w| a ma-
zimdlng véhou Wiag, skonét v éase 2|w| = O(s*Wmqez) = O(2%).

Dukaz: Necht N = (V,X,Y, A, w, h) je Hopfieldova sit a uvazujeme jeji
produktivni sekvenéni vypocet. Pro néj definujeme stabilitu (1) sité N v Case
t, jejiz hodnota s opacnym znaménkem odpovida energii Hopfieldovy sité
z odstavce 3.2.2:

1 1 1 1 1 1
B0 =B = 53w = 5 30D wnt V. (8.10)

JjEV JEV iEV

Déle uvazujeme neuron v € V a uréime jeho piispévek ke stabilité 3(t) v case
t, tj. Cleny souttu (8.10) proj=vai=uv:

1 1
i€V JEV
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Problém zastaveni neuronové sité H NN (Halting Problem in Neural
Networks):

instance: Cyklickd neuronova sif N s n vstupy; vstup x € {0, 1}".

otdzka: Zastavi se N v plné paralelnim rezimu na vstup x7

Véta 8.11 (Lepley, Miller [169]) HNN je PSPACE-iplng problém.

Dukaz: Ziejmé HNN € PSPACE, protoze vypocet cyklické neuronové
sité pro dany vstup lze pomoci Turingova stroje simulovat v polynomialnim
prostoru. Tvrzeni, ze HNN je PSPACE-tézky problém, dokazeme tak, ze
kazdy problém v PSPACFE redukujeme na H N N v polynomidlnim ¢ase [72].
Nechf tedy A € PSPACE je problém fFesitelny Turingovym strojem v po-
lynomialnim prostoru. Potom také komplement A € co — PSPACE =
PSPACE je fesitelny Turingovym strojem M v polynomidlnim prostoru,
tj. A = L(M), protoie tiida PSPACE je uzaviena na dopliiky. Bez jmy
na obecnosti pfedpokladejme, ze M mé jednu pasku omezenou polynomem
p(n) vzhledem k délce vstupu n. Dale M se zastavi na vSechny vstupy a
v prvnim bitu pasky pise 1, pravé kdyz piijimé vstup.

Nechf x € {0,1}" je instance A, tj. vstup pro M. Zkonstruujeme v po-
lynomialnim case odpovidajici cyklickou neuronovou sit Nx se vstupem x,
kterd simuluje vypocet M nad x tak, ze x € A, pravé kdyz Nx se zastavi
na vstup x. Neuronové sif Nx se sklada z p(|x|) podsiti konstantni velikosti,
jejichz stavy reprezentuji konfiguraci M, tj. kazda takova podsit odpovida
jednomu bitu pasky, popf. kéduje polohu hlavy a stav M. Propojeni téchto
bloku implementuje lokalné pfechodovou funkci M. Neurony odpovidajici
bitim pasky, na nichz je na zacatku vypoctu M vstup x, jsou vstupni. Neu-
ron v odpovidajici prvnimu bitu pasky, jeho# aktivita signalizuje x € A, je
spojen s dalsi podsiti, kterd vstoupi do cyklu, pravé kdyz neuron v je aktivni.
Tedy x € A, pravé kdyz pfi vypoctu M nad x je v prvnim bitu pasky 0, tj.
pFl vypocétu Nx nad x je neuron v pasivni a to je, pravé kdyz Ny se zastavi
na vstup x. O

8.3 Symetrické neuronové sité

Jednim z nejznaméjsi modelt neuronovych siti je Hopfieldova sit (viz v pod-
kapitolu 3.2), kterd se také diky symetrickym spojim Casto nazyva syme-
trickd neuronové sif. Jeji popularita je zpusobena faktem, Ze za urcitych
predpokladu se jeji sekvenéni vypocet, na rozdil od obecné cyklické sité, za-
stavi pro kazdy vstup. V této podkapitole nejprve toto tvrzeni i analogickou
vétu pro paraleln{ rezim forméalné dokazeme.

Definice 8.12 Necht N = (V, X, Y, A, w, h) je cyklickdé neuronovd sit. Rek-
neme, Ze N je symetrickd (Hopfieldova) sit, jestlize md vSechny spoje sy-
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a tedy staéi volit vdhu w,, = 4|w|. Vyslednd ekvivalentni Hopfieldo-
va sit N = (V,X,Y, A, w' /h') v normdlnim tvaru méa pak véhu
2|w| + 4|w| + 4|w| = 10]w].

Déle dukaz probihd podobné jako dikaz véty 8.14, avSak pro semijedno-
duchou sit N’ musime nepatrné upravit definici stability (8.10):

2
At) = wjj (yj(t)> + % > waly. (8.14)
jev! JEVIieV{j}

Opét lze ukézat, ze pfispévek neuronu v € V' ke stabilité §/(¢) v Case t je
ygt)&()t). Navic pfi dukazu 3'(¢) > f'(t—1)+1 pro piipad, kdy ygt_l) =0 pro
nestabilni neuron v, plati, ze £Ut) = &)t_l + Wyy > €£t_1 , protoze wyy > 0
diky semijednoduchosti sité, a proto 3'(¢) > p'(t—1) +E£t_1) >pA(t-1)+1.
Z definice stability (8.14) pro N’ s vdhou 10|w| je také zfejmé, Ze pro
kazdé ¢ > 1 je —10|w| < f'(¢) < 10|w| omezend, a proto kazdy produktivni
vypoéet musi skonéit v ¢ase nejvyse 20|w| = O(s*wpmas) = O(2°). O
Piedpoklady v disledku 8.15 nelze jiz déle zeslabit. Pitkladem nesemi-
jednoduché symetrické sité, kterd se nezastavi v sekvenénim rezimu, je napft.
jeden neuron s nulovym prahem a se zapornou jednotkovou zpétnou vazbou.
Naopak napt. jednoducha neuronovi sit, ktera se skldda ze dvou neuront
s jednotkovymi prahy, které jsou spojeny jednotkovou véhou, a v niz je pravé
jeden z téchto neuronu inicidlné aktivni, je prikladem sité, ktera se nezastavi
v plné paralelnim rezimu. AvSak pro plné paralelni rezim vypoctu lze ukazat
analogickou slabsi vétu, kterd tvrdi, ze Hopfieldova sit (kterd nemusi byt

semijednoduchd) se mize dostat do cyklu délky nejvyse 2.

Véta 8.16 (Poljak, Sura [43, 228]) KaZdy plné paralelni vipocel Hop-
fieldovy sité N velikosti s, vdhy |w| @ mazimdlni vdhy W az, se v paralelnim
case 40|w|/s = O(sWmaz) = O(2°) bud zastavi, nebo bude pFipadné stridat
dva rizné stavy.

Duikaz: Nechf N = (V, X,Y, A, w, h) je Hopfieldova sit vahy |w]| pracujic
v plné paralelnim rezimu. Zkonstruujeme symetrickou neuronovou sit N/ =
(VXY A w' B, kterd v sekvenénim systematickém vypoétu simuluje
vypoéet N. Architekturu sité N’ tvori bipartitni graf se dvéma disjunktnimi
mnozinami vrcholt V! = Vi U Vo (Vi NV = B), které jsou kopiemi V, tj.
Vi=1{(G1)|j€V}aVe={(2)]J € V}. Mnoiny vetup X' = {(j,1)|
J € X} ainicidlné aktivnich neurona A" = {(j,1)|j € A} odpovidaji pFi-
slusnym neurontum ve Vi, zatimco z hlediska konvergence sité nas vystupy
nezajimaji, proto Y/ = (). Propojeni neuronii mezi V; a Vs je stejné jako
propojeni v ramei V a také prahy odpovidaji:

w/((i’ 1),(4,2) = w'((j, 2),(1,1))
h'((3,1)) = h'((5,2))

w(i,j) ji€V  (8.15)
h(j) jeV.

8.3. SYMETRICKE NEURONOVE SITE 205

Vyraz (8.11) lze diky symetrii a jednoduchosti N seéfst:
3wy =y (8.12)

i€V
Tedy piispévek neuronu v € V ke stabilité 5(¢) v Case ¢ je ygt)&()t).

Necht v case ¢ > 1 produktivniho vypoétu je aktualizovan nestabilni
neuron v € V. Dokazeme, Ze se tim zvysi stabilita sité aspon o 1, tj. B(¢t) >
B(t — 1)+ 1. Nejprve uvazujme piipad, kdy ygt_l) =0, a tedy 55]‘1) > hy,
resp. 55“1) > 1 diky normalnimu tvaru V. Pfispévek neuronu v ke stabilité
B(t —1) v Case t — 1 je tedy 0. AvSak v Case 1 je yl()t) = 1 a odpovidajici
piispévek ke stabilité je tedy &(,t) = €5t_1). Proto A(t) = At — 1)+ €5t_1) >
B(t — 1) + 1. Obdobné pro pripad, kdy ygt_l) =1, a tedy &(}t_l) < hy, resp.
€£t_1) < —1 diky normélnimu tvaru N. Pfispévek neuronu v ke stabilité
B(t—1) v Case t — 1 je tedy &()1_1). Avsak v case t je ygt) = 0 a odpovidajici
ptispévek ke stabilité je tedy 0. Proto G(t) = B(t —1) —55“1) >p(t—-1)+1.

7Z definice stability (8.10) je zfejmé, ze pro kazdé ¢ > 1 je —|w| < f(t) <
|w] omezend. Z B(t) > B(t—1)+1 pak vyplyva, ze produktivni vypocet musi
skoncit v Case nejvyse 2|w|, coz lze dle pozndmky k definici 8.1 shora odhad-
nout pomoci O(s?Wpqz ). Navic dle véty 6.30 plati wee < (s + 1)%/25 a
z toho vyplyva O(5%wmas) = O(2*), coi také odpovida poétu viech rfiznych
stavu sfté V. O

Ve vété 8.14 lze ptfedpoklad jednoduchosti sité zeslabit a pfedpoklad
o normalnim tvaru sité lze odstranit Gplné za cenu linedrnfho néarustu casu.

Duisledek 8.15 KaZdy produkiivni sekvenéni vijpocet semijednoduché Hop-
fieldovy sité velikosti s, s vihou |w| a mazimdlni vdhou Wyqe,, skonci v Case

20|w| = O(s%Wiaz) = O(2°).

Dukaz: Nejprve prevedeme Hopfieldovu sit do normaélnfho tvaru. Podle
lemmy 6.29 lze reprezentaci kazdého neuronu sité nahradit rozhodujici re-
prezentaci dvojnésobné véhy, a tedy vznikla sit N = (V, XY, A, w, h) ma
véhu 2|w|. Podobné jako v lemmé 6.7 upravime sit tak, aby jeji prahy byly
nulové. Za timto i¢elem pridame k siti dals{ inicidlné aktivni neuron v s vel-
kou zpétnou vazbou, kterd fixuje jeho aktivitu. Neuron v spojime se vSemi
neurony j € V pomoci vahy wj, = —h;, kterd odpovidé piislusnému prahu
s opatnym znaménkem, a prahy v8ech neuront v siti polozime rovny 0. Bez
Gjmy na obecnosti mizeme dale piedpokladat, ze > ;. |wji| > |hj| pro
kazdé j € V, protoze v opacném piipadé by stav neuronu j byl konstantni.
Z toho vyplyva, Ze nejvétsi mozny vliv sité na neuron v lze shora omeszit

Dol < DD hwjil < 2(2fwl) = 4, (8.13)

jev jeViev
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pfidavaji ¢itacové neurony ¢ Fadu k (3 < k < p), které reprezentuji odpo-
vidajici bity éitace. Ke kazdému citac¢ovému neuronu c¢j prislusi dva fidici
neurony uy, vy rfadu k (3 < k < p), které slouzi k inicializaci (¢itacovych i
fidicich) neuront nizsich fada ve chvili, kdy se aktivuje neuron ¢;. To zna-
mend, ze V = {e1,c2} U {ck, ug, v | 3 < k < p} a velikost ¢itace bude tedy
3p —4 = O(p). Navic polozme X =Y = A =0.

¢itacové neurony

fidici neurony

Obr. 8.2: Symetricky 3-bitovy citac.

Kazdy ¢itacovy neuron ¢x (3 < k < p) je spojen (symetrickymi spoji)
se vSemi neurony niz§tho fadu pomoci jednotkové vahy, tj. w(cy,¢;) = 1
pro j = 1,...,k =1 a w(ek,u;) = w(ek,v;) = 1 pro j = 3,...,k—1,
a jeho prah odpovidd poctu téchto spoji, tj. h(cy) = 3(k — 1) — 4 =
3k — 7. Také fidici neuron uy (3 < k < p) je spojen se véemi neurony nizsiho
fadu pomoci zadporné vahy s dostateéné velkou absolutni hodnotou, ktera
u kazdého takového neuronu vyrusi vSechny kladné vahy jejich vzajemnych
spoju, véetné spoji s ¢itaCovym neuronem cg, tj. napt.

w(ug, ¢j) = — Z lw(e;,e)| — z_: lw(ej, u;)| — Z_: [w(ej, ;)] (8.17)

proj=1,....k—1a

k-1 k-1

k
w(ug,u;) = — Z [w(uj,c;)| — Z [w (g, u;)| — Z lw(uj,v;)| (8.18)
i=1

=3 i=3
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Symetricka sit N/ ma vahu 2|w|, protoze kazda vdha v N odpovida nejvyse
dvéma stejnym vahdm v N'.

Hopfieldova sit N’ simuluje sit N ndsledujicim zptsobem. Na zacatku
Jsou nastaveny vstupni a inicidlné aktivni neurony z V;. V prabéhu vypoctu
Jsou nejprve systematicky aktualizovany neurony z V5 a pak neurony z Vi
a potom opét neurony z Vo atd. Béhem sekvenéniho vypoctu se tedy stfida
aktualizace neuroni z Vi a Va. Z definice N’ je ziejmé, ze

st ,
v\ = )t sudé t>0. (8.16)
! vyt liché T

Navic N’ je jednoduché, protoze pfipadné nenulové zpétné vazby w(j, j) # 0
(j € V) v N odpovidaji v N’ spojum s vahami w'((j,1),(4,2)) = w(j,j).
Tedy dle disledku 8.15 popsand sekvenéni simulace sité N (pfesnéji jeji pro-
duktivni verze) se zastavi v ¢ase st* < 20(2|w|) = 40|w|. Kvili jednoduchosti
zapisu necht napf. t* je sudé. Potom dle (8.16) plati yg*) = yg/slt*) = yg*-l_zt)

41 41 4+ 2t+1
ay§,+):y§,s2(+)):y§,+ +1)
Hopfieldova sit N v plné paralelnim rezimu v ¢ase * = 40|w|/s = O(sWmaz )

vstoupi do cyklu délky 2, nebo se popf. zastavi, pokud ygflt*) = ygf;*). |

pro paralelni ¢as ¢t > 0. To znamend, ze

Jesté zformulujeme bez dikazu postacujici podminku, kdy Hopfieldova
sit konverguje v plné paralelnim rezimu ke stabilnimu stavu.

Véta 8.17 (Goles-Chacc, Fogelman-Soulié, Pellegrin [82]) Nech?

N =(V,X,Y, A, w, h) je Hopfieldova sit velikosti s, s jednotkovymi vihami,
tj. pro kaZdé j,i € V je wj; € {—1,0,1}, jejiz stabilita (viz (8.10)) je po-
zitioné definitni kvadratickd forma, 15. pro kaZdy nenulovy stav 'y sité N je
B(y) > 0. Potom kaZdy vijpocet Hopfieldovy sité N v plné paralelnim rezimu
konverguje ke stabilnimu stavu.

Véty 8.14, 8.16 a disledek 8.15 poskytuji exponencidlni horni odhad
0O(2°) Casu vypoctu Hopfieldovy sité velikosti s v sekvenénim nebo para-
lelnim rezimu, ktery odpovida poctu vSech riznych stavi této sité. Néasle-
dujici véta ukazuje pro plné paralelni rezim vypoctu Hopfieldovy sité, ze
v nejhor$im piipadé nelze tento cas zlepsit.

Véta 8.18 (Goles-Chacc, Olivos [84, 83]) Pro kaZdé ptirozené ¢islo
p € N existuje Hopfieldova sit velikosti O(p) a mazimdlni vihy 20() | kterd
se zastavi v plné paralelnim reZimu v case Q(2P).

Dikaz: Idea dukazu spocivd v konstrukci p-bitového citace realizovaného
pomoci symetrické neuronové sité N = (V,X,Y, A, w, h), ktery postupné
pocitd od 0 do 2P. Na obrazku 8.2 je ve vyznafeném ramecku nacrtnut za-
kladni 2-bitovy cita¢ s ¢itacovymi neurony c¢; a c3. K nému se postupné
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konstrukeci ¢itace, ktery navic pocita ve vsech moznych potadich aktualizace
neuront. Uvedené vysledky o exponencidlnim casu vypoctu Hopfieldovy sité
uvazuji nejhor§i pfipad. AvSak v praxi symetrickd neuronové sit obvykle
konverguje velmi rychle ke stabilnimu stavu. D4 se ukdzat [161], ze pokud
Hopfieldova sit velikosti s vznikla adaptaci podle Hebbova zdkona (3.26)
pomoci (s/4)Ins ndhodnych vzord, pak tyto vzory jsou s velkou pravdépo-
dobnosti obklopeny oblastmi atrakce (viz odstavec 3.2.2), které zahrnujf i
stavy sité lisici se od téchto vzoru vice nez v 0.024s stavech neuronti. V uve-
denych oblastech atrakce pak konverguje Hopfieldova sit v ¢ase O(loglog s)
produktivniho sekvenéniho vypoctu ke stabilnimu stavu.

V zavéru této podkapitoly porovname jesté vypocetni silu Hopfieldovych
siti a obecnych cyklickych neuronovych siti. Je zfejmé, ze Hopfieldovy sité
jsou obecné diky odlisnym konvergenénim vlastnostem slabsim vypocetnim
modelem. Proto se omezime na neuronové sité, které se zastavi pro kazdy
vstup. Nejprve uvazujeme nejjednodussi pifklad takového modelu, kterym
jsou acyklické neuronové sité, tj. prahové obvody.

Véta 8.19 (Parberry [212], Wiedermann [289]) Pro kazdy prahovy ob-
vod C' wvelikosti s, hloubky d a mazimdlni vihy wpaz, klery md n vstupd,
existuje ekvivalenini Hopfieldova sit velikosti s + n a mazimdlni vdhy
(2wmars)?+1, kterd pocitd stejnou funkci v plné paralelnim rezimu v case d.

Diikaz: Idea dukazu spociva v tom, ze u prahového obvodu C, ktery pova-
zujeme za specidlni pfipad neuronové sité (vstupy obvodu formélné chdpeme
jako vstupn{ neurony sité, které podle véty 8.6 fixujeme), kazdou orientova-
nou hranu nahradime neorientovanou (symetrickou) hranou. Navic vahy na
cestach smérem od vstupt k vystupim upravime tak, aby §ifen{ informace ve
vzniklé Hopfieldové siti probihalo stejné jako v pavodnim prahovém obvodu
C jen jednim smérem.

Za timto celem nejprve podle lemmy 6.29 upravime vahy v obvodu tak,
aby reprezentace booleovskych prahovych funkci u vech hradel byly rozho-
dujici. Maximalni vdha obvodu je pak 2w,q4,. Dale vahy a prahy neuronu
v j-té vrstvé obvodu vynasobime (2wpqar5)%7 > 0 pro j = 1,...,d. Podle
véty 6.6 tak nezménime funkci hradel. Navic pro reprezentaci (wy, ..., wg; k)
booleovské prahové funkce u hradla v j-té vrstvé (1 < j < d), které mé k& < s

vstupu, plati
k
E w;&; — h
i=1

pro kazdy vstup (z1,...,2x) € {0, 1}*. Na druhou stranu souéet absolutnich

hodnot vah spoji, které v obvodu vychézi z tohoto hradla, je mensi nez

2Winaz S(2Wimaz )71 = (2Wmars)?™Y . Nyni nahradime orientované hrany

> (2Wimaes) (8.22)
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k k-1 k-1

wlug,vi) = =Y Jwlv, )] = fwlvj,w)| =Y [w(vj, )] (8.19)
i=1 1=3 1=3

pro j =3,...,k—1. Podobné fidici neuron v;; (3 < k < p) je spojen se vSemi
neurony nizstho fadu pomoci kladnych vah, které jsou o 1 mensi nez absolutni
hodnota vah u odpovidajicich spoji s u, tj. w(ve, ¢j) = |w(ug,¢;)| — 1 pro
J=1.. k=1 wlvg,u;) = |w(ug, u;)| — 1 a w(vg,vj) = Jw(ug, vj)| — 1 pro
Jj=3,...,k— 1. Navic éitacovy neuron ¢ je spojen s Fidicim neuronem wuy

tak, aby aktivace ¢y zptusobila aktivaci uy, t).

k-1 k-1 k-1
wlepun) = 1+ 3 fwlue, el + 3 fw(ur, w)| + 3 (s, v)|  (8.20)
i=1 i=3 i=3

a h(uy) = 1. Podobné Fidici neuron uy je spojen s Fidicim neuronem vy, tak,
aby aktivace uy zpusobila aktivaci vg, ale na druhou stranu, aby neurony
nizsitho fadu neovlivnily stav neuronu vg, tj. napf.

hog) = w(ug,vg) =

k—1 k—1 k—1
= 1+ |wlok, el + > lw(ve, wi)| + > [w(ve, vi)| . (8.21)
i=1 =3 =3

Nyni je lehké nahlédnout, Ze zdkladni 2-bitovy ¢ita¢ postupné pocita
3 kroky od 00 do 11, tj. ¢as jeho vypoétu je T(2) = 3. V obecném piipadé,
kdyz jsou aktivovany vSechny (Eitacové i Fidic) neurony fadu mensiho nez k,
tj. probéhl vypoéet od 0 do 281, dochézi k aktivaci ¢itaéového neuronu cy,
ktery v dalsim kroku aktivuje fidici neuron uy. Ten v pFistim kroku zpusobi
pasivitu vech neuronu fadu nizsiho nez k a aktivuje fidici neuron vy, ktery
kompenzuje vliv u; na neurony nizsich f4di a umozni tak (po pferuseni
trvajicim 3 kroky) jejich opétovny vypocet od 0 do 2¥~1. To znamena, 7e
¢as vypoctu &itace Fadu k je T'(k) = 27 (k—1)+3. Nakonec v p-bitovém &itaci
budou aktivn{ vSechny neurony a Hopfieldova sit N se nachézi ve stabilnim
stavu. Indukef 1ze ukazat Ze celkova doba vipoctu N je 2P +2P=1 -3 = Q(2P).

Véha zékladniho 2-bitového &itace je W(2) = 3. Pro k& > 3 soucet ab-
solutnich hodnot vah (8.17), (8.18), (8.19) spojt neuronu uy (podobné wvy)
s neurony niz§tho fadu odpovida fadové O(W(k — 1)), kde W (k — 1) je véha
(k — 1)-bitového ¢itace. To znamend, Ze také w(ey, ur) = O(W(k —1)) podle
(8.20) a w(ug,vy) = O(W(k — 1)) podle (8.21). Tedy vdha k-bitového &i-
tace je W(k) = O(W(k — 1)) a vysledna vaha N je W(p) = 20) | Ziejmé
maximélni vaha Hopfieldovy sité N je 29, O

Exponencidlni dolni odhad Q(27) Casu vypocétu Hopfieldovy sité velikosti
O(p) v sekvenénim rezimu [92] lze ukdzat podobné jako v dikazu véty 8.18
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Kazdy dalsi krok vypoétu N bude simulovan pomoci 6 krok Ng (oscilator
generuje posloupnost stavii 110011). Z uvedeného vyplyva pozadovany Cas
simulace.

Pomoci osciladtoru vytvofime hodiny, které maji dva synchronizaéni neu-
rony a, b pro Fizeni vypoctu Ng. Neuron a béhem vypoétu generuje posloup-
nost stavii 0180(111110)*~" a neuron b sekvenci 0810(000010)*~'. K prevodu
signalu oscildtoru na stavy neuronu a, b slouzi symetricka podsit Np nacrt-
nutd na obrazku 8.3, kde parametr W je napt. tfikrat vétsi nez celkovd vaha
N. Navic vdhy a prahy ¢itace je potfeba uzpusobit tak (napf. vynésobit
6W), aby neurony Np diky symetrickym spojim nemohly zpétné ovlivnit
jeho vypocet.

-4W-3

Obr. 8.3: Synchronizaéni hodiny Nrp.

Na zacatku jsou v8echny neurony Ny pasivni. V prvnim kroku je aktivo-
van neuron a, ktery zistava aktivni, dokud pomocny neuron ps neni aktivo-
van. Ve druhém kroku je aktivovan oscilator cq, ktery v dalsim kroku zpisobi
aktivaci pomocného neuronu p;. Po kratké docasné stabilité Ny probéhne
dalsi aktualizace az v Sestém kroku, kdy je oscilator pasivni, coz v sedmém
kroku umozni pfedani aktivace z pomocného neuronu p; na neuron ps. To

RV C p g
zpusobi aktivaci synchroniza¢niho neuronu b v osmém kroku a dalsi pfedani
aktivity z neuronu ps na neuron ps. Pasivita py a aktivita ps implikuji pa-
sivitu obou synchroniza¢nich neuront a, b v devatém kroku vcetné pasivity
vSech pomocnych neuronu pi, ps, ps. Tim se podsit Ny dostane opét do po-
catecniho stavu a jeji vypocet se opakuje s tim, ze vzhledem k jinému stavu
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obvodu neorientovanymi spoji Hopfieldovy sité. Ze vztahu (8.22) pak vy-
plyva, ze spoje ve vzniklé Hopfieldové siti, které pavodné vystupovaly z pra-
hovych hradel, nemohou diky malym vahdm ovlivnit booleovskou prahovou
funkci odpovidajicich neuroni, kterd zavisi jen na spojich, které pavodné
vstupovaly do téchto hradel. Nakonec fixujeme vstupni neurony pomoci
zpétné vazby s vdhou a prahem velikosti (2wy,4:5)% + 1, coZ je maximalni
vaha této sité. Vlastni vypocet Hopfieldovy sité potom v d krocich simuluje
po vrstvach vypocet pavodniho prahového obvodu C. a

Dusledek 8.20 Hopfieldovy silé maji stejnou vypocelni silu jako obecné
cyklické neuronové silé, kieré se zastavi pro kaZdy vstup.

Dukaz: Hopfieldovy sité jsou specidlnim pfipadem obecnych cyklickych siti.
Na druhou stranu podle véty 8.7 ke kazdé cyklické siti, ktera se zastavi na
kazdy vstup, existuje ekvivalentni prahovy obvod a podle véty 8.19 k nému
déle existuje ekvivalentni Hopfieldova sit. O

Konstrukce Hopfieldovy sité, ktera je ekvivalentnis obecnou konvergentni
cyklickou neuronovou siti, uvedend v dikazu disledku 8.20, vyuziva pfechod
k ekvivalentnimu prahovému obvodu, ktery nemusi byt efektivni. Napf. veli-
kost Hopfieldovy sité zavisi na délce vypoctu pivodni obecné neuronové sité,
kterd mize byt dle véty 8.18 (plati tim spis pro obecné sité) exponencidlni.
Proto v zavéru této podkapitoly ukazeme analogickou pfimou konstrukei,
kterd zohlednuje deskriptivni slozitost vysledné Hopfieldovy sité.

Véta 8.21 (Orponen [209]) Pro kaZdou cyklickou neuronovou sit N veli-
kosti s, kterd se v plné paralelnim rezimu zastavi pro kaZdy vstup, existuje
(6t + 3)-ekvivalentni Hopfieldova sit Ny velikosti O(s?) pracugici v plné pa-
ralelnim reZimu.

Dikaz: Konstrukce ekvivalentni Hopfieldovy sité Ng je zaloZena na reali-
zaci orientovanych spoji pomoci symetrickych podsiti [94], jejichZ éinnost
je synchronizovana hodinami, které vyuzivaji Hopfieldova ¢itace z dukazu
véty 8.18. Nejprve tedy upravime tento éitac pro nase potteby.

Vzhledem k tomu, ze dand obecnd cyklickd neuronova sit N vzdy konver-
guje ke stabilnimu stavu, 1ze délku jejtho vypoctu omezit poc¢tem vsech jejich
moznych stavii 2° — 1 (vyjma pocéateéniho), protoze jinak by se zacyklila. Ke
zpomalen{ jejiho vypoctu budeme vyuzivat ¢itacovy neuron cs fadu 2 (viz
dikaz véty 8.18) jako oscilator, a proto k realizaci hodin pro cely jeji vypocet
potfebujeme (s + 1)-bitovy citac skladajici se z O(s) neuront, ktery pocita
od 0 do 2°*!. Je snadné nahlédnout, ze oscilator ¢s v priibéhu vypoétu to-
hoto éftade generuje své stavy 0011110011(110011)*~1, kde prvnich 9 krokd
Np (oscilator generuje posloupnost stavii 0011110011 véetné pocateéniho
stavu) slouzi k realizaci prvnfho kroku N a k pocatecni inicializaci hodin.
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8.4 Stabilni stavy Hopfieldovy sité

Podobné jako u obecnych neuronovych siti (viz vétu 8.9) se budeme zabyvat
problémem existence stabilnich stavi v Hopfieldové siti. Pfi vyuziti Hop-
fieldovy sité jako asociativni paméti odpovidaji nékteré stabilni stavy sité
naucenym tréninkovym vzoriim (viz odstavec 3.2.2), a proto je otdzka po-
¢tu stabilnich stava dilezita. Véty 8.14, 8.16 a 8.17 formuluji velmi obecné
predpoklady, za kterych mé symetricka sit aspon jeden stabilni stav. Ana-
logie véty 8.9 pro nesemijednoduché Hopfieldovy sité ukazuje, ze problém
existence stabilnfho stavu v obecné symetrické siti je N P-tiplny [64]. Také
otézka poctu stabilnich stavii v Hopfieldové siti je obecné tézky problém i
pro sit s malymi vdhami.

Problém dvou stabilnich stavia Hopfieldovy sité SHN (Two Stable
Configurations Problem in Hopfield Networks):

instance: Hopfieldova sit N s malymi vahami.

otdzka: Existuji aspon dva ruzné stabilni stavy N7

Véta 8.22 (Lipscomb [77]) SHN je N P-iplng problém.

Dikaz: Diky poznamce k definici 8.12 mizeme v tomto dukazu u Hopfiel-
dovy sité predpokladat bipolarni stavy neuront z mnoziny {—1,1}. Zfejmé
SHN € NP, protoze nedeterministicky algoritmus v polynomialnim case
uhddne a ovéri dva stabilni stavy zadané Hopfieldovy sité. Pfi dikazu, ze
SHN je NP-tézky problém, redukujeme v polynomialnim case N P-tipIny
problém nezdvislé mnoZiny grafu IN DSE'T" [146] na problém SHN .

Problém nezavislé mnoziny grafu /N DSET (Graph INDependent SET
Problem):

instance: Neorientovany graf G = (V, E); pfirozené &islo k € N.

otdzka: Obsahuje G nezévislou mnozinu velikosti £, tj. mnozinu k& vrchola
takovou, ze zadné dva z nich nejsou spojené hranou?

Necht tedy (G = (V, E); k) je instance INDSET. V polynomialnim
¢ase zkonstruujeme odpovidajici instanci Ng = (V', X, Y, A, w, h) problému
SHN takovou, ze GG obsahuje nezavislon mnozinu velikosti k, pravé kdyz
Ng mé aspon dva ruzné stabilnf stavy. Neurony V/ = V U V5 odpovidaji
vrcholim V' a jejich neusporddanym dvojicim Vo = {{i,j}|i £ j; i, € V}.
Déle forméalné polozme X = Y = A = (). Necht neorientovany graf G ma
p = |V| vrcholl a oznatme dg(j) = |{i € V | {i,j} € E}| pocet hran spoje-
nych s vrcholem j € V' (tj. stupenn vrcholu). Volme celd &isla o, 8,7,6 € Z
tak, aby

0< o <28 (8.23)
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oscilatoru bude docasné stabilita Np béhem dalsiho vypoctu kratsi a cely
cyklus hodin bude déle trvat jen 6 kroku.

Nyni se jiz budeme zabyvat vlastni simulaci vypoc¢tu neuronové sité V.
Kazdou orientovanou hranu (3, j) sité IV s vdhou w;; nahradime v Ny cestou
neuront 1, fj;, g;i, 7, kde neuron fj; je navic spojen se synchroniza¢nim neu-
ronem a u hodin Ny a neuron gj; se zpétnou vazbou je spojen s neuronem
b. Vahy a prahy téchto spoji jsou vyznaceny na obrazku 8.4. Diky volbé W
neurony fj;, gj; nemaji na synchronizaé¢ni neurony a, b vliv.

()

-2|wj;|-2

wjil-1 4
LI /f 2fwjil+1 (i) ZHTE Ny 1
N NG ji

-1

-2|wji|-1

1 |w]2|—|—1

Obr. 8.4: Symetrickd implementace orientovaného spoje s vahou wj;.

Simulace pfenosu signalu z neuronu i do neuronu j trvd v obecném pfi-
padé 6 kroku (na zacatku diky inicializaci hodin 9 krokt) vypoctu Ng. Na
zacatku tohoto cyklu jsou neurony a, b, fji, gj; pasivni. V prvnim kroku do-
jde k pfesunu stavu y; neuronu ¢ do neuronu fj; a také se aktivizuje neuron
a. V dalsim kroku se pfesune stav y; z neuronu f;; do neuronu g;; a neu-
ron f;; je diky aktivité a pasivni. Dalsi dva kroky se stavy synchronizacnich
neuront a, b kvili docasné stabilité Np neméni (tj. a je aktivni a b je pa-
sivnf), neuron f;; je pasivni a neuron g;; diky zpétné vazbé uchovava stav y;.
V patém kroku cyklu je aktivovan neuron b, ktery v poslednim Sestém kroku
cyklu umozni aktualizaci neuronu j pomoci vstupu y; (pavodné z neuronu
i) s vdhou wj;. Zaroven jsou neurony a, b, f;i, g;; pasivni a cely cyklus se
opakuje pro pfesun nového signalu od neuronu i k neuronu j.

Ke kazdé hrané (i, j) sité N, kterych je nejvyse O(s?), budou v Hopfiel-
dové siti Ng navic 2 neurony fji, gji, tedy vysledna velikost N bude véetné
hodin s &tacem nejvyse O(s?). O
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Jj € V'. 7 uvedené konstrukce Ng vyplyv4, ze

. da(j) jev

dv(j) = {2”(3) Jj6V2 (8.27)
. p—1 jev

dva(d) = {0 JEVa.

Ukazeme, ze stavy ij =—lprojeVa ij =1 pro j € V5 tvori trividlni
stabilni stav y3,, Hopfieldovy sité Ng. Nejprve uvazujme neuron j € V a
jeho stav y]»S = —1, ktery je stabilni, pravé kdyz vnitini potencial 5]5 < h(j)
je mensi nez préh, tj. podle (8.26) a (8.27) to znamend, ze dg(j)(—3)(—1)+
(p—1D(-6)1 < —a+ pdag(j) + 8(p — 1). Po Gpravé ziskdme nerovnost o <
2(p—1)8, pro jejiz platnost podle (8.25) staci, aby 2(p— k)6 +1 < 2(p—1)8,
coz je ekvivalentni s 1 < 2(k — 1)§ a to pro k > 2 plati, protoze 1 < 26
podle (8.24). Na druhou stranu stav y}q = 1 neuronu j € V; je stabilni, pravé
kdyZ vnitfni potencil 5]5 > h(j) je vétsi nebo roven prahu, tj. podle (8.26)
a (8.27) to znamend, ze 2(—6)(—1) > —~, coz plati, protoze podle (8.24) je
26 >0a—y<0.

Déle nahlédneme, 7e stabilni neuron j € V5 je pasivni, pravé kdyz jsou
jeho sousedni neurony iy,is € V aktivni. Pro pasivni neurony iy, 5 je podle
(8.24) vnitini potencial § = 2(—6)(—1) > —v, coz implikuje nestabilitu
pasivniho stavu neuronu j. Podobné, pokud je jeden z neuroni iy, 75 aktivni a
druhy pasivni, pak podle (8.24) je vnitini potencidl {; = (—6)(—1)+(—6)1 =
0 > —~ a pasivni neuron j je nestabilni. Kone¢né pro aktivni neurony 11, i3
je podle (8.24) vnitini potencial {; = 2(—6)1 < —v, coz znamenad stabilitu
pasivniho neuronu j.

Nyni jiz pfedpoklddejme nejprve, ze Ng mé aspon dva rtzné stabilni
stavy. To znamen4 Ze existuje stabilni stav y3, # y‘S/, Hopfieldovy sité Ng,
ktery se lisi od trividlntho stabilntho stavu, tj. y5 = 1 pro j € V nebo
y; = —1pro j € V5. Urcité existuje aktivnineuron v € V (t]. iy = 1), protoze
v opac¢ném pifpadé yi = —1 pro néjaky neuron j € V5 a ten je stabiln{, pravé
kdy?z jeho sousedni neurony i € V jsou aktivni. Pro tento neuron » ozna¢me
a=|[{t€Valw(i,v)#0; 47 =1}[ab=ieV|w(iv)#0; yf = 1}| pocty
s nim spojenych aktivnich neuroni po fadé z Vo a z V. Vime, ze vnitini
potencial £¥ > h(v) neuronu v je vétsi nebo roven jeho prahu, protoze je
aktivni, coz lze psat jako

b(=P)1 + (dg(v) = b)(=F)(=1) +a(=0)1 + (p =1 —a)(=6)(=1) >
> —a+ fdg(v)+6(p—1). (8.28)

Po tpravé nerovnosti (8.28) obdrzime o > 2aé + 2b5. Ze vztahu (8.24)

je 2aé > 0, a proto podle (8.23) z pfedchoziho vyplyva, ze b = 0. Tedy
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0< v <26 (8.24)
2p—k)6 < a <2p-k)¥b+1, (8.25)

tj. napf. « = 2(p— k), S =p—k+1, v =6 = 1. Potom definujeme
nasledujicim zptsobem malé vahy a prahy Hopfieldovy sité Ng:

w(ij) = w(i)={ -8 j={iuleVaiueV  (826)
0 Jinak
h() _ _Of‘{'ﬁdG(j)‘*'é(p_l) JeV
J - -7 J S V2 .

Na obrazku 8.5 je pfiklad Hopfieldovy sité Ng odpovidajici neorientovanému
grafu G skladajicimu se z jedné hrany a jednoho izolovaného vrcholu.

Obr. 8.5: Piiklad Hopfieldovy sité Hg odpovidajici grafu G.

Oznatme dv (j) = [{i € V/|w(i,j) # 0} a dv,(j) = [{z € Va|w(i, j) # 0}

pocet neuront po fadé z V a z Vs, které jsou v siti Ng spojeny s neuronem
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jednotlivych neurond, tj.

H(yv,yy)=|{ieV Iy #v}|. (8.31)

Polomér atrakce o(y% ) stabilniho stavu y3, je nejvélsi Hammingova vzddle-
nost takovd, Ze z kaZdého stavu yy sité N, pro ktery H(y% ,yv) < o(yy ), je
vidy (v paralelnim, resp. sekvencnim reZimu) zarucena konvergence k y% .

Zformulujeme bez dikazu vétu o slozitosti problému uréeni poloméru atrakce
daného stabilniho stavu v Hopfieldové siti.

Problém polomeéru atrakce Hopfieldovy sité ARHN (Attraction Ra-
dius Problem in Hopfield Networks):

instance: Hopfieldova sit IV; jeji stabilni stav y*; pfirozené éislo k € N.
otdzka: Je polomér atrakce o(y*) v N mensi nez k7

Véta 8.24 (Floréen, Orponen [65]) ARHN je N P-tézky problém.

Dokonce se da ukézat [65], Ze (za pfedpokladu P # N P) neexistuje po-
lynomiéalni algoritmus, ktery aproximuje polomér atrakce stabilniho stavu
Hopfieldovy sité velikosti s s piesnost{ s!=¢ pro libovolné pevné 0 < € < 1.

Hopfieldovy sité se kromé asociativnich paméti vyuzivaji k heuristickému
FeSeni tézkych optimalizacnich Gloh jako napf. problém obchodniho cestuji-
ciho (viz odstavec 3.3.2), ktery je N P-aplny. Cilem vypoctu je minimalizace
energetické funkce (3.29), kterd s opacnym znaménkem odpovida stabilité
Hopfieldovy sité (8.10). Uspéch tohoto tsili zavisi podstatné na volbé po-
catecniho stavu, ktery by mél lezet v oblasti atrakce stabilniho stavu s co
nejmensi energii, resp. nejvétsi stabilitou. Ukazeme vsak, ze volba takového
pocatecniho stavu je tézky problém.

Problém minimalizace energie Hopfieldovy sité M EHN (Minimum
Energy Problem in Hopfield Networks):

instance: Hopfieldova sit N; celé éislo k € 7.

oldzka: Existuje pocateéni stav y(9) sité N, ze kterého N konverguje ke
stabilnimu stavu y*") s energif men&f nez k, tj. se stabilitou [)’(y(t*)) > k7

Véta 8.25 (Wiedermann [289]) MEHN je N P-iplng problém.

Dikaz: Ziejmé M EHN € N P, protoze nedeterministicky algoritmus v po-
lynomidlnim case uhadne stabilni stav zadané Hopfieldovy sité a ovéri, zda
jeho stabilita je vétsi nez dané k. Dukaz N P-tézkosti M EH N probihé po-
dobné jako v dikazu véty 8.9 polynomialni redukef instance f problému SAT
na instanci (N; k) problému M FH N. K vystupnimu neuronu v p¥islusného
obvodu C} je pfipojen neuron ¢, v tomto pfipadé pomoci dostatecné velké
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dostavame a > 2aé, coz podle (8.25) implikuje @ < p — k, protoze « je celé
¢islo. Potom pocet stabilnich pasivnich neuronu z V5 spojenych s neuronem
v € V lze zdola odhadnout p—1—a > p—1—(p—k) = k—1. Ty maji aspon
k — 1 aktivnich sousednich neuront z V| coz spolu s aktivnim neuronem
v € V &ni aspon k aktivnich neuroni z V. Oznaé¢me I C V mnozinu téchto
aktivnich neuroni, tj. [/| > k. Tvrdime, 7e I je nezdvisl4 mnozina vrchold
grafu G. Necht naopak existuji dva vrcholy 7,5 € I, které jsou v G spojené
hranou, tj. {7,j} € E. Vime, ze odpovidajici neurony i,j v N¢ jsou aktivni,
tj. ¥ = yi = 1, a stabilni, coz napf. pro neuron j znamena, ze jeho vnitini
potencial £ > h(j). Vnitini potencidl kromé piispévki od pasivnich neuroni
7z Vo a V obsahuje aspon jeden pfFispévek od aktivniho neuronu i € I C V|
tedy po dosazeni

(p— D(=6)(=1) + (dg(j) = D(=A)(=1) + (=A)1 >
> —a+ Bda(j) +5(p—1). (8.29)

Po Gpravé (8.29) dostdvame o > 20, coz je ve sporu s (8.23). Tedy I je
nezavisla mnozina grafu G velikosti aspon k.

Necht naopak graf G obsahuje nezavislou mnozinu velikosti aspon k a
ozna¢me [ C V takovou maximalni nezavislou mnozinu GG. Definujeme sta-
bilni stav y%, # yi.. Hopfieldovy sité Ng, ktery se lisf od trividlniho stabil-
niho stavu yg,:

1 JET nebo jeVa\{{i,u} |, uel;i#u}
Ko ) ) ’
Yj _{ —1  jinak. (8.30)
Tedy Hopfieldova sit ma aspon dva stabilni stavy y%,, yi. O

V dikazu véty 8.22 méla Hopfieldova sit Ng nekladné véhy, a proto
tvrzeni této véty plati 1 pro tfidu symetrickych siti s nekladnymi maly-
mi vahami. Pro Hopfieldovy sité s nezdpornymi vahami je problém SHN
P-tplny (viz definici 7.23). Také se d& ukazat [64], Ze problém existence ti{
stabilnich stavli v Hopfieldové siti s nulovymi prahy (bez omezeni na vahy)
je N P-tplny. Pfestoze urc¢it pocet stabilnich stavi pro konkrétni danou sy-
metrickou sit je v nejhorsim ptipadé tézké, existuje asymptoticky odhad
1.05 x 20-28745 pro pocet stabilnich stavii jednoduché Hopfieldovy sité s nu-
lovymi prahy, jejiz vdhy jsou nezavislé nahodné veli¢iny distribuované kolem
nuly s Gaussovym rozdélenim pravdépodobnosti [190, 269].

Dalsi dilezitou otdzkou u Hopfieldovych asociativnich paméti je velikost
oblasti atrakce stabilniho stavu (viz odstavec 3.2.2). Velikost téchto oblasti
méfime pomoci tzv. poloméru alrakce.

Definice 8.23 Necht N = (V,X,Y, A, w, h) je Hopfieldova sit. Hammin-
gova vzdalenost H(yv,y{,) dvou stavi yv, yi, sité N je pocet riznych stavi
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vahy w(v,c¢) = W s odpovidajicim prahem h(c) = W. Pfislusnou Hopfieldo-
vu sit Ny s vahou |w| vytvofime z tohoto obvodu pomoci véty 8.19. Potom
[ je splnitelna, pravé kdyz existuje pocatecni stav sité Ny, ze kterého sit
konverguje ke stabilnimu stavu, v némz jsou oba neurony v a ¢ aktivni, tj.
stabilita tohoto stavu je diky volbé napf. w(v,c) = W = k + |w| + 1 vétsi
nez k. O
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pro vstup X, je aspont 1 — €, a naopak pro kazdé x € L pravdépodobnost, Ze
vystup obvodu CP je aktivni pro vstup x, je nejvyse €.

Pro pravdépodobnostni analyzu prahovych obvoda budeme pouzivat na-
sledujici lemmu, kterou uvadime bez dukazu.

Lemma 9.2 Oznacme B(m, N,p) pravdépodobnost, Ze z N nezdvisljch nd-
hodngch Bernoulltho pokust je neyméné m netspésnijch, kdyz pravdépodob-
nost nedspéchu v jednom pokusu je p.

(i) (Chernoff [136])
Je-li m > Np, pak

s g < (B2) (%)N_m . (9.1)

(i1) (Angluin, Valiant [21])
Pro kazdé 0 < 3 <1 plati

B(Np(1+ ), N,p) < e 3787 (9.2)

(iii) (Hajnal, Maass, Pudlik, Szegedy, Turan [91])
Pro kazdé prirozené ¢islo k € N plati

1 1

o1 5 pro k liché
B —,k,—) =3 7 ; . (9.3)
2772 5+1/55 prok sudé.

Rozpoznavani jazyka pomoci prahovych obvodi s velkou pravdépodob-
nosti chyby, nap¥. € = 0.4, neni pfilis spolehlivé, avsak opakovanim vypoctu
takového obvodu lze dosahnout libovolné malé pravdépodobnosti chyby.

Véta 9.3 Necht0< A <e< % jsou dvé libovolnd redlnd ¢isla. Potom kaZdy
jazyk L = L(C?€), e-rozpozndvany pravdépodobnostnim prahovim obvodem
C? hloubky d a wvelikosti s, lze A-rozpoznal pravdépodobnostnim prahovym
obvodem CP' hloubky d + 1 a velikosti

2log A

Logme(l - e))W s+L, ®4)
. L= L(CP')X).

Dtikaz: Pravdépodobnostni prahovy obvod CP’ se bude skladat z N ko-
pii obvodu C?, které maji stejny deterministicky vstup a jejich vystupni
hradla budou spojena s vystupnim prahovym hradlem obvodu CP’, které

Kapitola 9

Pravdépodobnostni
neuronove sité

Je zndmo, 7e biologické neurony jsou relativné nespolehlivé vypocetni jed-
notky, napf. ve srovnani s elektrickymi prvky klasickych obvodu. Pfesto nas
mozek je schopen celkem spolehlivé vykonavat velmi pfesné ¢innosti. Tato
kapitola se snazi naznaéit pfi¢iny tohoto jevu studiem (acyklickych) prav-
dépodobnostnich neuronovych siti. V nasledujicich podkapitolach budeme
uvazovat tfl ruzné typy pravdépodobnostniho chovéni.

9.1 Pravdépodobnostni prahové obvody

Nejprve definujeme tzv. pravdépodobnostni prahové obvody, které se lisi od
deterministickych prahovych obvodi z podkapitoly 7.2 tak, ze navic maji
nahodné vstupy, které jsou s danou riuznou pravdépodobnosti aktivni. Prav-
dépodobnostni prahové obvody s n deterministickymi vstupy budeme také
vyuzivat k rozpoznavani jazyka L C {0, 1}" bindrnich slov délky n. V tomto
pfipadé vystup obvodu s uréitou pravdépodobnosti chyby signalizuje, zda
deterministicka ¢ast vstupu patfi do pFislusného jazyka.

Definice 9.1 Rekneme, Ze obvod CP? = (V U XP, XY, E,f?) je pravdépo-
dobnostni prahovy obvod, jestlize kaZdé prahové hradlo v € V poéitd boo-
leovskou prahovou funkci s reprezentact €F(v) a kaZdé tzv. ndhodné vstupni
hradlo z? € XP, kieré se nachdzi ve vstupni vrstvé, je aklivni s pravdé-
podobnosti 0 < (P(zP) < 1. Rekneme, Ze pravdépodobnosini prahovy ob-
vod C? s n = |X| deterministickymi vstupy a jednim vystupnim hradlem
g-rozpoznava jazyk L C {0,1}" a znacime L = L(C?,¢), kde 0 < ¢ < ]5,
jestlize pro kazdé x € L pravdépodobnost, Ze vystup obvodu CP je aktivni

501
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Duikaz: Pravdépodobnostni prahovy obvod C?’ je zkonstruovan z obvodu
C? tak, ze pfiddme dvé novd ndhodnd vstupni hradla 2, 28, kterd jsou
aktivni s pravdépodobnosti po fadé p; = p a

toa-p

= (9.8)

P2
Ztejmé diky (9.7) plati 0 < p1,p2 < 1. Obé hradla «f, 2% pfipojime k vy-
stupnimu prahovému hradlu v obvodu C? tak, aby vystup vzniklého obvodu
C?' byl aktivni, pravé kdyz zf je aktivn{ a soufasné v nebo 2% je aktivni. Bez
jmy na obecnosti predpokladdme |h(v)| < |w], protoZe v opaéném piipadé
by hradlo v realizovalo konstantni funkci. Potom muzeme definovat odpovi-
dajici vahy novych spojii w(z],v) = 2|w|, w(z},v) = |w| a prah vystupniho
hradla v obvodu C?' navic zvysime na h(v) + 2|w|. Tim zajistime uvedenou
funkei obvodu a CP' m4 pozadovanou velikost s + 2, vahu 4|w| a hloubku d.
Nyni tedy vystup obvodu C?’ je aktivni, pravé kdyz x} je aktivni a z4-
roven vystup CP nebo z} je aktivni. Tedy pro x € L bude diky nezdvislosti
aktivity 2! a podle principu inkluze a exkluze vystup CP’ aktivn{ s pravdé-
podobnosti aspon

1-B4p(f—a)
p1(p2+ B —p2f3) = o (9.9)
Podobné pro x ¢ I bude vystup CP’ aktivni s pravdépodobnosti nejvyse
_l—a—p(f—-a)
p1(p2 + o — paar) = B« . (9.10)
Polozme | T )
—a—p(f -«
= . A1
3 pp— (9.11)
Opét diky (9.7) plati 0 < ¢ < %, protoze z p > % plyne ¢ < % a
1 l—«
< < 9.12
P<a¥F F-a (912
implikuje ¢ > 0. Nakonec podle (9.9) a (9.10) pravdépodobnostni prahovy
obvod CP’ (g,1 — ¢)-separuje L, tj. obvod CP' e-rozpoznavé L. O

Dale ukazeme, ze pravdépodobnostni vypocet prahového obvodu lze na-
hradit deterministickym za cenu zvyseni velikosti a hloubky obvodu.

Véta 9.6 (Parberry, Schnitger [215]) Pro kaZdé % <e< % kazdy jazyk
L = L(C?,e) C {0,1}" e-rozpozndvany pravdépodobnostnim prahovym ob-
vodem velikosti s a hloubky d lze rozpoznat prahovim obvodem C' wvelikosti
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bude podle véty 6.26 pocitat konsenzuélni funkci M AJORITY . Je zfejmé,
ze vypocet obvodu CP pro dany deterministicky vstup probéhne N-krat a
vystupni hradlo obvodu CP’ bude aktivni, pravé kdyz asponn N/2 téchto vy-
pocti skonéi s vystupem 1. Vyuzijeme (¢) z lemmy 9.2 tak, Ze za neGspésny
pokus povazujeme chybny vypocet jedné z N kopii obvodu C? v obvodu
C?', ktery nastane s pravdépodobnost{ p = ¢. Potom podle (9.1) pravdépo-
dobnost B(N/2, N,¢), ze aspon N/2 téchto vypoétl je chybnych, lze shora
odhadnout nésledujicim zptsobem:

S

N
B (5, N, 5) < (4e(1—¢)) (9.5)
Tedy podle (9.5) volime N tak, aby (4e(1—¢))M? < A, tj. pomoci 0 < ¢ < i
dostavame:

S 2log A

= log(4¢(1 —¢))’
coi zajisti to, Ze pravdépodobnostni prahovy obvod CP’ A-rozpoznéavé stejny
jazyk L = L(CP' X) jako obvod C?. Navic C?' mé4 ziejmé hloubku d + 1 a
velikost Vs + 1. O

(9.6)

Také je mozné uvazovat ndsledujici obecnéjsi definici rozpoznévani ja-
zyka pomoci pravdépodobnostniho prahového obvodu, kde pravdépodobnost
spravného pfijeti a zamitnuti vstupniho slova neni obecné symetricka.

Definice 9.4 Rekneme, Ze pravdépodobnostni prahovy obvod C? s n de-
terministickymi vstupy a jednim vystupnim hradlem («, )-separuje jazyk
L C {0,1}" a znacime L = L(CP,a,3), kde 0 < o < 8 < 1, jestlize pro
kazZdé x € L pravdépodobnost, Ze vystup obvodu C? je aklivni pro vstup x, je
asponi 3, a naopak pro kaidé x ¢ L pravdépodobnost, Ze vistup obvodu CP
je aktivni pro vstup X, je nejvyse .

Ztejmé pravdépodobnostni prahovy obvod e-rozpoznava jazyk L, pravé kdyz
ho (g,1 — €)-separuje. Plati i opak, totiz ze kazdy separovany jazyk lze také
rozpoznat za cenu nepatrného zvyseni velikosti a vahy pravdépodobnostniho
prahového obvodu.

Véta 9.5 (Hajnal, Maass, Pudldk, Szegedy, Turdn [91]) Pro kaidy
jazyk L = L(CP, o, B3) C {0,1}" (v, B)-separovany (0 < o < < 1) prav-
dépodobnosinim prahovim obvodem CP wvelikosti s, vihy |w| a hloubky d
existuje pravdépodobnosini prahovy obvod CP' wvelikosti s + 2, vihy 4|w| a
hloubky d, ktery (1 — o — p(B — «))/(2 — B — a)-rozpozndvd L pro kaZdé p
spliujici

1 . 1
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9.2 Pravdépodobnostni tridy slozitosti

V této podkapitole se budeme zabyvat pravdépodobnostni verzi hierarchie
TC" (viz podkapitolu 7.2.3). Za timto Géelem nejprve definujeme analogicky
posloupnosti pravdépodobnostnich prahovych obvodi, u kterych pravdépo-
dobnost chyby vystupu roste pomalu s poctem vstupt. Takové posloupnosti
pak lze vyuzit k rozpoznéavani jazyka L C {0, 1}*.

Definice 9.7 Necht CP? = (C§,CV,CY,...) je nekonecnd posloupnost prav-
dépodobnostnich prahovych obvodi, kde obvod C? = (V,UXE, X, Yy, Ey, £2)
(n>0) md |X,| = n deterministickych vstuptt a jeden vystup, tj. |Yo| = 1.
Rekneme, Ze posloupnost CP g(n)-rozpoznavd jazyk L C {0,1}*, a zna-
¢ime L = L(CP,e(n)), kde ¢ : N — (0, %) je redlnd posloupnost, jestlize
obvod CP e(n)-rozpozndvd jazyk L N {0,1}" pro kaZdé n > 0. Definujeme
RTCY (k > 1) tridu jazyki L C {0, 1}* £(n)-rozpoznatelnyjch L-uniformni
posloupnosti pravdépodobnostnich prahovijch obvodi (polynomidlni velikosti
S(n) = no(l)) konstantni hloubky D(n) = k s malymi vihami a chybou

1 1

Nakonec definujeme tridu sloZitosti
Rrc® = | J RICY. (9.18)

E>0

Ukézeme, ze pravdépodobnostni prahové obvody pocitaji nap¥. booleov-
sky skaldrni soucin (viz vétu 7.51) s mensi hloubkou nez deterministické
prahové obvody.

Véta 9.8 (Hajnal, Maass, Pudldk, Szegedy, Turan [91])
IP € RTCY.

Diikaz: Konstruujeme pravdépodobnostni prahovy obvod C?, ktery ma

v nulté vrstvé n ndhodnych vstupnich hradel 2%, ..., zf které jsou s pravdé-

podobnosti % aktivni, a 2n deterministickych vstupt x1,...,2,, ¥1,--.,¥n
spolu s jejich negacemi Z1, ..., &5, 1, - - ., Yn, které lze pfip. podle (i¢) z lem-
my 6.27 odstranit. Prvni vrstva se sklada z 2n prahovych hradel uy, ... uy,,

V1, ..., Vs, kde podle véty 6.26 u; (1 < i < n) pocita konjunkei z; Ay; Azl a
v; (1 <1 < n) poéitd disjunkei z;Vy; Val. Vsechna hradla v prvnf vrstvé jsou
pfipojena pomoci jednotkovych vah w(u;,v) = w(v;,v) = 1 k vystupnimu
prahovému hradlu v s prahem h(v) = n.

Pro dany vstup obvodu C? oznalme k = |I|, kde I = {i € {1,...,n}|
z; = yi = 1}, poéet odpovidajicich shodnych jednotkovych deterministic-
kych vstupt. Cilem vypoctu obvodu je pak uréit paritu k. Pro vsechna ¢ € 1
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8eln 2
"m‘l'l-‘ ns+1 (9.13)

a hloubky d+ 1, 1. L = L(C).

Dikaz: Necht CP ma n deterministickych vstupl a n, ndhodnych vstupnich
hradel z7,. .. &k, z nichz #f (1 <1 < np) je aktivni s pravdépodobnosti
pi = (af). Pror = (r1,...,7n,) € {0,1}"» ozna¢me C(r) prahovy ob-
vod, ktery vznikne z C? nédhradou kazdého ndhodného vstupniho hradla ¥
(1 < i< np) hradlem s konstantn{ funkei r;. Zvolme konstantu c tak, Ze ¢ je
nejmensi sudé pfirozené ¢islo, pro které plati:

8cIn2
—. 9.14
¢ (1 —2¢)? (9.14)
Dale volime nahodné a nezévisle cn binarnich vektort r; = (r;1,...,7jn,) €
{0,1}*» pro j = 1,...,cn tak, Ze pravdépodobnost, ze r;; =

(1 < i< np), je p;. Potom prahovy obvod C' je konstruovan podobné jako
v dikazu véty 9.3, tj. sklada se z en obvoda C(r1),...,C(xren), které maji
stejnych n deterministickych vstupt a jsou pfipojeny k jednomu vystup-
nimu prahovému hradlu, které podle véty 6.26 pocitd konsenzualni funkci
MAJORITY . Ztejmé C ma pozadovanou velikost a hloubku.

Pro kazdy vstup x € {0, 1}" obvodu C pravdépodobnost, ze vystup C(r;)
je chybny, je nejvyse €, protoze CP e-rozpoznédval L = L(C?,¢). Uvazujme
libovolny pevny vstup x € {0,1}" obvodu C. Volbu ry,...,r., lze inter-
pretovat jako N = cn Bernoulliho pokusi, kde netispéch znamena, ze vy-
stup C(r;) je chybny pro vstup x, a tedy jeho pravdépodobnost je nejvyse
% <p=e¢< % Potom podle (if) z lemmy 9.2 pravdépodobnost, ze aspon
polovina z prahovych obvodi C(ry), ..., C(re,) mé chybny vystup pro vstup
x,t.0<f=1/(2e) = 1 < 1, je nejvyse

B(Np(L+ 8),N,p) = B (% cn,s) < e~ 3(1/(2)=1)%ene (9.15)

coz lze diky (9.14) déle shora striktné odhadnout

B (S ene) <27 (9.16)
Tedy pro ndhodnou volbury, ..., r., pravdépodobnost, ze vystup prahového
obvodu C' je chybny pro vstup x, je ostfe mensi nez 277, AvSak pocet moz-
nych deterministickych vstupt je 27, a proto pravdépodobnost, Ze vystup
C je chybny pro néjaky vstup, je pro tuto volbu jisté ostfe mensi nez 1.
7 toho vyplyva, ze musi existovat aspon jedna volba ry, ..., r.,, pfi které C'
rozpoznava L. |
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RTC”%, kde ¢(n) = % —n~% a b, ¢ jsou konstanty. Podle véty 9.6 existuje
obecné neuniformni posloupnost prahovych obvodi polynomiélni velikosti

8e(n)In2 2

— 41 1= tetd 21
"(1 ~ ()’ + -‘ nS(n) + O (n ) (9.21)
a hloubky k 4 1, rozpoznavajici jazyk L. O

9.3 Boltzmannovy obvody

Pravdépodobnostni prahové obvody nejsou typickym predstavitelem neuro-
novych siti, které se vyuzivaji v aplikacich. Nejznaméjsim pravdépodobnost-
nim modelem neuronovych siti je Boltzmanniv stroj (viz podkapitolu 3.4),
jehoz neurony jsou aktivni s pravdépodobnosti, kterd se vypoéte ze zva-
zené sumy vstupu pomoci spojité pravdépodobnostni aktivaéni funkce. Pro
jednoduchost se budeme zabyvat jeho acyklickou verzi, tj. Boltzmannovym
obvodem, ktery se sklada z tzv. Bolltzmannovych hradel.

Definice 9.11 Boltzmanntv obvod C® = (V, X,Y, E, () je obvod, kde V
je mnoZina Boltzmannovych hradel a zobrazeni €8 pritadi kazdému hradlu
j €V sk vstupy x1,...,xy celociselné vihy a prih €8(j) = (w1, ..., wi; k)
linedrni funkce £ = Zf:] w;x; — h. Boltzmannovo hradlo j € V je aklivni,
4. y; =1, s pravdépodobnosti o;(&;), kde 05 : Z — (0, 1) je pravdépodob-
nostni aktivaéni funkce, nap?. standardni sigmoida (1.9):

1

0'](5) = 714—@_)‘]6 (922)
se strmosti X; > 0. Boltzmanniv obvod CP s n = |X| vstupy se vyuZivd
k e-rozpozndvdni jazyka L = L(CB,e) C {0,1}" stejngm zpiésobem jako

pravdépodobnostni prahovy obvod (viz definici 9.1).

Ukéazeme, ze Boltzmannovy obvody nejsou o moc silnéjsi vypocetni pro-
stfedek nez pravdépodobnostni prahové obvody.

Véta 9.12 (Parberry, Schnitger [215]) Kaidy jazyk L = L(CP e) C
{0, 1}" e-rozpozndvany Boltzmannovim obvodem C® wvelikosti s, hloubky d a
vdhy |w| lze e-rozpoznal pravdépodobnosinim prahovim obvodem CP velikosti

(6|w| +4)s, hloubky 2d a vihy (4|w|* + 10|w|+ 4)s, {j. L = L(C?,¢).

Dtikaz: Kazdé hradlo j Boltzmannova obvodu C® nahradime pravdépodob-
nostnim prahovym podobvodem C?(j), ktery realizuje jeho funkci. Podobvod
C?(j) pro Boltzmannovo hradlo j s k vstupy %1, ..., yx ohodnocenymi vé-
hami w? ... w? a prahem AP se predeviim skladd s ¢ < 2|w| + 1 dvojic

9.2. PRAVDEPODOBNOSTNI TRIDY SLOZITOSTI 227

jsou podle predchézejici konstrukce vystupy odpovidajicich hradel v prvni
vrstvé rovny pifslusnému ndhodnému vstupu, tj. yu, = yo, = a¥. Podobné
pro vSechna ¢ € [, tj. #; = 0 nebo y; = 0, plati y,, = 0 a y,, = 1. Tedy
vystupn{ prahové hradlo v ve druhé vistvé mar =2|{i € I|al = 1}|an—k
jednotkovych vstuplG. To znamend, ze v je aktivni, pravé kdyz r > k, tj.
aspon % z k ndhodnych vstupnich hradel i € I musi byt aktivnich, u nichz
pravdépodobnost aktivity je % Tedy muzeme vyuzit (i4¢) z lemmy 9.2, pro-
toze pravdépodobnost, ze vystup v obvodu C? je 1, je B(%, k, %), a dosté-
vame, ze pravdépodobnostni prahovy obvod C? (15, 15 + 1/v27k)-separuje,
resp. diky £ < n (%, % + 1/\/27n)-separuje TP N {0, 1}".

Ziejmé CE ma jednotkové vahy, velikost O(n) a hloubku 2. Tedy podle
véty 9.5 existuje pravdépodobnostni prahovy obvod s malymi vahami, veli-

kosti O(n) a hloubky 2, ktery e(n)-rozpoznava IP pro

o 1
)= — T = g (9.19)

kde
(9.20)

které spliuje (9.7). Nakonec pomoci (i) z lemmy 6.27 ziskdme posloupnost
pravdépodobnostnich prahovych obvodi velikosti O(n), s malymi vdhami a
hloubky 2, ktera (% — %)—rozpoznévé [P a je zFejmé L-uniformni, protoze

uvedené konstrukce lze realizovat pomoci Turingova stroje s logaritmickym
prostorem. Tedy [P € R1'CY. ad

Dusledek 9.9 7C3 G RTCS.

Dikaz: Tvrzeni je pfimym disledkem vét 7.56 a 9.8. a

Na druhou stranu diky vété 7.51 je IP € T'CY, a tedy podle véty 9.8 jsme
prostFednictvim pravdépodobnostnich obvodi uSetfili jednu vrstvu. Néasle-
dujici véta pro neuniformni pt¥ipad ukazuje, Ze timto zptusobem ji7z nelze
hloubku obvodu déale redukovat.

Véta 9.10 (Hajnal, Maass, Pudldk, Szegedy, Turan [91]) Oznacme
TC”%, RTC”% (k > 1) neuniformni verze tiid slozitosti TCY, RTCY. Po-
tom pro kazdé k > 1 plati RTC'y C TC’%_H.

Dukaz: Necht CP = (CF,CT,CY,...) je obecné neuniformni posloupnost
pravdépodobnostnich prahovych obvodid polynomidlni velikosti S(n) =
O(n®) a konstantni hloubky k, e(n)-rozpoznavajici jazyk L = L(CP,e(n)) €
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Dikaz: Kazdé hradlo j pravdépodobnostniho obvodu C? nahradime v ob-
vodu CP Boltzmannovym hradlem ;. Necht nejprve j je ndhodné vstupni
hradlo, které je aktivni s pravdépodobnosti 0 < p < 1. Odpovidajici Boltz-
mannovo hradlo j? s prahem —1 nebude mit z4dné vstupy a pro jeho prav-
dépodobnostni aktivaénf funkei plati, Ze o;(1) = p, tj. nap¥. pro standardni
sigmoidu (9.22) staci volit strmost

P
Ai=ln . 9.25

Z¥ejmé hradlo 7P je aktivni s pravdépodobnosti p, a tedy realizuje stejnou
funkci jako j.

Nyn{ necht j ptedstavuje prahové hradlo obvodu C? s reprezentaci
(w1, ..., wg; h). Podle lemmy 6.29 mizeme predpokladat, ze se jedna o rozho-
dujici reprezentaci, pfitom vaha obvodu C'? bude 2|w|. Odpovidajici Boltz-
mannovo hradlo j? ma4 stejné vahy wy, ..., wy, a prah h a pro jeho pravdé-
podobnostni aktivaéni funkei o; plati, ze o(1) > 1 —6/s a 6(—1) < §/s, tj.
napf. pro standardni sigmoidu (9.22) staéi volit strmost

s—6

)

)\]’ =1In >0. (926)
Z¥ejmé hradlo j® pocita stejnou funkci jako j s pravdépodobnosti chyby
nejvyse 6/s.

Boltzmanniiv obvod C? se pak chova jinak nez ptvodni pravdépodob-
nost{ obvod C? s pravdépodobnost{ nejvyse é/s pro kazdé hradlo, tj. celkové
s pravdépodobnosti mensi nez . Odtud pravdépodobnost chyby pii rozpo-
méavéani L je mensi nez ¢ + 6, tj. L = L(CP e +6). O

Véty 9.12, 9.14 ukazuji, ze z hlediska vypocetni sfly jsou Boltzmannovy
obvody velmi podobné pravdépodobnostnim prahovym obvodum. Také mi-
zeme uvazovat jejich cyklické verze (viz kapitolu 8), tj. Boltzmannovy stroje
a pravdépodobnostni cyklické neuronové sité. Pro jejich konvergentni plné
paralelni rezim pak muizeme pouzit techniku z véty 8.7 k vytvofeni ekviva-
lentnich obvodi a nésledné opét pomoci vét 9.12, 9.14 ukazat, ze Boltzman-
novy stroje jsou z hlediska vypocetni sily velmi podobné pravdépodobnost-
nim cyklickym neuronovym sitim.

9.4 Robustni neuronové sité

Je 7ndmo, 7e neuronové sité jsou robustni, tj. pfi poskozeni nékolika neuronu
sit nemusi nezbytné ztratit svoji funkénost. V této podkapitole se pokusime
naznac¢it mozné pficiny tohoto jevu.
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prahovych hradel u(¢;), v(£}) (srovnejte s technikou dikazu véty 7.32), které
odpovidaji véem moznym celo¢iselnym hodnotam zvazenych sum 5]' vstupt

(bez prahu):
k
—lwl <& = wly < |w|. (9.23)
i=1

K obéma hradlim u(¢;), v(&}) z kazdé dvojice, které maji préh h¥(u(&})) =
—hP(v(§;)) = & + 1, jsou pfipojeny vstupy yi,...,yr pomoci vah
wh(y;, u(€;)) = —wP(yi,v(})) = wP a ptidané ndhodné vstupni hradlo
aP(&;) pomoci vahy w? (P (&), u(&)) = —wP (2F(§)),v(})) = 1, které je
aktivni (2?(¢}) = 1) s pravdépodobnosti o;(£; — hB), kde o; je pravdépo-
dobnostni aktivaéni funkce hradla j.

Ztejmé pro skutecnou hodnotu zvazené sumy 5]' Boltzmannova hradla j je
hradlo u(&;) aktivni, pravé kdyz E_]’ +2P(&;) > & +1 a hradlo v(€}) je aktivni,
pravé kdyz «5_]’ +aP(&;) < & +1. To znamend, ze je vidy jedno hradlo z kazdé
z q dvojic aktivni a navic obé hradla z dvojice u(éj’), v(é]’) jsou zaroven
aktivni, tj. z¥(§;) = 1, s pravdépodobnosti o; (EJ’ — hB). Tedy staéf véechna
hradla u(&}), v(€}) ptipojit v C?(j) pres jednotkové vahy k prahovému hradlu
s prahem ¢ + 1, které realizuje funkci Boltzmannova hradla j a je vystupem
podobvodu C?(j).

Ziejmé vznikly pravdépodobnostni prahovy obvod mé velikost nejvyse
s(3(2|w| 4+ 1) + 1) = (6]w| + 4)s, hloubku 2d a vahu s(2|w|+ 1)(2|w|+4) =
(4|w]? 4+ 10]w| + 4)s. O
Hloubku pravdépodobnostniho prahového obvodu z véty 9.12, ktery simuluje

Boltzmanniv obvod hloubky d, lze dokonce pomoci techniky z [91] redukovat
nad+ 1.

Dusledek 9.13 TFida jazykid L C {0,1}* e(n)-rozpoznatelngch L-uniformni
posloupnosti Boltzmannovijch obvodi (polynomidlni velikosti S(n) = n°1))
konstantni hloubky D(n) = O(1) s malymi vihami a chybou

1 1

se shoduje se sloZitosini t¥idou RTCP.
Diikaz: Tvrzeni je pfimym disledkem definice 9.7 a véty 9.12. |

Na druhou stranu pomoci Boltzmannova obvodu lze jednoduse simulovat
pravdépodobnostni prahovy obvod.

Véta 9.14 Kaidy jazyk L = L(CP,e) C {0,1}" e-rozpozndvany pravdé-
podobnostnim prahovim obvodem CP wvelikosti s, hloubky d a vihy |w| lze

(¢ +6)-rozpoznat Boltzmannovim obvodem CP wvelikosti s, hloubky d a vihy
2lw|, tj. L = L(CB,e+6), pro libovolné 0 < § < % —€.
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z prvni vrstvy. Vystupy hradel ze druhé vrstvy pak tvofi vystupni kabel
podobvodu C,. Nakonec spoje z kabele, ktery odpovida vystupu obvodu C|
jsou v obvodu C’ vstupem hradla M AJORITY , které je vystupem obvodu
C'. Zfejmé hloubka obvodu C’ je 2d + 1.

Nyni pfedpoklddejme, 7ze kazdé hradlo v C” je poskozeno nezdvisle s prav-
dépodobnosti €, pro kterou plati (9.28). Vypoéteme pravdépodobnost, ze
vystupni kabel podobvodu C, pro libovolné hradlo v s k£ < ¢ vstupy neni
korektni, za pfedpokladu, ze v8echny vstupni kabely C, jsou korektni. Diky
tomuto predpokladu nejvyse ¢fm kopii hradla v v prvni vrstvé podobvodu
C, chybuje kvuli chybnym vstupim. Tedy v nejhorsim ptipadé %m —qfm =
(% — gf)m poskozenych kopif hradla v zptisobi, ze polovina z nich bude chy-
bovat. Proto pravdépodobnost, Ze vice nez polovina kopii hradla v v prvni
vrstvé podobvodu C), chybuje, je mensi nez B((% — qf)m,m,¢e) (viz lem-
mu 9.2). Déle pravdépodobnost, ze vystupni kabel podobvodu C, neni ko-
rektni, za predpokladu, ze méné nez polovina hradel v prvni{ vrstvé C, chy-
buje, je mensi nez B(fm, m,¢). 7 toho vyplyva, ze pravdépodobnost, ze
vystupni kabel podobvodu C, neni korektni, za pfedpokladu, 7e v8echny
vstupni kabely ), jsou korektni, je mens{ nez soucet

B <<% - q9> m, m,e) + B(m, m, ). (9.30)

Polozme 6 = m. Pravdépodobnost (9.30) lze pak podle (i) z lemmy 9.2

shora odhadnout:

5((5-0)mme) + Bomma) = 25 (5" me) <

< 2em3me (9.31)

kde me(1 + 3) = ﬂq"-lk_lj’ t].

-
2e(q + 1)

za predpokladu, ze 0 < # < 1, ktery je podle (9.28) splnén.

Jelikoz v obvodu C’ je pravé s kabeli odpovidajicich vystuptim s hra-
del obvodu C, které mohou byt nezavisle nekorektni, pravdépodobnost, ze
kabel odpovidajici vystupu obvodu C' neni korektni, lze podle (9.31) shora
odhadnout pomoci

g (9.32)

2se~ 3P me (9.33)

coz je nejvyse u, pokud volime

2 2
m = E (lns—l—ln ;) . (9.34)
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Definice 9.15 Nech? f : {0,1}"* — {0, 1} je booleovskd funkce a C je
obvod s n wvstupy a jednim vijstupem. Rekneme, Ze C chybuje pfi vypoétu
f, jestlize existuje vstup x € {0,1}" takovy, Ze C(x) # f(x). Dile fekneme,
Ze C je (p,e)-robustni pro f, kde 0 < p+ ¢ < 1, jestlize plati, Ze kdyz
kazdé hradlo v C' je poskozeno nezdvisle s pravdépodobnosti nejvyse €, 1. je
nespolehlivé s pravdépodobnosti chyby €, pak pravdépodobnost, Ze C chybuje
privgpoctu f, je nejvyse p+¢<. Redlnou hodnotu % nazveme presnosti obvodu
C'. Nakonec fekneme, Ze obvod C je e-robustni, jestliZe je (u,€)-robusini pro
néjaké p takové, Ze p+ ¢ < %

V definici 9.15 zfejmé p > 0, protoze pravdépodobnost, Ze vystupn{ hradlo
je poskozeno, je €. Intuitivné ¢ ve vyrazu p + ¢ odpovida pravdépodobnosti
chyby vystupniho hradla a p je pravdépodobnost poskozeni zbytku obvodu.

Ukazeme, 7e pro kazdy spolehlivy prahovy obvod existuje vétsi ekviva-
lentni prahovy obvod, ktery je robustni, protoze kopiruje nékolikrat vypocet
ptvodniho obvodu.

Véta 9.16 (Berman, Parberry, Schnitger [35]) KaZdou funkci f, kie-
rou lze pocitat prahovym obvodem C' velikosti s a hloubky d s hradly, kieré
maji pocet vstupt omezen q, je mozZné pocitat pomoci (u,€)-robustniho pra-
hového obvodu C' pro f velikosti

4s 2
a hloubky 2d + 1 pro libovolné
1 1
—<e< — 9.28
IPES R TES) 2
ap>0, kde
1
=——1. 9.29
EREECEY (2

Dukaz: Konstruujeme robustn{ prahovy obvod C’ tak, ze kazdy spoj v ob-
vodu C' nahradime tzv. kabelem, ktery se sklada z m spoji, a tedy kazdé
hradlo v s k£ < ¢ vstupy nahradime podobvodem C, s k vstupnimi kabely a
jednim vystupnim kabelem. Rekneme, 7e spoj v kabelu je korekini, jestlize
vzdy prendsi stejny signal jako puvodni odpovidajici spoj v C. Dale fek-
neme, ze kabel je korektni, jestlize nejvyse #m jeho spoju neni korektnich,
kde 0 < 8 <1 je kladné realné cislo.

Podobvod C se skldada ze dvou vrstev. Prvni vrstva obsahuje m kopii
hradla v tak, Ze j-té hradlo mé i-ty vstup od j-tého spoje i-tého vstup-
nfho kabele (1 < j < m, 1 < i < k). Druhd vrstva se skldadd z m hradel,
které pocitaji konsenzualni funkci M AJORITY se vstupy od vSech hradel
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Vystupni hradlo obvodu C’, které pocitd M AJORITY , pak chybuje s prav-
dépodobnosti mensi nez pu + ¢, a tedy prahovy obvod C’ je (u,€)-robustni
pro f. Celkovy pocet hradel v C’ je 2ms + 1. a

Podle véty 9.16 muze libovolny prahovy obvod s nespolehlivymi hradly
pocitat dostateéné spolehlivé danou funkci za cenu néarustu velikosti o lo-
garitmicky faktor. Navic pfesnost takového obvodu muze byt zvySena na
libovolnou konstantu pii linedrnim narastu puvodniho obvodu.

Robustnost neuronovych siti lze pomoci véty 9.16 ilustrovat jen pro
funkce, které lze pocitat pomoci obvodu, které maji hradla s malym poctem
vstupl. Pokud napf. poskodime kazdé desaté hradlo, dostavame spolehlivy
prahovy obvod praktické velikosti.

Dusledek 9.17 KaZdou funkci, kterou lze pocitat klasickym obvodem wve-
likosti s a hloubky d, je mozné pocitat 0.1-robustnim prahovym obvodem

veltkosti 90sIns + 270s + 1 a hloubky 2d + 1.
Dukaz: Ve vété 9.16 polozme ¢ = 2, ¢ = 0.1 a napf. p = 0.1. ad

Césteéné zobecnéni diisledku 9.17 pro hradla s neomezenym poétem vstupii
lze najit v [35, 91].
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10.1 Neuromaty

Nejprve definujeme konecény diskrétni neuronovy akceptor, kterému budeme
diky zfejmé souvislosti s koneénymi automaty fikat neuromat.

Definice 10.1 Neuromat (neuronovy akceptor}) N = (V,inp,out, A, w,h)
je cyklickd neuronovd sit (viz definice 8.1, 8.2) pracujici v plné paralelnim
rezimu s jednim vstupnim neuronem inp € V a jednim vystupnim neuronem
out € V.. Navic plati, Ze v pFislusné architekture (V, E) nevede do vstupniho
neuronu inp Zddnd hrana a vSechny orientované cesty vedouct z inp do out
jsou délky asponn k+1, kde k > 1 je prirozené ¢islo nazgvané zpozdéni. Neu-
romatl se vyuzivd k rozpozndvdni jazyka I C {0, 1}* nad bindrni abecedou nd-
sledugicim zpiisobem. Nechl x = 1 ...xp € {0,1}" je bindrni vstupni slovo
(vstup neuromatu), které je formdiné zprava doplnéno libovolnymi bity x4,
(i > 1). Stav vstupniho neuronu inp (véetné pocitecniho stavu) je v kazdém
Casovém kroku vypoctu neuromalu aktualizovdn podle bild vstupniho slova,
1. ygfl)p = #4341 prot > 0. Oznaéme Np(x) = ygz;{_k)
out v éase n+k pri vypoctu neuromatu N pro vstup x € {0,1}". Polom mno-
Zina Lp(N) = {x € {0, 1} | Ny(x) = 1} je jazyk rozpoznavany neuromatem
N s Casovym zpoZdénim k, specidlné L(N) = L1(N) je jazyk rozpozndvany
neuromatem N.

stav vijstupniho neuronu

Ukazeme, ze konstantni casové zpozdéni pii rozpozndvani jazyka pomoci
neuromatu lze odstranit za cenu jen linedrniho narustu jeho velikosti. Proto
se v nasledujicim vykladu muzeme omezit na neuromaty, které odpovidaji
na vstupni slovo jeden ¢asovy krok po jeho nacteni.

Véta 10.2 (Sima [268]) Pro kazdj neuromat N = (V,inp, out, A, w, h) ve-
likosti s se zpoZdénim k > 2 existuje neuromat N' = (V' inp’, out’, A", w', h')
velikosti 28 (s — 1)+ 2 s jednotkovym zpozidénim, ktery rozpozndvd stejny ja-

zyk, tj. Lr(N) = L(N").

Dukaz: Myslenka dikazu spoéivd v konstrukci neuromatu N', ktery k£ — 1
kroka dopfedu simuluje vypocty neuromatu N pro vechna mozné (k — 1)-
bitova pokraCovani vstupu a pferusi ty neplatné vypocty, které nesouhlasi se
skutecnym vstupem zpozdénym k — 1 kroku. Za timto celem se neuromat
N’ kromé vstupnfho a vystupnfho neuronu inp’, out’ skldda z 2* podsiti
Ny (x € {0,1}*~1 b € {0,1}), z nichz kazd4 simuluje vypocéet N pro jedno
mozné (k — 1)-bitové pokratovani x € {0,1}*~! vstupniho slova. Piislugné
neurony v téchto podsitich ozna¢ime stejné jako v N a navic je indexujeme
odpovidajicimi k bity, tj.

Vi ={vgz |veV —{inp},x € {0,1}"} U {inp', out'} . (10.1)

Kapitola 10

Vypocetni sila
neuronovych siti

V této kapitole porovname obecné cyklické (diskrétni i analogové) neuro-
nové sité s klasickymi modely vypoctu jako jsou konefné automaty a re-
gularni vyrazy dané deskriptivni sloZitosti [2, 137] a Turingovy stroje ome-
zené Casové a prostorové slozitosti (pFip. s ordkuly) [26]. Za timto Gcelem
budeme neuronové sité vyuzivat jako tzv. neuronové akceptory jazyktu (nad
binarni abecedou). Abychom mohli hovofit o slozitosti, musi byt délka vstup-
niho slova obecné neomezena. Uvazujeme v zasadé dva typy vstupniho pro-
tokolu. U koneénych neuronovych siti mame jeden vstupni neuron, ktery
obvykle postupné béhem vypoctu cte bity vstupniho slova. Pro tento typ
vstupniho protokolu budeme v néasledujicich dvou podkapitolach uvazovat
po fadé diskrétni nebo analogovy model sité. Jinou moznosti je nekonecna
posloupnost neuronovych siti, kde kazdé délce vstupu odpovida pravé jedna
sit s pFislusnym pocétem vstupnich neuronii. Proto tfet{ podkapitola je vé-
novéna posloupnostem neuronovych siti. Pro oba typy vstupniho protokolu
stav vystupniho neuronu urcuje, zda vstupni slovo patfi do daného jazyka.
U nékterych dukazu vét vzhledem k jejich technické narocnosti nastinime
v této kapitole jen zdkladni ideu bez detailu a nékteré vynechame s odkazem
na pavodni prace. Také se omezime jen na deterministické modely neurono-
vych siti, pfitom analogickou analyzu pro pravdépodobnostni neuronové sité
lze nalézt napft. v [253].

D34
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nulovym stavim Zzadny vliv na out’. Zbyl4d polovina téchto neuront wvg
(w(v, out) # 0) v podsitich Ng ma stejné stavy, protoze vzdélenost mezi inp
aout v N je aspon k+1, a tedy poslednich k vstupnich biti nemohlo ovlivnit
vystup. 7 toho vyplyv4, 7e pro zachovani funkce out’ staéi vynésobit odpo-
vidajic prah h(out) pomoci 28=1 tj. h'(out’) = 2%=1h(out). Uvedenym zpii-
sobem je dosazeno spravné rozpoznavani jazyka Lji(N) pomoci neuromatu
N’ o k — 1 krokfi dopiedu. Navic velikost neuromatu N’ je 2¥(s — 1) +2. O

Véta 10.3 (Kleene [150]) Neuromaly a koneéné aultomaly jsou vijpocetné
ekvivalentni, 1j. neuromaty rozpozndvaji prdavé requldrni jazyky.

Diikaz: Neuromat lze chapat jako koneény automat, jehoz stavy jsou repre-
zentovany stavy nevstupnich neuront pfislusné sité a prfechodova funkce je
popsana pomoci booleovskych prahovych funkei téchto neuroni. Pocatecni
stav konefného automatu je dan mnozinou iniciadlné aktivnich neuronu a
koncové stavy odpovidaji staviim sité s aktivnim vystupnim neuronem.
Obréacené kazdé hrané stavového grafu kone¢ného automatu odpovida je-
den neuron, ktery kontroluje, zda jeji ohodnoceni souhlasi se stavem vstup-
niho neuronu. Aktivita neuront odpovidajicich hrandm, které vstupuji do
daného stavu, podminuje aktivaci neuroni, které odpovidaji hranam vystu-
pujicim z tohoto stavu. Jeden inicidlné aktivni neuron na zacatku aktivuje
neurony, které reprezentuji hrany vychézejici z poc¢ate¢niho stavu. Vystupni
neuron je pak disjunkei neuronu odpovidajicich hranam, které vstupuji do
koncovych stavii. Podobnou podrobnéji popsanou konstrukci neuromatu lze
najft v dikazu véty 10.5. |

V dukazu véty 10.3 je naznacena konstrukce neuromatu ekvivalentniho
s kone¢nym automatem, kterd k m-stavovému deterministickému automatu
(ve stavovém grafu automatu z kazdého vrcholu vychazi nejvyse 2 hrany)
vytvofi neuromat velikosti O(m). Nésledujici véta zlepSuje tento vysledek
tak, ze pro malé vahy je jiz optimalni. Na druhou stranu predpokladé obec-
néjsi vstupni protokol nez v definici 10.1. Vstupni bity jsou neuromatu
predkladany prostfednictvim vstupniho neuronu postupné — jeden bit bé-
hem ¢asové periody, kterd trva obecné déle nez jeden krok. Tuto vétu uva-
dime bez dikazu, ktery neni konstruktivni. Jifi Wiedermann (osobn{ ko-
munikace) navrhl pro uvedeny obecnéjsi vstupni protokol nésledujici de-
terministickou konstrukci. Pfechodova funkce koneéného automatu zévise-
jici na stavu a vstupnim bitu, které lze kédovat O(logm) bity, je realizo-
vana pomoci neuronové sité pro vypocet obecné vektorové booleovské funkce
f:{0,1}90eem) . 10 1190%€™) Neuromat mé v tomto pifpadé podle

véty 7.41 velikost O(v/mlogm).

Véta 10.4 (Indyk [139]) Ke kaZdému m-stavovému (deterministickému)
konecnému automatu existuje dt-ekvivalentni neuromat wvelikosti O(y/m)
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Chceme, aby v kazdém case ¢ > 0 vypoétu N’ byl stav y,., neuronu wvxp
(b € {0,1}) roven stavu y£t+k_1) neuronu v € V u neuromatu N v case
t + k — 1 po zpracovani dalsich k — 1 bitd x € {0,1}¥~! vstupu. Toho
dosdahneme nésledujicim zptsobem.

Na zac4tku vypoctu N’ jsou nésledujici neurony inicidlné aktivni:

A= {uxb eV |y V(x) = 1, x € {0,111, b € {0, 1}} . (102)

kde ygk_l)(x) je stav neuronu v v Case k — 1 pfl vypoctu neuromatu N na
vstup x. V obecném kroku podsif Nx; pro x € {0,1}*~1 b € {0,1} pocita
svij novy stav z pfedchoziho stavu podsité Nax (a € {0,1}). Proto neurony
Nax jsou piipojeny k neuronum Nxp pomoci vah, které odpovidaji puvodnim
véham v N, tj. w'(uax,vxs) = w(u,v) pro x € {0,1}*~1 a,b € {0,1} a
u,v € V\ {inp}. Podsit Nx; ma konstantni vstup b, ktery je v piipadé b = 1
zohlednén tak, ze prahy h(v) vech neuront vk v této siti jsou zmenSeny
o pifslusné vstupni vahy w(inp, v) (viz (10.5)).

Vstupni bit yinpr = ¢ € {0, 1} neuromatu N’ indikuje, ze viechny vypocty
Nax pro a # ¢ jsou neplatné. Proto vstupni neuron inp’ zrusi tyto vypoéty
tak, ze vynuluje vSechny stavy neuront v Ngx pomoci nasledujicich vah a
praht:

w'(inp’ vox) = h(v)—1-— Z w(u,v)

u€V,w(u,v)>0
x € {0, 1}F71 (10.4)

x € {0,1}*=1 (10.3)
w'(inp’ vix) = —w'(inp’ vox)

R (vaxin) =  h(v) 4+ aw'(inp’, vaxis) — bw(inp, v) (10.5)
X € {0,1}*"%; a,b € {0,1)

pro vSechny v € V' \ {inp}. Definice vah (10.3) zajisti vynulovani stavi vSech
neuronti v podsitich Nox (x € {0,1}*~1), pokud vstupni neuron inp’ je
aktivni. Podobné véhy (10.4) spolu s ¢lenem aw'(inp’, voxp) u prahi (10.5)
vynulujf stavy viech neuront v podsitich Nix (x € {0,1}*~1), pokud vstupni
neuron inp’ je pasivni. Tedy viechny neurony v 2F~1 podsitich N,x (x €
{0,1}*=1), u nich# a nesouhlasi s piedchozim vstupnim bitem, maji nulové
stavy. To také umoznuje podsiti Ny, realizovat spravny vypocet, protoze
vliv jedné z neplatnych podsiti, bud Nox, nebo Nix, které jsou pfipojeny
k Nxp, je diky nulovym stavam potlacen.

Neurony vz € V' v podsitich Ng, jejichz odpovidajici neuron v € V je
v N spojen s vystupnim neuronem out, jsou také pfipojeny k vystupnimu
neuronu out’ sité N’ prostfednictvim pfislusnych vah, tj. w'(vg,out’) =
w(v,out) pro v € V a x € {0,1}*. Vime, Ze polovina z nich nema diky
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disjunkci, a tedy je aktivni, pravé kdyz je aktivni aspon jeden z jeho vstupi.
Jeho prah je h(out) = 1. Pfiklad neuromatu, ktery rozpoznavéa regularni
jazyk [(1(0 + 0(1 + 0)))*], je na obrazku 10.1, kde jsou také vyznaceny typy
neurontl.

Obr. 10.1: Neuromat rozpoznavajici regularni jazyk [(1(0+ 0(1 + 0)))*].

Dolni odhad na velikost neuromatu odpovidajictho regularnimu vyrazu
v nejhor§im piipadé ukizeme standardnim zptusobem. Definujeme regularni
vyraz Oty (m > 1) popisujici regularni jazyk L., = [0n], ktery lze upravit
na vyraz délky |a,| = O(m):

A,

(mz_:(l(e—i—0))i10+(1(6+0))m_1(1+0)> = (10.6)

(16:+ 1(e + 0)(10 +
+1(e 4+ 0)(- - 1(e + 0)(10 + L(e + 0)*(1 + 0)) - - )))*,

kde symbol e znaci prazdné slovo. Déle oznac¢me

Py = (10.7)

z_: (1(e + 0))*
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s malgmt vahami. Na druhou stranu pro vétsinu m-stavovijch konecnych au-
tomati kaZdy ekvivalenini neuromat s malymi vihami md velikost Q(\/m).

10.1.1 Neuromaty a regularni vyrazy

Vzhledem k tomu, 7e naznacenou konstrukci neuromatu v dikazu véty 10.3
lze pouzit 1 pro nedeterministické automaty, budeme se v nasledujicim vy-
kladu zabyvat porovnanim neuromatu s regularnimi vyrazy, které také popi-
suji regularni jazyky a navic v sobé skryvaji nedeterminismus, tedy jsou pro
nase Gcely prirozenéjsi. Nejprve dokdzeme analogii véty 10.4 pro regularni
vyrazy, tj. ukdzeme optimélni konstrukci neuromatu z regularniho vyrazu.

Véta 10.5 (Sima [267]) Pro kazdyj reguldrni vijraz o délky m = ||, ktery
popisuje reguldrni jazyk [Q], lze zkonstruovat neuromat N velikosti O(m)
s malymi vdéhami, ktery rozpozndvd stejny jazyk L(N) = [o]. Na druhou
stranu existugi reguldrni vjrazy Oy, (m > 1) délky |0ty = O(m) takové,
Ze kaZdy neuromat Ny, (s neomezenymi vdhami), kiery rozpozndvd reguldrni
jazyk Ly, = [0y]) = L(Np,) md velikost aspon Q(m).

Diikaz: Princip konstrukce neuromatu N z regularniho vyrazu & je podobny
jako u konstrukce odpovidajiciho nedeterministického automatu. Neuromat
N se sklada z neuronti, z nichz kazdy odpovidd jednomu vyskytu symbolu
1 nebo 0 v reguldrnim vyrazu . Podle toho rozliSujeme neurony typu 1
nebo 0. Navic N mé vstupni neuron inp, vystupni neuron out a inicializacéni
neuron init, ktery je jediny inicidlné aktivni. Architektura sité odpovida
struktufe regularnimu vyrazu, tj. pro kazdou orientovanou cestu z init do
out skladajici se po fadé z neuront typu 1 ...z, € {0,1}*slovo &1 ...z, €
[] je z regularniho jazyka [0] daného reguldrnim vyrazem . Naopak pro
kazdé takové slovo z [] existuje p¥islusnd orientovand cesta z init do out
v topologii N. Je zfejmé, ze regularni operace spojeni () odpovidd prosté
cesté, sjednoceni (+) znamend vétveni a iterace (*) je reprezentovana cykly.
Vsechny hrany na uvedenych cestdch maji jednotkové vahy. Navic vstupni
neuron je pripojen ke kazdém neuronu typu 1 nebo 0.

Vypocet neuromatu probiha tak, ze po¢atecni aktivita neuronu init se siFi
po vSech cestach v siti, které souhlasi se vstupnim slovem. Za timto ticelem
neurony daného typu kontroluji, zda vstupni bit souhlasi s uvedenym typem.
To znamené, ze neuron j typu 1 je aktivni, pravé kdyz je vstupni neuron
inp aktivni a soucasné je aktivni aspon jeden z k neuronu typu 1 nebo 0
nebo init, které jsou k nému pFipojeny. Tomu odpovida véha w(inp, j) = k
a prah h(j) = k + 1. Podobné neuron j typu 0 je aktivni, pravé kdyz je
vstupni neuron inp pasivni a soucasné je aktivni aspon jeden z k neuronu
typu 1 nebo 0 nebo init, které jsou k nému pfipojeny. Tomu odpovida vaha
w(inp,j) = —k a prdh h(j) = 1. Nakonec vystupni neuron out realizuje
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strojem M v polynomidlnim prostoru, tj. A = L(M). Déle necht x € {0, 1}*
je instance A, tj. vstup pro M. Podobné jako v dikazu véty 8.11 zkon-
struujeme v polynomialnim ¢ase odpovidajici neuromat Nx, ktery simuluje
vypocet M nad x, tak, ze x € A, pravé kdyz je neuron out na konci této
simulace aktivni, tj. L(Nx) # 0, a tedy Nx € NEP. |

Je znamo [141, 142], Ze problém prazdného jazyka pro koneéné automaty i
regularni vyrazy je feSitelny nedeterministicky v logaritmickém prostoru (je
dokonce N L-tplny), zatimco dle véty 10.7 je tento problém pro neuromaty
diky NL ; PSPACE [26] dokazatelné tézsi, coz také potvrzuje véta 10.6.
Rozdil v deskriptivni sile neuromatt a regularnich vyrazu lze také ilustrovat
na dudlnim problému, zda popisovany jazyk L neobsahuje vSechna slova, tj.
zda L # {0, 1}*. Tento problém je pro regularni vyrazy PSP AC E-Gplny [2].
To ukazuje, 7e negace regularniho vyrazu mize zpusobit exponencidlni néa-
rust jeho délky, zatimco podle (i) z lemmy 6.27 lze u neuromatu jednoduse
negovat booleovskou prahovou funkei vystupnfho neuronu out p¥i zachovani
jeho velikosti.

Jako disledek véty 10.7 je mozné ukézat, ze problém ekvivalence dvou
neuromatl je PSP AC E-Gplny [268]. V tomto pFipadé je doplikovy problém
co— N FE P, ktery je také PSP AC E-tGplny, redukovan na problém ekvivalence
dvou neuromatt tak, ze druhy neuromat rozpoznavé prazdny jazyk.

10.1.2 Neuronové akceptory binarnich fetézct

V nésledujicim vykladu se zaméfime na specialni podt¥idy regularnich vy-
razil a neuromatu. Nejjednodussim p¥ipadem regularnich vyrazi jsou binarni
fetézce, t). odpovidajici regularni jazyky obsahuji jedno slovo. Pro rozpo-
zmavani binarniho Fetézce lze zkonstruovat mensi neuromat nez v obecném
ptipadé (viz vétu 10.5), ktery je optimaln{ nejen vzhledem ke své velikosti,
ale 1 z hlediska popisu vah.

Véta 10.8 (Wiedermann [267]) Pro kaZdy bindrni fetézec b € {0,1}"
existuje jeho neuronovy akceptor velikosti O(y/n) a mazimdlni vdhy O(Qﬁ),
kterj md O(\/n) hran, a tedy na reprezeniact jeho vah staci ©(n) bitd.

Dukaz: Uvedeme jen zakladni myslenku dikazu, zatimco technické detaily
Ize najit v [268]. Vstupni slovo x € {0,1}” se postupné nacitd do vyrovna-
vaci paméti velikosti p = \/n neuronii. P¥i zaplnén{ této paméti, tj. naétenf
p bitt vstupu, dochazi ke srovndni odpovidajicich p bitu fetézce b a vstupu
x. Synchronizace je fizena pomoci hodin s p ,minutovymi“ neurony, z nichz
je aktivni pravé jeden neuron odpovidajici pfislusnym p bitdm Fetézce b, a
s p ,sekundovymi“ neurony, které po kazdych p krocich (lze nap¥. vyuzit
podobny cyklus jako v dikazu véty 8.8) aktualizuji minutové neurony tak,
ze aktivuji nasledujici minutovy neuron. Ten odpovida aktudlnim p bitim
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mnozinu 2™ — 1 prefix( jazyka Lp,, tj. |Py| = Q(2™). D4 se ukéazat [267],
ze pro kazdé dva rizné prefixy x;,x3 € P, (x1 # x2) jazyka L,, existuje
doplnéni x € {0,1}* takové, ze x1x € L,, a soufasné xsx & L,,. 7 toho
vyplyvé, ze neuromat Np,, ktery rozpoznava L,, = L(Np,), musi mit Q(2™)
riznych stavi, do kterych se dostane, kdyz jsou na vstupu prefixy z P,
které mohou byt doplnény o x. Tedy neuromat N, mé aspon Q(m) binarnich
neuront. O

Podle véty 10.5 by mohlo se zdat, ze neuromaty a regularni vyrazy jsou
v rdmci polynomidlni deskriptivni slozitosti regularnich jazyka ekvivalentni.
Avsak nésledujici véta ukazuje, Ze neuromaty jsou v jistém smyslu silnéjsi,
protoze k danému neuromatu nelze vzdy zkonstruovat odpovidajici regularni
vyraz polynomialni délky.

Véta 10.6 Pro kaZdé m > 1 existuje reguldrni jazyk L, = L(Np), ktery
je rozpozndvdn neuromatem Ny, velikosti O(m), takovy, Ze kaZdy reguldrni
vijraz Otp,, kiery jej popisuje Ly, = [Otn], md délku |0y, | = Q(27).

Dukaz: Myslenka dikazu spociva v tom, ze regularni jazyk L, (m > 1)
obsahuje vSechna slova délky pravé ©(2™). Neuromat Np,, ktery rozpoznéva
Ly = L(Ny), vyuziva k urceni délky vstupniho slova napf. m-bitového
¢itace z véty 8.18 velikosti O(m) (konstrukce neuronového éitace s nesyme-
trickymi spoji je jesté jednodussi).

Na druhou stranu vzhledem ke koneé¢nosti L,, odpovidajici regularni vy-
raz Oty (Ly, = [0y,]) minimdlni délky neobsahuje iteraci (*). Proto pfi
generovani slov jazyka L., z regularniho vyrazu o, se tento vyraz éte jen
zleva doprava. To znamena, 7e ¢, ma délku aspon jako délka slov z L,,, t].
o, | = 2(2™). m|

Deskriptivni sflu neuromati ve srovnani s regularnimi vyrazy lze jesté
ilustrovat na slozitosti problému prazdného jazyka, ktery je rozpoznavan za-
danym neuromatem:

Problém prazdného jazyka zadaného neuromatem N EP (Neuroma-
ton Emptyness Problem):

instance: Neuromat N.

otdzka: Je L(N) # 0 neprazdny?

Véta 10.7 NEP je PSPACE-iplny problém.

Dukaz: Ziejmé NEP € PSPACE, protoze vstupni slovo x € {0, 1}* neu-
romatu N lze diky PSPACE = NPSPACE nedeterministicky hadat po-
stupné po jednotlivych bitech a v polynomialnim prostoru lze simulaci vypo-
¢tu N pro x ovéfit, zda x € L(N). Tvrzeni, ze NEP je PSPAC E-tézky pro-
blém, dokazeme reduke{ libovolného problému v PSPACE na N EP v poly-
nomidlnim ¢ase. Necht tedy A € PSPACFE je problém fesitelny Turingovym
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fetézec x € {0,1}? emistuje prirozené cislo mo > 0 takové, Ze bud

(Ym > mg vix™va € L), a nebo (Ym > mg vix"va & L).

Véta 10.11 (Sima [264]) Reguldrni jazyk je Hopfieldiv, prdvé kdyz spl-
nuje Hopfieldovu podminku. Specidlné pro kazdy reguldrni jazyk L = [ao],
ktery spliuje Hopfieldovu podminku a je zadany reguldrnim vyrazem «, lze
zkonstruovat Hopfieldiv neuromat N wvelikosti O(|ax|), ktery L = L(N) roz-
pozndvd.

Dukaz: Necht tedy nejprve L = L(N) je Hopfieldiv jazyk rozpoznévany
symetrickym neuronovym akceptorem IN. Neuromatu N piedloZime vstupni
slovo vix™® (mg > 1), kde vi € {0,1}* a x € {0,1}? jsou libovolné bi-
narni fetézce. Pro dostatecné velké mgy Hopfieldova sit v ¢ase t* > 0 vstoupi
podle véty 8.16 v plné paralelnim rezimu do cyklu délky mensi nebo rov-
no 2. V dukazu této véty totiz kopie inp; € Vi a inps € Vo vstupniho
neuronu inp maji pak diky opakujicimu se vstupnimu 2-bitovému fetézci x
konstantni stavy, tj. x = ygll)plyg;)m (resp. x = ygi)myg;)pl) pro t > t*. Proto
je lze nahradit pfipadnou tpravou praht A'(j,1) = h(j) — Yinp, w(inp, j)
a h(§,2) = h(j) — Yinp,w(inp,j) pro j € V. Diky nejvyse dvoustavo-
vému cyklu pro kazdé vy € {0,1}* bud (Ym > mo vix™vy € L), a nebo
(Vm > my vix™vy & L). Tedy L spliuje Hopfieldovu podminku.

Obracené necht L = [&¢] je reguldrni jazyk zadany reguldrnim vyrazem
« spliujici Hopfieldovu podminku. Podle véty 10.5 zkonstruujeme nejprve
obecny neuromat N’ velikosti O(|ax]), ktery rozpoznavad L = L(N'), a ten
budeme transformovat na ekvivalentn{ Hopfieldiv neuromat. Pokud regu-
larni vyraz & obsahuje jen iterace nejvyse 2-bitovych binarnich fetézcl, pak
podle dikazu této véty architektura neuromatu N/ obsahuje cykly délky nej-
vyse 2 s jednotkovymi vahami, tj. odpovida prahovému obvodu, ktery miize
mit nékteré jednotkové zpétné vazby a piip. symetrické jednotkové spoje.
V tomto piipadé lze Hopfieldiv neuromat N bez problémi vytvofit z N’
pomoci techniky z dikazu véty 8.19.

Hlavni problém tedy spocivd v realizaci obecnych iteraci pomoci syme-
trickych spoju. Uvazujme podsit I neuromatu N’, kterd odpovid4 pozitivni
iteraci Bt (iterace B* lze prevést na e + B1) néjakého podvyrazu 3 re-
gularniho vyrazu @. Po aplikaci véty 8.19 kazda cesta vedouci skrz I je
ohodnocena klesajici posloupnosti vah, které zamezi zpétnému Sifeni sig-
nalu. Avsak diky iteraci ma byt signdl propagovan z libovolného vystupu
podsité I zpét ke kazdému vstupu I. Na jednu stranu vaha takového spoje
musi byt dostate¢né mala, aby se zabranilo zpétnému Sifen{ signdlu. Na dru-
hou stranu by tato vaha méla byt dostateéné velkd, aby ovlivnila neuron na
vstupu podsité I. Tyto dva pozadavky jsou zFejmé ve sporu.

Déle uvazujme jednoduchy cyklus C' v podsiti I, ktery se sklada z orien-
tované cesty prochazejici skrz I a jedné zpétné hrany vedouci z konce této
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fetézce b, které se maji porovnat s ptislusnymi p bity vstupu x. Vlastni po-
rovnani probihd pomoci dvou komparaénich neuronti, k nimz# jsou pfipojeny
minutové neurony a neurony vyrovnavaci paméti. Vaha spoje od minuto-
vého k prvnimu komparaénimu neuronu predstavuje zdpornou dekadickou
hodnotu odpovidajictho binarniho p-bitového podtetézce slova b a vahy od
neuronil vyrovnavaci paméti jsou mocniny dvojky od nuly a7z do #adu p— 1,
které prevadi odpovidajici binarni p-bitovy podietézec vstupu x do deka-
dické soustavy. Prvni komparac¢ni neuron s nulovym prahem je pak aktivni,
pravé kdyz dekadické éislo prislusejici k ¢asti vstupu x je vétsi nebo rovno
dekadickému ¢islu reprezentujici podietézce slova b. Podobné pracuje druhy
komparaéni neuron s relaci mensi nebo rovno. Konjunkce téchto dvou kompa-
rac¢nich neuroni zajisti sprdvné porovnani x s b. Zfejmé uvedeny neuronovy
akceptor ma O(p) neuroni a spoji s maximalni vahou O(2F). O

Piotr Indyk (osobni komunikace) navrhl vyuziti neuromatu z véty 10.8
pfi konstrukei cyklické neuronové sité s 0(2%) neurony a spoji, kterd po-
¢ita libovolnou booleovskou funkci n proménnych (srovnejte s vétou 7.10,
jejiz dukaz vyuziva O(2") hran). V tomto pfipadé je 2"-bitovy vektor fun-
kénich hodnot zakédovan do 2% vah po 27 -bitovych podfetézcich. Prvnich 5
bitd vstupu urcuje vybér ptislugné véhy (tj. odpovidajictho podfetézce vek-
toru funkénich hodnot). Déle jsou postupné generovany viechny 27%-bitové
Fetézce, dokud se néjaky z nich neshoduje s touto vahou, a z ného je ex-
trahovan bit v pozici, kterd se rovna dekadické hodnoté poslednich % bith
vstupu.

10.1.3 Hopfieldovy jazyky

V zavéru této podkapitoly se budeme zabyvat specidlni t¥idou tzv. Hopfiel-
dovyjch neuromatu se symetrickymi spoji, ktera definuje Hopfieldovy jazyky.

Definice 10.9 Hopfieldiv neuromat (symetricky neuronovy akceptor) je
neuromat (viz definici 10.1) zaloZeny na Hopfieldové siti (viz definici 8.12).
Jazyk rozpoznatelny symetrickym neuronoviym akceptorem se nazgvd Hop-
fieldav jazyk.

Ralph Hartley a Harold Szu [94] si v§&imli, ze Hopfieldovy neuromaty
vzhledem k odlisnym konvergenénim vlastnostem symetrickych neuronovych
sit{ (srovnejte véty 8.8 a 8.16) jsou slabsim vypocetnim prostiedkem ve srov-
nani s koneénymi automaty, resp. obecnymi neuromaty, a proto nemohou
rozpoznavat obecné vsechny regularni jazyky. V nasledujicim vykladu cha-
rakterizujeme tfidu Hopfieldovych jazyku, kterd je vlastni podtiidou regu-
larnich jazyka, pomoci tzv. Hopfieldovy podminky.

Definice 10.10 Rekneme, Ze reguldrni jazyk L spliuje Hopfieldovu pod-
minku, jestlie pro kaZdy prefiz a sufiv vi,ve € {0,1}* a 2-bilovy
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Podobné cely proces transformace je proveden pro vSechny iterace v regu-
larnim vyrazu a. V tomto pfipadé nékteré iterace mohou byt ¢asti jinych
iteraci a velikost vah ve vnit¥ni iteraci vyzaduje Gpravu vah tak, aby mohla
byt vtélena do vnéjsi iterace. Je také mozné, 7ze neuron id musi posilit obé
iterace ve stejném misté. Pocet jednoduchych cyklia v reguldrnim vyrazu o
je O(|ax|), proto velikost vysledného Hopfieldova neuromatu N ziistava fadu
O(|ax]). Navic L = L(N) je Hopfieldav jazyk.

Obr. 10.2: Hopfieldiv neuromat pro regularni jazyk [(1(0+ 0(1 + 0)))*].

Na obrazku 10.2 je pfedchoz{ konstrukce ilustrovana na pfikladé Hopfiel-
dova neuromatu rozpoznavajictho regularni jazyk [(1(0 + 0(1 4 0)))*] (srov-
nejte s obecnym neuromatem na obrazku 10.1). Podrobnéji komentujeme
jednoduchy cyklus neuronti vy, v¢, v5. VSimnéme si klesajici posloupnosti vah
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cesty (tj. z vystupu I) na jeji zacatek (tj. ke vstupu I). Necht typy neuront
v cyklu C odpovidajf pozitivn{ iteraci at bindrnfho fetézce a € {0, 1}*, jeho?
délka |a| > 2. Navic nejprve pro spor predpokladejme, 7e a = x* pro néjaké
x € {0,1}2 a k > 1. V Hopfieldové podmince necht vy je sufix slova z L
odpovidajici orientované cesté v N’ z C do out. Podobné necht v; je prefix
slova z I odpovidajici orientované cesté v N’ z init do C takovy, 7e pro kazdé
m > 0 plati vix™* vy € L a vix™+ly, & L. Takovy prefix v; existuje,
protoze v opaéném pfipadé by bylo mozné cyklus C realizovat 2-bitovou
iteraci. Avsak to je ve sporu s Hopfieldovou podminkou, a proto a # xF.
Tedy fetézce aP pro p > 2 obsahuji podfetézec tvaru beb, kde b, ¢, b € {0,1}
ab# b. Odtud fetézec a mé tvar bud a = ajbcbas pro a;, as € {0, 1}*, nebo
a = chash (napf. a = 10101). Kvuli jednoduchosti zapisu se dale omezime
jen na prvni pfipad, zatimco druhé varianta je podobné. Tedy déle uvazujme
a = ajbchay s minimalni délkou |as].

Nejprve posuneme klesajici posloupnost vah v ' tak, aby zaéinala s nej-
vétsi vdhou v neuronu v, jehoz typ pravé odpovida ¢ v a. Za timto Gicelem
vahy v N’ musi byt opét pomoci techniky z dikazu véty 8.19 upraveny
tak, aby zapojeni C' v rdmci N’ zistalo konzistentni. NapF. to znamena,
ze véha spoju z vystupu I v C do vstupl [ je dostatecné velikd, aby rea-
lizovala odpovidajici iterace. Nyni nam jde o to, jak realizovat propagaci
signélu z neuronu vy (typ vy odpovidd b v a) do neuronu v.. Déle pfedpo-
kladejme, ze b = 1, zatimco pro b = 0 probiha dukaz podobné. Abychom
posilili malou vahu w(wvs, v.), pFidame k siti novy neuron id, ktery se zpozdé-
nim jednoho kroku kopiruje vstupni neuron inp, a volime dostatecné velkou
vahu w(id, v.). Zfejmé, neuron vy, ktery kontroluje, zda je vstupni neuron
inp aktivni (b = 1), a novy neuron id, ktery kopiruje vstup, jsou soutasné
aktivn{ a oba diky sou¢tu vah w(vp, v.) +w(id, v.) umozni propagaci signélu
z vy do v.. Na druhou stranu ve chvili, kdy je nasledujici neuron vz (I_) =0)
aktivni, je neuron id pasivni, coz zabrani zpétné aktivité neuronu wv,.

Avsak neuron v, mize byt kromé k vz pFipojen i k neuronu vy (typu
b') v podsiti I vné cyklu C, ktery odpovida nékterému symbolu b’ = b = 1
v regularnim vyrazu «. Tato situace ve vyrazu 3 napt. odpovida symbolu ¢
spojenému se sjednocenim néjakych podvyrazi zaéinajicich symbolem b’ = 1
a b=0.V takovém piipadé by soucasné aktivita neuront vy a id zptsobila
nespravnou zpétnou aktivitu neuronu v.. Abychom tomu zabranili, vytvo-
fime kopii v neuronu v. (¢’ = ¢), kterd se chové stejné jako neuron wv..
Tedy stejné neurony, které jsou pfipojeny k wv., jsou pfipojeny k neuronu
ver a hrany, které pivodné vedly z v, k vy, jsou pro vsechna prislusni b’
prepojeny tak, ze vychézi jen z v./.

Pfedchozi postup aplikujeme pro vsechny jednoduché cykly C v pod-
siti I odpovidajici pozitivni iteraci 3+. Tyto cykly nejsou nutné disjunktni,
a,| zajisti konzistentni syntézu.

ale dekompozice a = ajbchas s minimalni
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slozitosti téchto parametri (racionélni, redlné, kolmogorovska slozitost) zis-
kdme ruznou vypocetni silu analogového neuronového akceptoru. Na roz-
dil od neuromatu (viz definici 10.1) budeme uvazovat nepatrné obecn&js
vstupni protokol, kde k vstupnimu a vystupnimu datovému neuronu zave-
deme dva neurony, které budou signalizovat jejich platnost.

Definice 10.13 Analogova neuronové sit N = (V, XY, ygfj\)x,

dobou diskrétni cyklické neuronové sité (viz definici 8.1), kde misto mnoZiny

(0)

inicidIné aklivnich neuront je ddn obecné redlny pocdtecni stav Yvix € Re—7

w, h) je ob-

(s = |V|, n = |X]|) nevstupnich neurond, vihy w : V x V — R a prahy
h:V — R jsou obecné redlnd ¢isla. Také vipocel analogové neuronové sité
je podobny jako u diskréini cyklické neuronové sité (viz definici 8.2), kde
aktualizace bindrniho stavu neuronu j € oy C V podle (8.4) v caset > 1 je
upravena pro obecné redlny stav ndsledujicim zpisobem (srovnejte s (7.24)):

y]('t) =0 (Z wyiyl T — h]') , (10.8)

i€V
kde o : R — R je spojild aklivacni funkce. Napr. miuZeme volil salurovanou

linedrni funkci (1.8):

0 ¢<0
o(€)=q & 0<¢< (10.9)
1 &>1.

V této podkapitole, pokud neuvedeme explicitné jinak, budeme vétsinou
7 duvodi technické narocnosti pouzivat nejjednodussi spojitou sigmoidni
funkei (10.9). Navic saturovand linedrn{ funkce se také Casto pouziva v apli-
kacich neuronovych siti [29, 175].

Definice 10.14 Analogovy neuronovy akceptor N = (V,X,Y, w, h) je ob-
dobou neuromatu (viz definici 10.1), ktery je zaloZen na analogové neuronové
stti pracujict v plné paralelnim rezimu, kde X = {inp, vinp}t, Y = {out, vous}
a yE/O\)X = 0 predstavuje nulovy stabilni pocdtecni stav. Rozpozndnt jazyka
L € {0,1}* (pro jednoduchost neuvaiujeme prizdnd slova) pomoci analo-
gového neuronového akceploru probihd ndsledujicim zpusobem. Necht x =
z1...2, € {0,1}" je vstupni slovo. Na zacdtku vjpoclu se prosifedniclvim
neuronu inp nacle vstup x, jehoZ délka je zaddna pomoci vstupniho neuronu
Vinp, a ddle jsou oba vstupni neurony pastvni:

x t=0,...,n—1
vy = {0“’1 o (10.10)

1 t=0,...,n-1
uo, = {0 . (10.11)
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(7,5,1) v tomto cyklu, kterd zalind a koné v neuronu v.. Déle neuron id
umoznuje propagaci signalu 7z vy do v.. Navic byla vytvofena kopie v, neu-
ronu v, protoze neuron v, byl pivodné pfipojen k neuronu vy (b’ =b). O

7 véty 10.11 vyplyva, ze napf. regulérni jazyky [(000)*], [(1010)*], které
nespliuji Hopfieldovu podminku, nejsou Hopfieldovymi jazyky. Podle vé-
ty 8.16 maji Hopfieldovy neuromaty béhem vypocétu tendenci konvergovat
k nejvyse dvéma stavim s vyssi stabilitou (resp. nizsi energif). Tyto dva
stavy pak nestali k zapamatovani informace (i kdyz koneéné) o nactené
¢astl vstupu, ktera je potfebnad ke spravnému rozpoznani vstupniho slova.
Intuitivné lze z dukazu véty 10.11 fici, ze potencialné nekoneénd vstupni
slova Hopfieldovych jazyka dodavaji Hopfieldovym neuromatim energii (viz
(3.29)), tj. porusuji jejich stabilitu (viz (8.10)), a zvysuji tak pocet dosazitel-
nych stavi s vyssi energii, které kdduji kone¢nou informaci o rozpoznavaném
slové. Dalsim dusledkem této véty jsou uzavérové vlastnosti t¥idy Hopfieldo-
vych jazyku.

Dusledek 10.12 TFida Hopfieldovych jazykd je uzaviend na sjednoceni,
spojent, prunik a doplnék a neni uzaviend vici ileraci.

Dukaz: Uzavienost Hopfieldovych jazyki viiéi sjednoceni a spojeni je pii-
mym dusledkem véty 10.11. Hopfieldiv neuromat pro doplnék Hopfieldova
Jazyka ziskdme negaci booleovské prahové funkce vystupniho neuronu out
pomoci (i) z lemmy 6.27. 7 toho vyplyva, Ze tiida Hopfieldovych jazyki je
také uzaviena na prinik. Nakonec jednoprvkovy jazyk {000} je Hopfieldiyv,
zatimco jeho iterace [(000)*] nespliuje Hopfieldovu podminku, a proto dle
véty 10.11 neni Hopfieldovym jazykem. O

Analogii véty 10.7, tj. PSPAC FE-Gplnost problému prazdného jazyka
(podobné i problému ekvivalence neuromati), lze ukzat také pro Hopfiel-
dovy neuromaty. Za timto c¢elem se simuluje vypocet Turingova stroje s po-
lynomidlnim prostorem (ktery bez Gjmy na obecnosti vzdy konéi) pomoci
Hopfieldovy sité vyuzitim technik z dukaza vét 8.11 a 8.21.

10.2 Konecéné analogové neuronové sité

V podkapitole 10.1 jsme formalizovali diskrétni kone¢ny neuronovy akcep-
tor, ktery rozpoznava jen regularni jazyky. V této podkapitole zobecnime
tento model pro spojité aktivacni funkce. Ziskdme tak univerzalni vypocetni
prostiedek. Za timto Gcelem upravime definici 8.2 vypoctu cyklické neuro-
nové sité tak, aby odpovidala aktivni dynamice analogové neuronové sité.
Také budeme uvazovat obecné redlné védhy a prahy a podle deskriptivni
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vstupniho stavu, protoze vstupni protokol z definice 10.14 lze pomoci jedno-
duché podsité prevést v Case O(n) na vstupni stav.

Déle bez Gjmy na obecnosti predpokladame, Ze Turinguv stroj misto
k > 1 pasek pouzivd p = 2k > 2 zdsobnikl, kde kazda dvojice zdsobniki
reprezentuje obsah jedné pasky rozdéleny pozici Cteci/zapisovaci hlavy M na
dvé ¢asti. Vstupni slovo je tedy na zac¢atku v jednom ze zdsobnikia. Pfecho-
dova funkce M ¢te vrcholové prvky zasobniki a podle nich a stavu, ve kterém
se nachazi, s kazdym zasobnikem pfipadné realizuje jednu ze zasobnikovych
operaci a prip. zméni svij stav. Mozné zasobnikové operace jsou odstranéni
vrcholového prvku a vloZeni nového prvku (1 nebo 0) na vrchol zdsobniku. Je
ziejmé, ze k-paskovy Turingav stroj lze simulovat pomoci Turingova stroje
s p zdsobniky v readlném Case.

Analogovy neuronovy akceptor N, ktery simuluje Turinguv stroj M s p
zésobniky, ma pro kazdy zésobnik t¥i neurony, které reprezentuji obsah za-
sobniku, vrcholovy prvek a informaci o tom, zda je zdsobnik prazdny. Ridici
kone¢ny automat lze implementovat podobné jako ve vété 10.3. Obsah za-
sobniku by ...b, € {0,1}? (véetné vstupniho slova na zacitku) je kdédovan
neuronovym raciondlnim stavem v intervalu (0, 1) N Q pomoci kédovaci fun-
kee (10.14):

2%, + 1
B(br .. by) = 4;“ . (10.16)

1=

—_

’

Tedy vrcholovy prvek zasobniku odpovida ve étyfkové soustavé prvni platné
¢islici stavu piislusného neuronu tak, ze bity 1, 0 jsou reprezentoviany po
fadé Ctyfkovymi ciframi 3, 1. Navic pfedpokldddme 6(e) = 0 pro prézdny
zésobnik. Tato funkce, na rozdil napf. od binarniho kédu, umoznuje jedno-
duchou neuronovou implementaci zdsobnikovych operaci v konstantnim case
a dostate¢nou rozlisitelnost riznych stavi, protoze ne kazdy neuronovy stav
z {0, 1) reprezentuje obsah zasobniku, ale naopak obor hodnot funkce § tvofi
Cantorovu mnozinu. To znamend, ze napt. mozné hodnoty (1 nebo 0) na vr-
cholu zasobniku vymezuji obory hodnot funkce é tak, ze mezi nimi je ,dira®,
tj. 5(1b’) € (2,1) a §(0b’) € (%, 1) pro kazdé b’ € {0, 1}*. Nasledujici prvky
zasobniku dale omezuji mozné hodnoty kédu.

Nakonec jesté nastinime neuronovou implementaci zasobnikovych ope-
raci. Necht z € (0, 1) je stav neuronu kédujictho obsah zasobniku Z. Operace
nacteni vrcholového prvku

top(z) = o(4z — 2) € {0, 1} (10.17)

lze realizovat pomoci spojité neuronové funkce (10.8), (10.9). Podobné mi-
zeme vypocéitat vlozeni prvku b € {0, 1} na vrchol zdsobniku Z:
z  2b+1 <z 2b+1

push(z,b) = 1 + — —7\7 + T) €(0,1) (10.18)
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Podobné v pripadé konciciho vipoctu neuron out v case t* pri aklivit€ voyy
signalizuje, zda vstupni slovo x palti do jazyka L:

O 1 xel,t=tr 10.12
Your - { 0 ]znak ( 0 )

e

(1) . 1 t=1
Yoour = { 0 jinak. (10.13)
Pokud neuron vy, nent nikdy akiivni, vijpocel akceptoru N neskonci. Tedy
mnozina vstupnich slov L = L(N), pro které skonci vijpocet s aktivnim
vystupnim neuronem out, je jazyk rozpoznavany analogovym neuronovym
akceptorem N. Navic fekneme, Ze L = L(N) je rozpozndvin v Case T :

N — N, pokud vsechny koncici vipocty nad vstupem délky n skoncéi v case
t* < T(n).

10.2.1 Racionalni vahy

Ukazeme, ze konecné analogové neuronové sité s racionalnimi vahami jsou
z hlediska vypocetni sily i efektivity ekvivalentni Turingovym strojum. Nej-
prve vsak jesté navic zavedeme vstupni protokol analogového neuronového
akceptoru, ktery je alternativou k definici 10.14.

Definice 10.15 Rekneme, Ze analogovyj neuronovyj akceptor N = (V,inp, Y,
w, h) rozpozndvd jazyk L(N) pomoci vstupniho stavu, jestliZe vstupni slovo
Xx=x1...2, €{0,1}" je kédovdno raciondlnim inicidlnim stavem vstupniho
neuronu inp pomoci kdédovaci funkce 6 : {0,1}+ — (0, 1), #. 312(22; = §(x).
Budeme pouZivat ndsledujict kédovact funkce:

n

Qa; + 1 _
sx) = 3 T4Z,+ (10.14)
i=1

" 10p? — 1 4 4p(x; — 1
p(x) = > (10p2)2.( ) p>2. (10.15)

i=1

Véta 10.16 (Siegelmann, Sontag [255]) Necht L = L(M) C {0,1}* je
jazyk rozpozndvany Turingovym strojem M v case T'(n). Pak ezistuje ana-
logovy neuronovy akceptor N konstantni velikosti, s raciondlnimi vahami a
prahy (a tedy i stavy), ktery rozpozndvd jazyk L = L(N) v ¢ase T'(n)+O(n)
a pomoct vstupniho stavu s kddovaci funkct 6 v case O(T(n)), resp. s &p
v redlném case T'(n).

Dukaz: Nastinime jen zakladn{ myslenky dikazu. Omezime se jen na kon-
strukci analogového neuronového akceptoru, ktery rozpoznava L pomoci
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s redlnymi vdhami a prahy v case O(T(n)) a dile CIRCUIT(S(n)), resp.
T —CIRCUIT(S(n)), tridu jazykid rozpoznatelngjch (neuniformni) posloup-
nosti logickijch, resp. prahovych, obvodi (viz definici 7.19) velikosti O(S(n)).
Navic definujeme ndsledujici sloZitosini {ridy jazyki:

NET—P = |JNET(n") (10.20)
k>0

NET - EXP = [ JNET(2"™) (10.21)
>0

CIRCUIT - P = | JCIRCUIT(n") (10.22)
>0

CIRCUIT - EXP = | JCIRCUIT(2!"). (10.23)
k>0

Véta 10.20 (Siegelmann, Sontag [254]) Nech? T N — N, S
N — N jsou funkce na pFirozengch cislech takové, Ze T(n),S(n) > n pro
kazdé pFirozené ¢islon € N. Potom pro kazZdé n € N plati ndsledujici inkluze:

(i) NET(T(n)) C CIRCUIT(T?(n))
CIRCUIT(S(n)) C NET(nS?(n)).

(i) NET(I'(n)) C T — CIRCUIT(I%(n))
T — CIRCUIT(S(n)) C NET(nS?(n)logS(n)).

Dikaz: Nastinime jen zékladni myslenky dukazu, zatimco technické detaily
lze najit v [254].

(i) Nejprve necht N je analogovy neuronovy akceptor konstantni velikosti
s redlnymi vdhami a prahy, ktery v ¢ase T'(n) rozpoznava jazyk L =
L(N) C {0,1}*. Pro kazdé pfirozené &islo n € N vytvorime kopii
N, akceptoru N stejné velikosti, ktera bude mit jen racionalni vahy
(resp. prahy) vzniklé zaokrouhlenim pivodnich vah (resp. prahi) N na
O(T'(n)) platnych bit1, jeji aktivacni saturovana linedrni funkce (10.9)
bude navic také zaokrouhlovat svoji hodnotu na 7'(n) platnych bitd
(tj. sit N, bude mit pouze raciondlni stavy s pfesnosti 7'(n)) a od-
povidajici vystup N, se bude v ¢ase t < T'(n) shodovat s vystupem
N. Analogovou neuronovou sit N, pak transformujeme na ekvivalentn{
logicky obvod C),, pomoci Savageovy techniky [247] (viz dikaz véty 8.7
pro prahové obvody) tak, ze spojitou funkci neuronu sité N, realizu-
jeme pomoci specidlniho logického podobvodu CY,. Pocet podobvodi
C! v obvodu C, bude jen O(T'(n)), protoze N,, mé konstantni veli-
kost. Déle podobvod C}, bude poéitat funkci (10.8) s O(1) raciondl-
nimi vstupy a vahami pfesnosti O(7T'(n)) biti pomoci analogie (%)
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a odebrani prvku z vrcholu zasobniku 7:
pop(z) = 4z — (2top(z) + 1) = o(4z — (2top(z) + 1)) € (0,1).  (10.19)

P#i podrobnégjsi analyze se ukazuje, ze jeden krok vypoétu M vyzaduje
4 kroky simulace pomoci N, kterd vyuziva kédovaci funkei 6. Simulaci v reél-
ném case lze dosahnout pomoci kédovaci funkce 6,, kterd urcuje specifické
velikosti ,dér“ v Cantorové mnoziné. Pomérné komplikované technické de-
taily uvedené konstrukce lze najit v [255]. O

Dusledek 10.17 (Siegelmann, Sontag [255]) KaZdou parcidlné rekur-
zivni funkci vycislitelnou na Turingové stroji v case T(n) lze pocital po-
moci analogové neuronové sité velikosti 886 neuront s raciondlnimi vihami

v case O(T(n)).

Dukaz: Analogova neuronové sif zkonstruovand podle dikazu véty 10.16,
kterd simuluje univerzalni Turingiv stroj [250] v linedrnim case, se sklada
z 886 neuront [255]. O

Je zfejmé, ze na druhou stranu pomoci Turingova stroje lze v polynomiéal-
nim ¢ase simulovat analogovou neuronovou sit s raciondlnimi vdhami, tedy
uvedené modely jsou z hlediska vypocetni sily a efektivity ekvivalentni. Dal-
§im disledkem této ekvivalence je algoritmicka nerozhodnutelnost nékterych
otdzek jako napf. problém zastaveni analogové neuronové sité (srovnejte se
slozitost! H NN pro diskrétni neuronové sité ve vété 8.11). Zformulujeme bez
dikazu pfislusny disledek, ktery vyuziva simulaci (univerzélniho) Turingova
stroje s ¢asovou slozitosti 7'(n) pomoci analogové neuronové sité velmi malé
velikosti s racionalnimi vahami v ase O(n?71'(n)) [139)].

Dusledek 10.18 (Indyk [139]) Problém zastaveni analogové neuronové
sité velikosti 25 neurond s raciondlnimi vihami pro dang vstup (s podobngm
vstupnim protokolem jako v definici 10.14) je algoritmicky nerozhodnutelny
problém.

10.2.2 Realné vahy

V tomto odstavei budeme uvazovat analogové neuronové akceptory s redl-
nymi vahami a prahy a ukazeme, ze jsou vypocetné silnéjsi nez Turingovy
stroje. Pro pFesnéjsi charakterizaci jejich efektivity je porovname s neuni-
formnimi posloupnostmi obvodi (viz odstavec 7.1.4) a dokdzeme analogii
véty 8.7 pro analogové neuronové sité. Nejprve definujeme piislusné slozi-
tostni tFidy probléma.

Definice 10.19 Necht 7" : N — N, S : N — N jsou funkce na pri-
rozengch Cislech. Oznacme NET(T(n)) tridu jazykd rozpoznatelngch ana-
logovymi neuronovymi akceptory (viz definici 10.14) konstanini velikosti,
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tridy polynomedinich a logaritmickych poradnich funkci. Také budeme nékdy
hodnoty poradnich funkci formdlné chdpat jako pFirozend cisla, kterd vznik-
nou interpretact bindrnich Fetézci z {0,1}* jako cisel ve dvojkové soustavé.
Definujeme tridu jazyku

L/F={{xe{0,1}*|(x, f(Ix])) e L}| L€ L, feF}. (10.24)

Podobné se definuje t¥ida jazyki Pref — L/F, kde navic pro poradni funkce
plati, Ze pro kaZdé n < m je f(n) prefirem f(m). Dile Tekneme, Ze mno-
Zina @ C {0,1}* je tidka, jestlize existuje polynom p(n) takovy, Ze pocet
slov v QQ délky nejvyse n je nejvyse p(n), 1j. pro kaZdé prirozené Cislo n je
{x€ Qx| < n}| < pln);

Poradni funkce majf stejnou lohu jako ordkula u Turingovych stroju, avsak
jejich hodnota zavisi jen na délce vstupu. Je také napiiklad znadmo, 7e
Pref — P/poly = P/poly a Pref — Pflog = P/log [28, 108]. Nasledujici
véta formuluje zndmou souvislost neuniformnich posloupnosti obvodu a tu-
ringovskych vypocta s poradnimi funkcemi.

Véta 10.22 (Pippenger [224]) Oznac¢me P(Q) tridu jazykid rozpoznatel-
nych Turingovym strojem v polynomidlnim case s ordkulem @Q. Pak

Plpoly= | J P(Q)=CIRCUIT—P. (10.25)

Q Fidkd

Nyni jiz zformulujeme dusledek, ktery ukazuje, Ze analogové neuronové
akceptory s redlnymi vahami rozpoznéavaji v polynomidlnim ¢ase pravé ja-
zyky z t¥idy P/poly, tj. problémy, které fesi Turingtv stroj v polynomidlnim
case s polynomidlni poradni funkci, resp. s fidkym ordkulem. Pokud pfi-
pustime exponencialni ¢as, pak analogové neuronové sité s readlnymi vahami

o

Dusledek 10.23 (Siegelmann, Sontag [254])

(i) NET — P=CIRCUIT — P = Plpoly= ] P(Q).
Q Tidkd

(ii) NET — EXP =CIRCUIT — EXP =P({0,1}*).

Dukaz:

(1) Tvrzeni je pFfimym disledkem vét 10.20 a 10.22.

(i1) Tvrzeni je pfimym dtsledkem vét 10.20 a 7.7. O
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z véty 7.46 (s¢itdme O(T'(n)) O(T(n))-bitovych ¢isel) a s vyuzitim
analogie véty 7.17 pro alternujici obvody (tj. v dikazu véty 7.17 ob-
vod Cy je stejny jako C#t). Tedy C! méa O(7?%(n)) hradel a velikost
Cn je O(1T3(n)). Posloupnost C = (Cp, Cy,Cy,...) logickych obvodi
velikosti O(1%(n)) rozpoznava jazyk L = L(C).

Na druhou stranu necht C = (Cy, C1, Cy, .. .) je neuniformni posloup-
nost logickych obvodu velikosti S(n) rozpoznavajici jazyk L = L(C) C
{0, 1}*. Zkonstruujeme analogovy neuronovy akceptor N konstantnf
velikosti a s redlnymi vdhami, ktery rozpoznava stejny jazyk L = L(N).
Nejprve zakédujeme posloupnost C pomoci redlného éisla code(C) €
(0,1) tak, ze vyuzijeme sudé cifry devitkové soustavy, aby kody vsech
moznych téchto posloupnosti obvoda tvofily podobné jako v dukazu
véty 10.16 Cantorovu mnozinu, a tedy byly od sebe dostatecné vzda-
lené. Jeden obvod Cj, velikosti O(S(n)) hradel lze diky moznému kva-
dratickému poé¢tu jejich spoji kédovat pomoci O(S?(n)) devitkovych
cifer. Tyto kody code(Cy,) zietézené v potradi podle n tvoii kéd code(C).
Neuronovy akceptor N zahrnuje analogovou podsit 16 neuront, ktera
obsahuje redlnou véhu code(C) a na zdkladé délky n vstupniho slo-
va (tj. aktivity vstupniho neuronu wvi,,) vygeneruje kéd code(Ch)
€ (0,1) N Q piislusného logického obvodu C), jako raciondlni stav né-
jakého svého neuronu. Cas potiebny k odseparovani kédu code(Ch,)
z kédu code(C) je imérny souétu délek pfedchazejicich kodia code(Ch)
pro k < n, tj. O(nS%(n)). Dal§l podsif pak vyhodnoti vystup C,
pro vstupni slovo zakédované pomoci jiné podsité ze vstupniho neu-
ronu inp do raciondlniho stavu néjakého neuronu. Tuto podsit s méné
nez 1000 neurony lze napf. podle véty 10.16 zkonstruovat z tiipas-
kového Turingova stroje, ktery vyhodnoti piislusny obvod v case
O(|code(Cy)| + n) = O(S?%(n)). Vysledny analogovy neuronovy ak-
ceptor N tedy pracuje v ¢ase O(nS?%(n)).

(i1) Dikaz probihd podobné jako v ¢asti (i), avSsak misto logickych ob-
vodi pracujeme s prahovymi obvody. Pfi konstrukci prahové analo-
gie podobvodu C! pouzijeme vétu 7.33. Obrécené pfi kédovéani pra-

hového obvodu C), reprezentace vahy podle disledku 6.39 pfedstavuje
O(S(n)log S(n)) bith, tj. |code(Cy)| = 0(53(n)10g S(n)). O
Kvili charakterizaci vypocetni sily analogovych neuronovych siti s real-

nymi vdhami pfipomeneme nékteré pojmy z teorie neuniformni sloZitosti [26].
Definice 10.21 Necht £ C P({0,1}*) je trida jazyki « F C {f
N — {0, 1}*} je tFida poradnich (advice) funkci. Oznacme napt.

poly = {f:N—{0,1}"| (3polynom p)(¥Vn) |f(n)| < p(n)}

log = {f:N—1{0,1| (Ge> 0)(¥n) |f(n)] < ¢ logn)
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vstupem napft. néjakého univerzalnitho Turingova stroje. Budeme pouzivat
nésledujici definici kolmogorovské slozitosti (nekoneénych) bindrnich fetézci.

Definice 10.25 Nech? U je néjaky pevny univerzalni Turingiv stroj, kte-
ry pro kéd code(M) € {0,1}* libovolného Turingova stroje M a jeho
vstup x simuluje vypocet M nad x s vystupem U(code(M),x). Necht ddle
f,g : N — N jsou funkce na ptirozenych cislech. Rekneme, Ze (neko-
necny) bindrni fetézec o € {0,1}*° U {0, 1}* md kolmogorovskou slozitost
a € K[f(n),g(n)], jestlize existuje nekonecny bindrni fetézec B € {0,1}*
(kéd programu) takovy, Ze pro nekonecné mnoho n € N a pro wvsechna
m > f(n) univerzdlni Turingiv stroj U v ¢ase g(n) vypoctle prvnich n biti o
pomoci pronich m bité B, 5. U(B1...fm,n) = a1 ...an. Podobné se defi-
nuje kolmogorovskd sloZitost K[f(n)], avSak bez omezeni na cas vypoctu U.
Dile definujeme odpovidajici sloZitostni tFidy (nekonecnijch) bindrnich Te-
tézeu

2

K[F,G] = |J K4 (10.27)
fEF ., g€G

K[F] = J K[/ (10.28)
ferF

pro 1Fidy funkci F,G C {f : N — N}.

Chéapeme-li v souladu s definici 10.21 poly a log jako tfidy funkci na
pfirozenych &islech, pak napf. Kllog,poly] je tfida (nekoneénych) binér-
nich fetézci, jejichz prefixy lze v polynomidlnim Case vygenerovat z lo-
garitmicky dlouhych prefixii jinych nekoneénych binarnich Fetézcti. Nebo
K[n+ O(1),poly] = {0,1}*> U {0, 1}* jsou jiz vSechny binarni fetézce, pro-
toze vstup pro univerzalni Turinguv stroj U mize obsahovat kopirovaci pro-
gram konstantni délky O(1). Déle napf. K[n — O(1)] pfedstavuje t¥idu tzv.
kolmogorovskijch ndhodnych posloupnosti, které jiz nelze kompresovat vice
nez o konstantni pocet bitd, nebo K[O(1)] je t¥ida rekurzivnich bindrnich
fetézcti. Definici 10.25 vyuzijeme pfi definici kolmogorovské slozitosti vah
analogového neuronového akceptoru

Definice 10.26 Necht 6 : {0,1}* U {0,1}*° — (0, 1) je kédovaci funkce
(srovnejte s (10.14)), kterd (ptip. nekonecnému) bindrnimu Tetézci o0 €
{0, 1}*U{0, 1}°° prifadi redlné cislo z intervalu (0,1) nap¥. pomoci ndsledu-
jictho predpisu:
la|
[€7)
fla) = o (10.29)
i=1
Ztejmé zobrazeni 6 neni prosté, nicméné definujeme inverzni zobrazeni 60_1 :
0,1y — {0, 1} U {0, 1}*°, #. bindrni reprezentaci redlného ¢isla x € (0,1)
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V dikazu véty 10.20 vyuzivame pti konstrukci analogové neuronové sité
pouze jednu realnou vahu a ostatni vahy jsou racionalni. Na druhou stranu
vyzadujeme nekoneénou presnost vahy, coz je prakticky nesplnitelny pfed-
poklad, diky kterému podle dusledku 10.23 analogové neuronové sité pted-
stavuji silnéjsi vypocetni prostiedek nez jsou Turingovy stroje, které ne-
rozpoznavaji vSsechny jazyky. Nicméné napf. ve fyzice dynamické chovéani
systému pruzin a zdvazi zavisi na pevnostnich a tfecich konstantéach, jejichz
zaokrouhleni na libovolny pocet mist muze za dostateéné dlouhy ¢as ovlivnit
dynamiku uvedeného systému. Nelze vyloucit, Ze kvantové jevy v biologic-
kych nervovych systémech vykazuji podobné vlastnosti.

Na zavér tohoto odstavce jesté uvedeme bez dukazu vétu, kterd dosvéd-
Cuje, ze také analogové neuronové sité s diferencovatelnou aktivaéni funkei
hyperbolickym tangens (1.10), s niZ je manipulace technicky naroc¢néjsi nez
se saturovanou linearni funkei (10.8), simuluji Turingovy stroje.

Véta 10.24 (Kilian, Siegelmann [148]) Ezistuje analogovd neuronovd
sitN = (V,0, out, yg/o), w, h) velikosti s, s redlngmi vihami a aktivacni funkci
hyperbolickym langens:

2 1—e¢

= — 1=
o (&) 14+e¢ 14+e-¢’

(10.26)

kterd nemd vstupy a md jeden vystup out € V, a ddle existuje rekurzivni
kédovact funkce 6(M,x) € R® pro libovolny Turingiv stroj M a jeho vstup
x tlakovd, Ze M se zastavi na vslup x, prdvé kdyz stav vistupniho neuronu
y((,tu*t) > % v néjakém case t* vijpociu sité N s pocdteénim stavem yg/o) =
§(M,x). Naopak vijpocet M na vstup x neskonci, privé kdyz stav vistupniho

t vas PR frx T
(()u)t < L 9 kazdém case t vypoctu sité N s pocdtecnim stavem

4
v = (M, x).

neuronu y

10.2.3 Kolmogorovska slozitost vah

V tomto odstavci se omezime na polynomidlni vypoéty analogovych neuro-
novych akceptorii. Podle véty 10.16 neuronové sité s racionalnimi vahami
pak rozpoznavaji pravé jazyky z t¥idy P a podle disledku 10.23 sité s redl-
nymi vdhami fesi problémy z t¥idy P/poly. Ukdzeme, ze mezi P a P/poly je
hierarchie t¥id slozitosti, kterou lze piirozené definovat tak, ze klademe jista
omezeni na mnozstvi informace zakédované v redlnych vihach analogovych
neuronovych akceptor pracujicich v polynomidlnim c¢ase. MnoZstvi infor-
mace ve vdhovych parametrech sité budeme méfit pomoci kolmogorovské
sloZitosti [172]. Intuitivné kolmogorovska slozitost néjakého objektu odpo-
vida deskriptivni slozitosti programu, ktery tento objekt vygeneruje, je-li
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charakterizuje tfidu N ET — P(K[log, poly]) = Pref—P/log = P/log jazyki
rozpoznatelnych v polynomidlnim ¢ase analogovymi neuronovymi akceptory
s vdhami logaritmické kolmogorovské slozitosti (s polynomidlnim omezenim
na ¢as jejich generovani) pomoci zndmé slozitostni tiidy P/log.

Véta 10.29 (Balcazar, Gavalda, Siegelmann [27]) Necht F,G C {f :
N — N} jsou tFidy funkci uzaviené na O(-) a F < G. Pak

NET — P(K[F,poly]) G NET — P(K[G, poly)). (10.31)

Véta 10.29 dosvédéuje existenci hierarchie slozitostnich t¥id mezi P a P/poly
definovanou polynomialnimi vypoéty analogovych neuronovych akceptori
s vahami dané kolmogorovské slozitosti. Naptiklad mizeme uvazovat po-
sloupnost t¥id funkci F, = O(fy), kde fi = log a fr41 = log fr pro k > 1,
pro kterou lze snadno ukazat, ze Fry1 < Fp. Dostaneme tak hierarchii slo-
zitostnich t¥id N BT — P(K[Fyy1, poly]) ; NET — P(K[Fy, poly]) (k> 1),
v niz jsou vSechny inkluze ostré.

10.3 Posloupnosti neuronovych siti

V predchozich dvou podkapitolach jsme uvazovali diskrétni a analogové ko-
necné neuronové sité. V této podkapitole budeme v analogii s posloupnostmi
obvodi (viz odstavec 7.1.4) uvazovat obecné neuniformni nekoneéné posloup-
nosti diskrétnich cyklickych neuronovych siti, kde kazdé délce vstupu odpo-
vid4 pravé jedna sft s pFislusnym poétem vstupnich neuronil. Posloupnosti
cyklickych neuronovych siti budeme vyuzivat k rozpoznavéni jazykia. Také
definujeme pfislusné slozitostni tfidy pro polynomidlni velikost cyklickych
sit{, resp. Hopfieldovych sfti (popf. s malymi vdhami).

Definice 10.30 Definujeme nekonecnou posloupnost cyklickych neurono-
vych siti N = (No, N1, Na,...), v niZ neuronovd sit Ny = (Vi, Xn, Yn, An,
Wn,hn) (m > 0) md |X,| = n vstupd. Velikost posloupnosti N je takovd
funkce S : N — N na pfirozenych cislech, Ze velikost sité N, v této po-
sloupnosti je pro kazdé n > 0 mensi nebo rovna S(n). Rekneme, e posloup-
nost cyklickyjch neuronovych siti s jednim vystupem, 5. |Y,| =1 pron >0,
rozpoznava jazyk L = L(N) C {0, 1}*, jestlize pro kaZdy vstup x € {0,1}"
sit Ny, konverguje v plné paralelnim reZimu s vystupem 1, pravé kdyZ x € L.
Oznaéme PNETS tridu jazyki rozpoznatelnych posloupnosimi cyklickijch
neuronovych siti polynomidlni velikosti S(n) = O(n°), kde ¢ je konstanta,
dile oznacme PHNETS, resp. PHN ETSW , {Fidu jazykid rozpoznatelnijch
posloupnostmi Hopfieldovyjch siti polynomidint velikosti, resp. s malymi vd-
hami.
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tak, Ze vybereme napf. libovolny prvek (50_1(1‘) € 6 Hx) ze vzoru §7(a),
protoze prvky §~'(x) maji (aZ na malou aditivni konstantu) stejnou kol-
mogorovskou sloZitost. Rekneme, Ze redlnd viha w € R md kolmogorovskou
sloZitost w € K[f(n), g(n)], jestlize bindrni reprezentace jeji desetinné Cdsti
w' € (0,1) md kolmogorovskou sloZitost (50_1(11)’) € K[f(n),g(n)]. Ddle pro
tridu funkct F C {f : N — N} definujeme tridu NET — P(K[F, poly])
jazyku rozpoznalelnych analogovimi neuronovymi akceplory s vdhami kol-
mogorovské slozitosti K[F,poly] v polynomidlnim case.

Pfed tim, nez zformulujeme bez dikazu pfislusné véty ohledné polyno-
midlnich vypocti analogovych neuronovych akceptort s readlnymi vahami
dané kolmogorovské slozitosti, definujeme jesté pozadované vlastnosti tfid
funkei na pfirozenych ¢islech a jejich hierarchie.

Definice 10.27 Necht F,G C {f : N — N} jsou iFidy funkci na pFiroze-
nych cislech. Rekneme, Ze F je t¥ida rozumnych poradnich funkci, jestliZe
spliuje ndsledujici i1 podminky:

1. F C poly.

2. F je uzaviend na O(:), 5. pro libovolné funkce f,g : N — N kdyz
g=0(f) a fEF, pakgecF.

3. Pro kazdy polynom p a libovolnou funkci f € F existuje g € F, jejiz
hodnotu g(n) lze pocitat Turingovym strojem v polynomidinim case
vzhledem k n a plali, Ze sloZend funkce fop <g.

Ddle definujeme hierarchiz tvid funkci tak, Ze F < G, jestliZe existuje funkce
g € G vycislitelnd v polynomidlnim case a g = o(n) takovd, Ze pro kazZdy
polynom p a libovolnou funkci f € F plati f o p(n) = o(g(n)). Pripomenme,
Ze f = olyg), prdvé kdyZ pro kaZdé ¢ > 0 existuje no tak, Ze pro vSechna
n > ng plati f(n) < eg(n).

Véta 10.28 (Balcazar, Gavalda, Siegelmann [27]) Necht F C {f :
N — N} je tFida rozumngch poradnich funkci, pak

NET — P(K[F,poly]l) = Pref — P/F. (10.30)

D4 se napt. snadno ukézat, Ze poly (podobné log) tvofi t¥idu rozumnych
poradnich funkci. Proto dusledek 10.23 je specidlnim piipadem véty 10.28,
tj. NET — P(K[poly, poly]) = Pref—P/poly = P/poly = NET — P, protoze
kolmogorovska tiida slozitosti K [poly, poly] jiz zahrnuje vSechny redlné vahy.
Podobné véta 10.16 v piipadé polynomidlnich vypocta je také specidlnim
pfipadem véty 10.28, tj. NET — P(K[O(1), poly]) = P, protoze racionalni
vahy maji konstantni kolmogorovskou slozitost. Véta 10.28 ale také napft.
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Pro P/poly C PHN ETSW konstruujeme Hopfieldovu sit Nix|, kterd
simuluje Turingtv stroj M pracujici v polynomidlnim Case T'(n) =
O(n®) (c je konstanta) pro vstup (x, f(|x|)) polynomidlni délky. Po-
dobné jako v dikazu véty 10.31 nejprve pomoci techniky z dikazu
véty 8.11 vytvoiime odpovidajici obecnou cyklickou neuronovou N’xl
sit polynomidlni velikosti s, jejiz vaha je omezend néjakou konstantou
W zévisejici na M a kterd se zastavi v polynomialnim ¢ase O(T'(n)). Ze
sité Nl’xl vytvofime pomoci véty 8.21 O(t)-ekvivalentni Hopfieldovu sit
Njx| velikosti O(s?). 7 dlikazu této véty maximalni vdha podsité Ny je
konstantni O(W) = O(1), a proto maximalni vaha N|x| je ddna maxi-
maln{ vahou pouzitého ¢itace. V tomto piipadé diky polynomialnimu
vypoctu Nl’XI mizeme pouzit ¢ita¢ s O(logT'(n)) bity a podle dikazu
véty 8.18 maximalni vaha O(logT'(n))-bitového ¢itace je polynomiélni
20(0gT(n)) — pO() Tedy N|x| ma malé vahy. O
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V néasledujicim vykladu dokazeme véty, které charakterizuji vypocetni
silu posloupnosti cyklickych neuronovych siti tak, zZe porovnavaji piislusné
slozitostni tfidy z definice 10.30 se zndmymi tfidami z teorie neuniformni
slozitosti (viz definici 10.21).

Véta 10.31 (Lepley, Miller [169]) PNETS = PSPACE /poly.

Dukaz: Nejdfive necht L € PNETS, tj. mame posloupnost N = (Ng, Ny,
Ny, ...) cyklickych neuronovych siti polynomialni velikosti, kterd rozpoznava
L = L(N). Ziejmé existuje Turingtv stroj M, ktery pro vstup (x, code(Nx|))
simuluje vypocet N|x| na vstup x v linedrnim prostoru. Oznaé¢me jazyk A =
L(M) € PSPACE. Déle definujeme poradni funkei f: N — {0, 1}*, jejiz
hodnota je f(n) = code(N,) pro n € N. Polynomiélni velikost N implikuje
f€poly. Tedy L = {x € {0,1}*|(x, f(|x]|)) € A} € PSPACFE/poly. 7 toho
vyplyva, ze PN ET'S C PSPACFE [poly.

Necht tedy naopak L = {x € {0,1}*| (x, f(|x])) € A} € PSPACEFE /poly
pro néjaky jazyk A = L(M) € PSPACE rozpozndvany Turingovym stro-
jem M v polynomidlnim prostoru a poradni funkci f € poly. Pomoci tech-
niky z dikazu véty 8.11 zkonstruujeme cyklickou neuronovou sit N|x| po-
lynomiéln{ velikosti, kterd simuluje vypoéet Turingova stroje M s polyno-
midlnim prostorem pro vstup (x, f(|x])), tak, ze hodnotu f(|x|) polyno-
mialni délky napt. zakédujeme do mnoziny inicialnich neuront sité Nix|.
Ziskame tak obecné neuniformni posloupnost N = (Ng, N1, N, ...) cyklic-
kych siti polynomialni{ velikosti, kterd rozpoznavad L = L(N) € PNETS.
Tedy PSPACE /poly C PNETS. O

Véta 10.32 (Orponen [209])
(i) PHNETS = PSPACE /poly.
(i1) PHNETSW = P/poly.
Dikaz:

(i) Dikaz tvrzeni je obdobou dikazu véty 10.31. Pfi simulaci Turingova
stroje M s polynomidlnim prostorem pro vstup (x, f(|x|)) pomoci Hop-
fieldovy sité Njx) navic bez Gjmy na obecnosti pfedpokladdme, ze M
se zastavi pro kazdy vstup, a vyuzijeme vétu 8.21.

(i1) Dukaz tvrzeni je podobny dikazu (7). Pro PHNETSW C P/poly si-
mulaci plné paralelniho vypoc¢tu Hopfieldovy sité N|x| polynomiélni
velikosti, s malymi vdhami na vstup x lze pomoci Turingova stroje
realizovat v polynomidlnim ¢ase, protoZe vypocet N|x| vstoupi podle
véty 8.16 v polynomialnim ¢ase do cyklu délky nejvyse 2.
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{j. nezdlezi na nich. Rekneme, Ze vistup y = Cf(x) € {0,1}™ obvodu
pro vstup x € {0,1}" souhlasi (je konzistentni) s poZadovanym vystupem
d € {0,1,%}™, a znacime y = d, jestlize pro vSechna j = 1,...,m poZado-
vany bindrni bit d; € {0,1} implikuje y; = d;. Podobné funkce C* obvodu
C je konzistenini s tréninkovou mnozinou T, znacime C{ =T, jestlize pro

vsechna (x,d) € T plati C{(x) = d.

Tréninkovy problém LP (Loading Problem [143]):

instance: Architektura obvodu A; tréninkova mnozina 7 pro A.

vistup (vyhleddvaci verze): Konfigurace £ takové, 7e C/' | 7.

otdzka (rozhodovaci verze): Existuje konfigurace ¢ takova, 7e CJ = 77

Je zfejmé, ze vyhledavaci verze L P je nejméné tak tézka jako jeho rozho-
dovaci verze, protoze algoritmus, ktery hledd pfislusnou konzistentni konfi-
guraci také rozhoduje o jejf existenci. Nasim cilem je ukédzat, ze LP je obecné
algoritmicky tézky problém, a pro tento Géel je tedy postacujici omezit se
na rozhodovaci verzi LP. Nejprve zpiesnime definici rozhodovaci verze LP
pro danou tfidu hradlovych funkci tak, ze formalné definujeme jazyk Perfr
(Performability).

Definice 11.2 Necht F je trida hradlovych funkci. Dile oznacme A = (V, X,
Y, E) architekturu, £ konfiguraci a T tréninkovou mnoZinu. Definujeme nd-
sledugict jazyk (problém):

Perfr={(A,T) |3V —F)CHET}. (11.2)

Vhodnou volbou tfidy F prahovych funkci dostaneme tréninkovy problém
pro ruzné modely acyklickych neuronovych siti, nap¥. pro logické nebo (ana-
logové) prahové obvody (viz kapitolu 7).

Zamysleme se nyni nad relevanci LP, resp. Perfr pro uéeni acyklic-
kych neuronovych siti. NaSe Gvahy vychdzi z recenze [32] knihy [143] a
7z ¢lanku [263]. Pfi uceni (acyklickych) neuronovych siti v praktickych apli-
kacich méame vétginou k dispozici tréninkovou mnozinu, kterou se snazime
naudit sit zvolené pevné architektury s danou t¥idou F prahovych funkef.
Hlavni ndmitkou proti adekvatnosti LP je, ze pevna architektura je sou-
¢asti vstupu, zatimco v praxi obvykle hledame architekturu, pro kterou by
uceni sité bylo efektivni, napt. pfi aplikaci u¢iciho algoritmu backpropaga-
tion (viz odstavec 2.2.6). AvSak prvotnim cilem vyzkumu neuronovych siti
je univerzalni efektivni ucici pravidlo pro libovolnou architekturu sité. Navic
LP muzeme zobecnit pro danou tfidu A architektur, napf.

Perff ={T |FA€A)@:V —F)CAET}, (11.3)

ktery pro |A| = 1 splyva s pavodnim problémem Perfr, proto je aspon tak
tézky. Na druhou stranu LP bez omezeni na pfipustné architektury nema

Kapitola 11

Slozitost uceni
neuronovych siti

V piedchozich kapitolach této ¢asti jsme se zabyvali vypoéetni silou neuro-
novych siti, resp. efektivitou jejich aktivni dynamiky. Ukazali jsme, ze rizné
modely neuronovych siti jsou srovnatelné s klasickymi vypocetnimi modely.
V této a nasledujici kapitole se zaméfime na slozitostni analyzu uceni neu-
ronovych siti, tj. na adaptivni dynamiku, v niz spoc¢iva hlavni pfinos neuro-
novych siti (viz podkapitolu 1.4).

11.1 Tréninkovy problém

Abychom mohli studovat fenomén uceni neuronovych siti z hlediska teorie
slozitosti, zformulujeme nejprve tzv. tréninkovy problém (training problem,
resp. loading problem) pro acyklické neuronové sité, resp. pro obvody (viz
podkapitolu 7) a budeme diskutovat jeho relevanci v aplikacich neuronovych
siti pti jejich uceni z prikladi.

Definice 11.1 Necht C = (V, X,Y, E,{) je obvod (viz definici 7.1} s archi-
tekturou A = (V, X, Y, FE) (n = |X|, m = |Y|) a konfiguraci £. Budeme znacit
C4:{0,1} — {0,1}™ funkci C (viz definici 7.2) uréenou architekturou A

a konfiguraci £. Ddle mnoZina
T ={(xg,dp) | x1 €4{0,1}", dp € {0, 1, %}, k=1,...,p} (11.1)
p tréninkovych vzora (piikladi), #j. dvojic vstupi x a odpovidajicich poZa-

dovangch vystupi dy (k = 1,...,p) obvodu C, se nazgvd tréninkovd mnozina
pro architekturu A, kde hodnoty x u poZadovanych vistupi jsou irelevanini,

DY<N|
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Obr. 11.1: Podobvod odpovidajici proménné z;.

Definujeme architekturu A = (V,X,Y, E) obvodu, ktery mé jen dva
vstupy X = {a,b} a pro kazdou booleovské proménnou #; € x, resp. pro
kazdou klauzuli Kj, (j = 1,...,p) instance 3SAT, obvod obsahuje ¢tyfi,
resp. jedno, odpovidajici vystupni hradlo

Y ={ai, Bi,7i, 6 e € x}U{e; | i =1,...,p}, (11.4)

tj. V = X UY. Ctvefice hradel odpovidajicich booleovské proménné z; €
tvoii dvouvrstvy podobvod po dvou vystupnich hradlech v prvni (o, 5;) a
druhé (v;, 6;) vrstvé. Hradlo ¢; ve druhé vrstvé piislusejici ke klauzuli K;
je spojeno s jednim hradlem v prvni vrstvé odpovidajicim x;, pfesnéji s ay,
pokud z; € K, resp. s 3, jestlize &; € K;. Pfislusny podobvod je naznacen
na obrazku 11.1. Nésleduje formalni definice mnoziny orientovanych hran
architektury A:

F— {(a,ai),(a;ﬂi);(b;ai);(baﬁi)a
(s, 7i), (i, 6:), (Bi,vi), (Bi, 6:) | & € x} U (11.5)
U{(Ozi,Cj) | T; € [(]’} U {(ﬁi,C]’) | z; € [{J}
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smysl. Pro kazdou tréninkovou mnozinu 7 lze totiz efektivné sestrojit archi-
tekturu A (napf. kazdy neuron v prvnf skryté vrstvé sité odpovida jednomu
tréninkovému vzoru) a k nf konfiguraci ¢ takovou, ze C7' |= 7. Aviak takova
neuronovi sit spise odpovid4 tabulce v paméti klasické von neumannovské
architektury pocitace a nelze u ni hovofit o generalizaci (viz odstavec 1.4.1).
To zeslabuje zminénou namitku.

Dalsi namitkou proti relevanci LP muze byt fakt, ze LP je formulovan
pro klasicky pocita¢ (napf. Turingtv stroj), zatimco vlastni uceni je soucasti
adaptivniho rezimu neuronové sité. To znamend, ze napf. algoritmus pro L P
mé neomezeny globalni pfistup k architektufe A a k tréninkovym vzoram
7z T. V tomto ptipadé je ale distribuovany adaptivni rezim sité pfi FeSeni
LP omezenéjsi, a tedy LP je z tohoto hlediska pro klasicky pocita¢ lehéi.
Na druhou stranu neuronové sit mize vyuzit paralelismu, avsak dosazené
zrychleni sekvenénfho algoritmu Fesicitho L P na klasickém poéitaci je tmérné
nejvyse velikosti architektury O(]A]), tj. je linedrni vzhledem k délce vstupu
LP.7 uvedeného vyplyva, ze z hlediska slozitosti je L P relevantnim modelem
ucen{ acyklickych neuronovych siti v tom smyslu, ze uceni sit{ je nejméné
tak tézké jako LP.

Uvazujme architekturu s jednim perceptronem, ktery pocita booleovskou
prahovou funkci. Odpovidajici tréninkovou mnozinu, kterou lze zadat jen po-
lynomiélnim poctem (vzhledem k poctu vstupu) vSech tréninkovych vzort
s jednotkovym vystupem, zatimco u ostatnich vzoru se implicitné pfedpo-
klada nulovy vystup, je mozno chapat jako booleovskou funkei v disjunktivni
normélni formé polynomidlni délky, kde jednotlivé monomy odpovidaji tré-
ninkovym vzorum. Podle véty 6.41 je vsak o takové funkci tézké algoritmicky
rozhodnout, zda je booleovskou prahovou funkci, tj. zda uvedeny perceptron
lze naucit uvedenou tréninkovou mnozinu. To naznacuje, ze LP je algorit-
micky tézky problém, tj. je velmi nepravdépodobné, ze za uvedenych pred-
pokladii existuje obecné efektivni uéici algoritmus pro acyklické neuronové
sité. Nésledujici véta tuto hypotézu potvrzuje.

Véta 11.3 (Judd [143]) Pro {AND,OR} C F je Perfr N P-iézky pro-
blém.

Dukaz: Dikaz tvrzeni provedeme polynomidalni redukci N P-tplného pro-
blému 3SAT [47] na Perfr. Problém 3SAT je variantou problému SAT (viz
dikaz véty 8.9), v niz instance maji v klauzulich nejvyse tii literaly. Necht
tedy x = {1,...,2z,} je mnozina n booleovskych proménnych a Ky,..., K,
jsou klauzule s nejvyse tfemi literdly (|K;| < 3 pro j = 1,...,p) booleov-
ské formule f v konjunktivni normalni formé, tj. instance problému 3SAT".
V polynomiélnim ¢ase zkonstruujeme odpovidajici instanci (A, 7) problému
Per fr takovou, Ze f je splnitelnd, pravé kdyz (A, T) € Perfr.
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coz spolu s konzistenci s implikuje, ze

fa,(0,1) # 0 nebo f5,(0,1) # 0 nebo f5,(0,1) #0. (11.19)
Formule (11.19) lze podle (11.17) pFepsat:

fa,(0,1) =1 nebo f,,(0,1) =0 nebo f,,(0,1)=0. (11.20)

Ziskan4 formule (11.20) pak odpovidd sémantice klauzule K; = (21VZ2VZ3),
kdyz ; chidpeme jako ,f,,(0,1) = 1. Obecné tedy ohodnoceni w

x — {0,1} proménnych, definované w(x;) = f,,(0,1) pro i = 1,...,n,
spliuje f. |

Ditikaz véty 11.3 lze jednoduse upravit [143] tak, Ze piislusné redukce ne-
vyzaduje irelevantni vystupy, které nemusi odpovidat situaci pfi uéeni neuro-
novych siti v praktickych aplikacich. Dale alternativni dikaz této véty [143]
1 jejich negace a negace jejich vstupd, tj. podle lemmy 6.27 je obsaZena ve
tfidé booleovskych prahovych funkci) uvazuje i skryté neurony, jejichz hod-
noty nejsou nijak predepsany tréninkovou mnozinou. Z uvedeného vyplyva,
ze odstranénim nékterych technickych predpokladi (irelevantni vystupy, ab-
sence skrytych neuront), které zpfehlednuji redukei v dikazu véty 11.3, se
slozitost L P neméni.

Jako disledek véty 11.3 dostavame N P-tiplnost Perfr pro rizné t¥idy
F hradlovych funkef.

Dusledek 11.4 (Judd [143]) Perfr je N P-dplng problém napt. pro nd-
sledujict tridy F hradlovich funkci:

(i) F ={AND,OR} (logické obvody).
(i1) F je trida booleovskych prakovych funkci (prahové obvody).
(ii1) F je trida booleovskych funkci.

Dukaz: Uvedené t¥idy F hradlovych funkei obsahuji funkce AND a OR, a
tedy N P-tézkost problému Perfx je pfimym disledkem véty 11.3.

(i) Zfejmé Perfr € NP, protoze nedeterministicky algoritmus v polyno-
mialnim ¢ase uhadne pro kazdé hradlo j jeho funkei £(j) € {AN D, OR}

a ovéFf konzistenci funkce obvodu s tréninkovou mnozinou.

(i1) Obdobné jako v ¢asti (7), avak v tomto piipadé se hadaji reprezentace
booleovskych prahovych funkei, které 1ze podle véty 6.30 reprezentovat
pomoci polynomialniho poétu bitia.
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Dale tréninkovd mnozina 7 = {Is, I3, I} obsahuje tFi tréninkové vzory:

I = (01, (x%01)"17) (11.6)
I, = (00,(0000)"0) (11.7)
Is = (11,(1111)"17). (11.8)

Necht tedy nejprve f je splnitelnd a ohodnoceni w : y — {0,1} pro-
ménnych dosvédcuje splnitelnost f. Definujeme konfiguraci ¢ : V — F

({AND,OR} C F):

fap) = {gﬁD :Ei;zé i=1,...,n (11.9)
0s) = {‘égD Z(ﬁ;zé i=1,....n (11.10)
Uy) = AND &)=OR i=1,...,n (11.11)
Uej) = OR j=1,....p, (11.12)

u které lze jednoduse ovétit konzistenci C/ = 7.

Necht naopak £ : V — F je konfigurace takové, 7e C;* = 7. Oznacme
pro kazdé hradlo j € V odpovidajici funkei f; = €(j) € F. Z konzistence
tréninkovych vzoru I a I» dostavame

o (Fan0, 1), S50, 1) = 1 £ 0= fu,(Far(0,0), £5,(0,0)),  (11.13)
coz spolu s konzistenci I» implikuje, ze
Ja:(0,1) # f0,(0,0) = 0 nebo f3,(0,1) # f5,(0,0)=0. (11.14)
Podobné z konzistence tréninkovych vzort I; a I3 dostdvdme
ForFa0,1), £5,(0, 1) = 0 1 = £, (Fu(1, 1), S, (1, 1)), (1L15)
coz spolu s konzistenci I3 implikuje, ze
Far(0,1) # fa.(1,1) = 1 nebo f5,(0,1) # f5.(1,1) = 1. (11.16)
Ze vztaha (11.14) a (11.16) vyplyva, ze
Jai(0,1) # f5,(0,1) i=1,...,n. (11.17)
Nyn{ uvazujme klauzuli K; (1 < j < p), kterd mé napf. tvar K; =
(x1 V&2 V Z3). Z konzistence tréninkovych vzort I a I dostaneme:
PO 1), £ (0,1, S50, 1) =1 £ (1L18)
# 0= fe;(faa(0,0), £5,(0,0), f5,(0,0)),
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(i1) Omezené tréninkové mnoZiny:

e Tréninkovd mnoZina T je monoténni, 1j. existuje monoténni fun-
kee f 1 {0,1}* — {0,1}* takovd, Ze f = T (f je monotinni,
jestlize vSechny © < &', 1j. pro x; = 1 je také x} = 1, implikuji
f(x) < f(&') nebo jestliZe vSechny x < &' implikuji f(x) > f(x')).

o Tréninkovd mnoZina T je generovdna pomoci funkce C’z‘; obvodu
se stejnou architekturou A a konfiguraci bg : V. — G 2z {Fidy
G hradlovijch funkci, pro kterou plati {AND,OR} C G C F, 1j.
Cfg E 7. (Presnéji uvaZujeme modifikovany vypocelni problém
Perff_-, ktery pro vstup (A, T) md vystup 1, jestliZe existuje { :
V — F tak, 7e C{ E T, a md vjstup 0, jestlize neexistuje
bg : V — F tak, ze Cit = T. Problém Perfi je NP-tézky
(resp. N P-iplng) napt. i pro G = {AND,OR} a F tridu vsech
booleovskych funkci.)

(ili) Zeslabent konzistence:

o Funkce obvodu C#(x) = d je konzistentni pro aspori 67% celyjch
tréninkovych vzord (x,d) € T z tréninkové mnoZiny T .

Dukaz: Instance (A,7) problému Perfr konstruovand pfi polynomidlni
redukci z instance 3SAT v dikazu véty 11.3 splhuje soucasné vSechny pod-
minky uvedené v tvrzeni. Napf. zeslabeni konzistence (ii) je dosazeno tak,
7e 67% tréninkovych vzord ze ti pFedstavuje jiz v8echny tfi vzory. Tedy
N P-tplnost LP plati pro konjunkci uvedenych omezeni. |

11.2 Meélké a hluboké architektury

Dalsim dilezitym specidlnim pfipadem tréninkového problému (viz podka-
pitolu 11.1) je omezeni se na tzv. mélké architektury.

Definice 11.7 Necht A = (V, X, Y, E) je architektura obvodu a F je tFida
jeho hradlovijch funkci. MnoZinu sc(j) C V hradel, které ovliviiuji vystup j €
Y (véetné j), tj. vede z nich orientovand cesta do j, nazveme kuzel (support
cone) vystupu j. Podobné oznacme mnoZinu sc(Y') = UjEY’ sc(j) hradel
kuZeli vybrangch vystupi z Y' C Y. Ddle definujeme tzv. SCI-graf (support
cone interaction graph) G = (Y, I), coZ je neorientovany graf interakci kuZeld
v A, jehoZ vrcholy jsou vystupy 2 Y a hrany mezi vijstupy indikuji neprdzdnost
printku odpovidagicich kuzeld, 4. I = {{i,j} | sc(d) Nsc(j) #0,4,5 € Y}.
Tridu sces(j) = {45 : sc(j) — F} vsech cdstecnych konfiguract kuZele j € Y
nazveme prostor konfiguraci kuzele j (support cone configuration space).
Rekneme, Ze A je trida mélkych architektur, jestlize pro kaZdou architekturu
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(iii) Obdobné jako v ¢ésti (¢), avSak reprezentace obecnych booleovskych
funkei mohou byt exponencialni (viz vétu 7.9). Na druhou stranu pro
kazdé hradlo sta¢i uhddnout jen tu Cast reprezentace (na zbytku se
pfedpokladaji napf. nulové hodnoty), kterd se uplatni p¥i vypoctu ob-
vodu pro vstupy tréninkovych vzoru, a tedy ji lze reprezentovat jen po-
lynomidlnim poc¢tem bitt (vzhledem k velikosti tréninkové mnoziny). O

Vétu 11.3 lze také zobecnit pro analogové prahové obvody (viz defi-
nici 7.42) s omezenou monoténni aktivaéni funkei [143]. Jako dusledek, ktery
uvedeme bez diukazu, obdrzime slozitost LP pro analogové prahové obvody
se standardni sigmoidou, kterou vyuziva uéici algoritmus backpropagation.

Véta 11.5 (Judd [143]) Perfr je N P-iplny problém pro ividu F funkci
(7.24) sloZengch z linedrni a aktivacni funkce, pokud wvaZujeme standardni
sigmoidu (7.25) a separaci Q(1) bindrntho vystupu (7.26).

Herbert Wiklicky dokonce ukézal [291], Ze LP pro neuronové sité vysstho
fadu (viz odstavec 1.3.2), tj. prahové obvody s hradly, které misto linedrni
funkce vstupa pocitaji polynom, je algoritmicky nerozhodnutelny problém.

7 dusledku 11.4 a véty 11.5 vyplyvéa, ze slozitost problému Perfr v da-
kazu véty 11.3 v podstaté nezavisi na tfidé F hradlovych funkci, a tedy se
déale, kde neni t¥eba, budeme odkazovat na LP bez specifikace F. Pfesnéji
feCeno odchylky od N P-tiplnosti Per fr jsou pro trividlni F (|F| = 1), kdy
problém LP neni N P-tézky, a pro slozité F (bez polynomidlniho popisu),
kdy LP neni v N P. Tedy muzeme uzavfit tvrzenim, ze LP je v obecném pii-
padé algoritmicky tézky problém s diskutovanymi disledky pro uceni acyk-
lickych neuronovych siti.

Moznou pfi¢inou nepfiznivé slozitosti LP by mohla byt jeho pfilisna
obecnost. Proto se v nésledujicim vykladu budeme zabyvat specidlnimi pfi-
pady LP, které by mohly zefektivnit jeho FeSeni. Av8ak tiida instanci LP
musi byt nekoneénd, jinak by jeho slozitost byla konstantni O(1). Dalsim jed-
noduchym disledkem dikazu véty 11.3 je N P-tiplnost LP i pro jeho velmi
omezené instance.

Dusledek 11.6 (Judd [143]) Problém Perfr je N P-iplng i pro konjun-
ket ndsledujicich omezeni instanci (A = (V, XY, ), T):

(i) Omezené architektury:

o Hloubka architektury A je nejvyse 2 (1 skrytd vrstva).
e Pocet vstupi kazZdého hradla v architekiute A je nejvijse 3.

e Pocel vslupi archileklury A je | X| = 2.
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Obr. 11.2: SCI-graf podobvodu z obrazku 11.1.

Pro tento el popiseme specidlni kFiZovou konstrukci. Uvazujme zkii-
zeni hran (¢, ¢'), (r, ') € F vedoucich v architektufe A z prvni do druhé
vrstvy (tj. napf. (as,¢;), (B, ¢j0) € E). Pfiddme prinikovy vrchol u
a misto hrany (g, q’) uvazujeme hrany (g¢,u), (¢’,u) a podobné hranu
(r, ") nahradime hranami (r, u), (', u), tj. hradla ¢', r’ se pfesunou do
prvni skryté vrstvy. Navic kazdd z dvojic hradel q,q" a r, 7’ ma svoji
kopii vstupt z X = {a, b} architektury A, tj. a,, b, a a,,b,. Pii sifeni
signalu témito hranami v pfipadé vstupu @ = 0, b = 1 chceme, aby
vystup z hradla ¢ odpovidal vstupu do hradla ¢’ a podobné aby vy-
stup z hradla r odpovidal vstupu do hradla r’. Navrhneme tréninkové
vzory pro tyto hradla, které uvedenou vlastnost zajisti az na negaci,
tj. nova realizace pavodnich hran (g, '), (r, ') neguje prochézejici sig-
nal. Opétovnou negaci lze docilit pomoci techniky z dikazu véty 11.3
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A € A je mazimdlni velikost max;cy |sces(j)| < ¢ prostoru konfiguract kuZele
jejiho vystupu omezena konstaniou c.

Ziejmé obvody s mélkymi architekturami maji omezenou hloubku, poéet
vstupi hradel a velikost | F| t¥idy hradlovych funkei. Pfesto nasledujici véta
ukazuje, ze LP je tézky 1 pro mélké architektury dokonce se silnymi ome-
zenimi na strukturu SCI-grafu. Tato omezeni totiz v dikazu véty 11.3 ne-
zabrani vliva volby éastecné konfigurace v konstruovaném obvodu na volbu
konfigurace v celém tomto obvodu, a tedy LP v tomto pfipadé nelze rozdélit
na podalohy, jejichz FeSeni by bylo efektivni.

Véta 11.8 (Judd [143]) LP je N P-iplng problém pro
(1) tFidu mélkych architektur.

(i1) tridu mélkych architektur (hloubky 2) s plandrnim (rovinngm) SCI-
grafem za predpokladu, Ze trida F hradlovyjch funkci obsahuje aspon
AND, OR, jejich negace a negace jejich proménnych.

(iii) tridu mélkych architektur s mvizkovym SCI-grafem G = (Y,I), kde
I'={{vji, visrih {vji, v HL < G i < VY] 03, 05410, 05,041 €Y

Dukaz:

(1) Staci si uvédomit, ze polynomidlni redukce v diikazu véty 11.3 vyuziva
obvody s kuzely velikosti nejvyge 4 (sc(c;)) a také pocet vstupti hradel
neni vétsi nez 3 (srovnejte s (i) ve vété 11.6). Tedy velikost prostoru
konfiguraci kuzele je pro kazdy vystup shora omezena konstantou a
konstruovany obvod mé mélkou architekturu.

(i1) Na obrazku 11.2 je zobrazen SCI-graf architektury podobvodu z ob-
razku 11.1, ktery pfi redukei 35 AT na LP v dukazu véty 11.3 odpovida
proménné z; booleovské formule f. Ve vrcholech SCI-grafu jsou navic
kromé (zakrouzkovanych) oznaceni téchto vrchold znézornény i odpo-
vidajici kuzele s ptivodni strukturou. Je zajimavé, ze pivodni oriento-
vany graf architektury A = (V, XY, E) (obrdzek 11.1) bez vstupi a
jeho neorientovany SCI-graf G = (Y,I) (obrazek 11.2) bez spoji s ¢;
jsou az na orientaci hran izomorfni, a tedy je muzeme podle potieby
zaménovat. Chceme dokézat, Ze existuje rovinné nakresleni (tj. bez k¥i-
zeni hran) SC'I-grafu G architektury A celého obvodu konstruovaného
v dikazu véty 11.3. Nakresleni na obrazku 11.2 SC/-grafu architek-
tury uvedeného podobvodu je rovinné, avsak spojeni architektur téchto
podobvodl odpovidajicich booleovskym proménnym «; s hradly ¢; € Y
piislusejicimi klauzulim K; mtze obecné zptsobit zkfizeni hran.
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N P-tplné grafové problémy lze fesit v polynomialnim ¢ase pro podtiidu
grafi s omezenou $itkou ramene [41].

Definice 11.9 Rekneme, e (Y, D) je stromova dekompozice neorientova-
ného grafu G = (V, E), jestlize Y = {V; C V |j € J} jsou podmnoZiny
vrcholi G a D je strom s mnoZinou vrcholi J takovy, Ze

(i) V= UjEJ Vi
(ii) Pro kaZdou hranu {u,v} € E existuje j € J tak, Ze u,v € V}.

(ili) Pro vSechny i,j,k € J, pokud j leZi na cesté z i do k ve stromé D, pak
Vinvy CV;.

Sitka stromové dekompozice (T, D) je max;ey |Vj|—1 a &fika ramene grafu G
je minimdlni §itka pres vSechny jeho stromové dekompozice. Navic Fekneme,
Ze stromovd dekompozice je kompresovand, pokud pro kazdé i,j € J plati

gV
Lemma 11.10

(i) Pro danou stromovou dekompozici (Y, D) grafu G = (V, E) lze sestrojit
kompresovanou stromovou dekompozict steyné sirky v linedrnim case.

(i1) V kaZdé kompresované stromové dekompozici (Y, D) grafu G = (V, E)
sr = |V| vrcholy md strom D nejvijse r vrcholi.

Duikaz:

(i) Necht Y ={V; CV|j € J} astrom D = (J, F) ma mnozinu vrchola J
a hran F'. Jestlize n&jaké Vi, C V;, pak podle (4ii) z definice 11.9 také
Vi = ViNV; CVj pro {k,j} € F a j lezi na cesté z k do ¢ ve stromé
D. V tomto pfipadé odstranime Vi z T a vrchol k& z D tak, ze spojime
viechny j' sousedy k kromé j ({j',k} € F aj # j € J) s vrcholem
J. Timto neprodlouzime zédnou cestu v D (zachovame platnost (%)
v definice 11.9), ani nezménime §ifku stromové dekompozice. Opaku-
jeme tento postup, pokud tfeba, pro kazdou hranu z F' a v linedrnim
Case sestrojime kompresovanou stromovou dekompozici.

(i1) Dikaz probihd indukci dle . P¥{pad r = 1 je trividlni. Pfedpokladejme,
7e tvrzeni plati pro » — 1. Rozsifime stromovou dekompozici o novy
vrchol ¢, ktery pfipojime k listu j € J ve stromé D. Jisté existuje vrchol
vi € Vi \'V; v grafu G, protoze uvazujeme kompresovanou stromovou
dekomporzici, v niz Vi € V;. Vsechny cesty do ¢ ve stromé D vedou pfes
J, a tedy neexistuje k € J takové, ze v; € Vi. Kdyby totiz v; € Vi, pak
by v; € Vi NV; C Vj, coz je spor. To znamend, ze pocet vrcholl v G
roste aspon tak rychle jako vrcholy v D. a
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agG by a b, , q ¢ v 1 u
Py 0 0 0 0 , 0 0 0 0 0
Ps 0 1 0 0 , * % 0 0 1
Py 11 1 1 , 11 1 1 1
Py o 1 1 1 , * % 1 1 0
Ps 0 0 0 1 , 0 0 » = 1
P 11 0 1 , 1 1 % % 0

Tabulka 11.1: Relevantni ¢ast tréninkové mnoziny pro kfizovou konstrukei.

(viz (11.17)). Relevantn{ ¢ast tréninkové mnoziny vyzaduje 6 trénin-
kovych vzorid a je naznacena v tabulce 11.1.

Nyni porovndnim P; a Py (podobné jako (11.13) a (11.14) v dikazu
véty 11.3) dostavame, Ze f¢(0,1) # 0 nebo f(0,1) # 0, a porovnanim
Ps a P, obdrzime, ze f,(0,1) # 1 nebo fi:(0,1) # 1, tedy f,(0,1) #
fg(0,1). Podobné porovnanim P; a Ps dostavame, ze f.(0,1) # 0
nebo f/(0,1) # 0, a porovnanim Ps a Ps obdrzime, ze f,(0,1) # 1
nebo f1(0,1) # 1, tedy £-(0,1) # f(0,1). Zfejmé f,.(0,1), f,(0,1)
Jjsou negativni kopie f,:(0,1), f,+(0,1).

V architektufe A je jen polynomialni pocet kiizovych bodi, tedy po-
moci uvedené kiizové konstrukce dostaneme odpovidajici architekturu
s planarnim SC'I-grafem v polynomialnim ¢ase. Navic je tato architek-
tura podobné jako v ¢ésti (¢) mélka. AvSak konfigurace, kterd by byla
konzistentni s modifikovanou tréninkovou mnozinou (viz tabulku 11.1),
vyzaduje t¥idu F hradlovych funkci obsahujici napf#. booleovské funkce,
které nejsou prahové. Uvedenou kiizovou konstrukci lze zobecnit pro
tfidu F hradlovych funkci, kterd obsahuje aspon AN D, OR, jejich
negace a negace jejich proménnych. Pomérné komplikované detaily to-
hoto zobecnéni lze najit v [143].

(iii) Podobné jako v Césti (¢) jde o to, jak sifit informaci v mifzce. Pro
diagonalni smér z vj; do vj41 ;41 se uplatni technika z dikazu véty 11.3
(viz (11.17)) a pro piimy smér o 2 hrany, tj. napf. z vj; do vj4a,,
vyuzijeme kifzovou konstrukei z (44). |

Ve snaze déle zesilit omezeni na SCI-grafy architektur tak, aby LP byl
fesitelny v polynomidlnim Case, definujeme tzv. stromovou dekompozici (tree-
decomposition) grafu a $ifku ramene (treewidth) grafu. Tento pojem byl
objeven nezavisle na sobé nékolika autory (napf. Stephen Judd jej obje-
vil v kontextu LP a pojmenoval armwidth). Ukazuje se, Ze Casto obecné
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3.{1J(8)|>1}
Pro kazdy bezprostfedni podstrom 6; stromu 6 (tj. {r(6),r(6;)} €
F(6)) vypoéti Aj :=Solve(d;).

4. Vypoéti A= {0 € A" | (Vj) (3 € Aj) 0/ = 4;}.
5. Vrat A.

Tvrdime, ze existuje ¢ €Solve(d), pravé kdyz existuje £ € scpe[p(6)] takové,
ze U = l]sc(Yrs))-

Dikaz probiha indukci dle vysky 6. V pfipadé nulové vysky, kdy é ob-
sahuje jen kofen, tj. Y,(s) = 0(6), je A = A" = scpc[o(6)] podle kroki 1, 2
procedury Solve, a tedy tvrzeni plati. V indukénim kroku necht tvrzenf plati
pro viechny bezprostfedni podstromy §; stromu & ({r(8),7(8;)} € F(8)).

Necht nejprve ¢/ €Solve(d). Podle krokt 1, 4 procedury Solve to zna-
mend, e £ € scpe[Yog)l, ti. € 1 se(Yeisy) — F, a podle krokd 3, 4
navic pro kazdé j ({r(é),r(6;)} € F(8)) existuje £; €Solve(s;), tj. £} :
se(Yr(s,;)) — F, takové, ze

=y (11.23)

Podle indukéntho pfedpokladu pro §; tedy existuje €; € scpe[o(6;)], tj. ¢; -
sc(o(6;)) — F, takové, ze

=1 |sc (Yoes,)) - (11.24)

Ukéazeme, ze
sc(o(65)) Nsc (Yr(é)) C sc (Yr(§J)> , (11.25)

Necht v € sc(0(8;)) Nsc(Yr(s)) je hradlo obvodu, tj. v € sc(Y;) Nsc(Yy(s)) pro
né&jaky vrchol i € J(6;) podstromu 6;. Tedy existuji dvé vystupni hradla y; €
Yi a ya € Yy (5) takovd, Ze v € sc(y1) N sc(yz). Podle definice 11.7 SCI-grafu
je pak {y1,y2} € I hrana grafu (. Déle podle (i¢) z definice 11.9 stromové
dekomporice potom existuje vrchol k € J stromu D takovy, Ze y1,ys € Y.
Protoze D je strom, musi v ném existovat cesta z k do i. Nejprve uvazujme
ptipad, ze na této cesté lezi vrchol 7(6;). Potom podle (iii) z definice 11.9
stromové dekompozice plati, ze Yy NY; C Yy(5,), ale y1 € Yy NY;, a proto y; €
Y,(5;)- % toho vyplyva, ze sc(y1) C sc(Yy(s,)), a tedy v € se(Yy(s,y). Necht
naopak vrchol r(é;) nelezi na cesté z k do ¢ ve stromé D. To ale znamena,
ze vrchol k se nachéz{ v podstromé é;, a tedy vrchol (6;) lezi ve stromé D
na cesté z k do r(8). Opét podle (i) z definice 11.9 stromové dekompozice
dostavame, ze Y N Y5y C Yy(s5;), ale ya € Y N Yy(s), a proto ya € Y (s,).
Z toho dale vyplyva, ze sc(y2) C sc(Yr(s;)), a tedy v € sc(Yy(s,)). Tim
jsme dokézali vztah (11.25), tj. pranik defini¢nich obort 4; a ¢ je obsazen
v defini¢nim oboru .
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Ukazeme polynomialni algoritmus, ktery fesi LP pro mélké architektury
s omezenou $ffkou ramene SC'/-grafu. Pro tento Gcel zavedeme nékteré po-
jmy a znaceni.

Definice 11.11 Necht A = (V, X,Y, E) je architektura obvodu a Vi,Va C
V jsou podmnoziny jejich hradel. Rekneme, Ze cdstecné konfigurace fy, :
Vi — F a by, : Vo — F jsou kompatibilni a znacime by, = by, jestlize
pro kaZdé hradlo j € Vi N'Va plati by, (§) = lv,(j). Ddle £/ = by, U by,
je sjednoceni kompatibilnich cdstecnych konfiguraci by, lv,, jestlize €' :
ViuVa — F a l 2 Ly, U = ly,. Naopak pro restrikci ¢/ = Ly, |Va &dstecné
konfigurace by, na mnoZinu hradel Vo C Vi plati, Ze V' : Vo — F a ¥ = by,
Necht ddle T je tréninkovd mnoZina pro A. Rekneme, Ze ¢dstecnd konfigurace
by 1 s¢(Y') — F proY' CY je konzistentni s tréninkovou mnoZinou T a
znacime Ly |= T, jestlize pro kaZdou dplnou konfiguraci £ : V — F kom-
patibilni s by = L, kaZdy tréninkovy vzor (x,d) € T a kaZdé vystupni hradlo
j €Y plati (C{(x)); = d;.

Véta 11.12 (Judd [143]) LP pro mélké architektury A = (V,X,Y, E)
s omezenou Sirkou q ramene SCI-grafu G = (Y, I) lze Tesit v linedrnim Ccase,
pokud je na vstupu ddna stromovd dekompozice (Y, D) grafu G sirky q.

Dukaz: Bez Gjmy na obecnosti necht (T, D) je kompresovand stromova de-
kompozice, protoze obecnou stromovou dekompozici lze podle () z lem-
my 11.10 kompresovat v linedrnim ¢ase. Oznaéme YT = {¥; C Y |j € J},
kde J je mnozina vrchola stromu D, a dale podmnozinu

()= U v (11.21)
JjeJ(s)

vrcholi z Y pro podstrom 6 stromu D, kde J(6) je mnozinou vrchold 6.
Podobné F'(6) je mnozina hran § a r(§) znaci kofen podstromu §. Déle pro
podmnozinu Z C Y vrchola SCI-grafu ozna¢me t¥idu

sepe|Z] ={ly 1 se(Z) — F bz ET} (11.22)

castecnych konfiguraci konzistentnich s danou tréninkovou mnozinou 7 pro
A. Z¥ejmé pro kazdé ¢ € scpe[p(D)] = sepe[Y] plati Cf = 7.

Nejprve definujeme nasledujici rekurzivni proceduru Solve(é), kterd pro
podstrom ¢ stromu D vrati mnozinu A C scpc[Yy(s)].

Solve($):
L. Vypoéti A := scpe[Ye(s)].
2. Pro |J(é)] =1 poloz A := A’ a pokracuj krokem 5.
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Dusledek 11.13 (Judd [143]) Nech? jsou splnény predpoklady vély 11.12
a navic necht sitka ¢ < Q(n) ramene SCI-grafu je obecné omezena funkci
Q(n), kterd zdvist na velikosti instance LP. SloZitost LP pak zdvisi na funkci
Q(n) ndsledujicim zpusobem:

Q(n) | slozitost LP
O(1) linedrni
O(logn) polynomidini

Qn®),0<e<1 | NP-iplny.

Dukaz: Pro Q(n) = O(1) dostdvame piimo tvrzeni véty 11.12 a p¥ipad
Q(n) = logn je pfimym disledkem dikazu této véty. Dikaz, ze LP je
N P-tplny pro mélkou architekturu s polynomidlni sitkou @(n) ramene stro-
mové dekompozice SC'I-grafu, je podobny jako dikaz véty 11.8. Pii poly-
nomidlni redukci 3SAT" na LP navic pfidame k architektufe odpovidajici
instance LP izolovana hradla tak, aby pocet hradel byl s’ = Q71(s) > s
(0 < € < 1), kde s je pivodni pocet hradel a @~1(n) je inverzni funkce
k polynomu Q(n), co# zajisti polynomidlni ¢as redukce. Sitka ¢ stromové
dekomporzice SC'I-grafu se tak nezméni a podle (4i) z lemmy 11.10 je mensi
nez pocet vystupi obvodu, a tedy ¢ < s = Q(s'). |

Obr. 11.3: Sloupcova architektura hloubky d = 3.

Polynomiéln{ algoritmus pro LP z véty 11.12 pfedpokladal, ze stromovéa
dekompozice s minimalni sifkou p¥islusného SC'I-grafu je zadana na vstupu.
Nalezeni sitky ramene je totiz pro obecny graf N P-aplny problém [23]. AvSak
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Uvazujme nyni v € sc(o(6;)) N sc(Yy(5)) hradlo obvodu. Podle (11.25)
je v € sc(Yos;)), a tedy v € se(Yys)) N sce(Yegs,y). 4 (11.23) pak vyplyva,
ze £'(v) = {;(v), a proto podle (11.24) je £'(v) = £;(v). To znamena, ze
¢ = {; a muzeme definovat sjednoceni 6;' = {; Ul € sepelo(i) U Ye(s),
t]. f}" o ose(o(65) U Yesy) — F. Ukédzeme, ie £+ jsou vzadjemné kom-
patibilni. Necht tedy v € sc(o(8;) U Yos) N sc(e(d5) U Yies) =
(sc(e(85)) N sc(e(8;1))) U se(Yesy) je hradlo obvodu. Dale ukdzeme, ze v €
sc(Yr(sy). Predpokladejme proto, 7e v € sc(o(65)) N sc(o(6;:)). To znamena,
7e existuji 7 € J((Sj) ai e J(éj/) takové, ze v € sc(Y;)Nse(Yy), adéley € Y;
ay' €Yy, pro které v € sc(y) Nsc(y'). Podle definice 11.7 SCI-grafu je pak
{y,y'} € I hrana grafu G a podle (i7) z definice 11.9 stromové dekompozice
potom existuje vrchol k € J stromu D takovy, ze y,y' € Y. Kofen r(¢8) lezi
na cesté bud z k do 4, nebo z k do ¢, protoze vrcholy i, € J(¢é) lezi v jeho
riznych podstromech §é;,6;:. Potom podle (ii7) z definice 11.9 stromové de-
kompozice plati bud y € Y N'Y; C Y,(s), nebo y' € Yy NYir C Y5, tj. bud
v € sc(y) C sc(Ye(s)), nebo v € se(y') C sc(Yo(sy), a tedy v € se(Y(s)). To
znamena, ze E;'(v) =l(v) = E;',(v), a tedy E;' >~ E;',. Nyni miZzeme definovat

= Jr =¢ulJt € sepelo(s)], (11.26)

J

pro kterou ziejmé plati £' = £]sc(Y,(s)).

Jestlize naopak existuje £ € scpe[p(8)], pak procedura Solve, kterd pro-
chézi vSechny relevantni ¢asteéné konfigurace, musi najit £ = £[sc(Y,(s)).
Tim jsme ukézali uvedené tvrzeni o procedufe Solve.

Nyni pouzijeme proceduru Solve k feSeni zadaného LP tak, ze zvo-
lime libovolné kofen r(D) stromu D a zavolame Solve(D), kterd vrati
A = Solve(D). Vime, ze £ € A, pravé kdyz existuje £ € scpe[p(D)] ta-
kové, ze £' = £|sc(Y,(py), tj. prave kdyz C# E 7. Tedy LP mé Fefeni, pravé
kdyz A #£ 0.

Na zavér odhadneme casovou slozitost naznac¢eného algoritmu. Pocet vo-
lani procedury odpovidd poc¢tu vrcholi stromu D kompresované stromové
dekomporzice (T, D), ktery je podle (i7) z lemmy 11.10 shora omezen po-
¢tem |Y'| vrcholtt SCI-grafu G, tedy je linedrni vzhledem k velikosti instance
LP. Cas na vypocet procedury Solve (kromé jejiho rekurzivniho volanf) je
O([scpe[Yrs)]l) = O(c?), kde maxjey [sces(j)| < ¢ = O(1) je konstantni
podle definice 11.7 mélké architektury a také ¢ = O(1) je omezend sifka
ramene SC'[-grafu G. Tedy vypocet Solve probéhne v konstantnim case a
celkové LP lze za uvedenych predpokladu fesit v linedrnim Case. O

Vétu 11.12 lze zobecnit pro sitky ramene SCI-grafu shora omezené fun-
kei, kterd zavisi na velikosti instance LP. Podle (¢7) z lemmy 11.10 se mtzeme
omezit na nejvyse linearni funkce.
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Obr. 11.5: Trojahelnikova architektura hloubky d = 6.
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dujici véty o slozitosti uvedeného LP klade uréitd omezeni na t¥idu hradlo-
vych funkei (napf. vylucuje nékteré booleovské prahové funkce), avsak pfi
dvou vstupech hradel tyto predpoklady pravdépodobné nemaji vliv na slo-
7tost LP.

Véta 11.14 (Sima [263]) Necht F je t¥ida netrividlnich symetrickjch mo-
noténnich booleovskych hradlovych funkei, 1j.

(i) {OR,AND} C F nebo {AND,OR} C F
(ii) F € {0,1,0R,AND,OR, AN D}.

Pak pro t¥idu trojihelnikovych architekiur Perfr je N P-dplny problém.
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v praxi se obvykle pouzivaji regularni architektury, u nichz lze jednoduse
urcit stromové dekomporzice jejich SC'/-grafti s minimalni §ifkou. Napfiklad
tzv. sloupcovd (columnar line) architektura hloubky 3 je na obrazku 11.3.
Obecné tato architektura ma omezenou hloubku d a kazdé hradlo ma dva
vstupy ze dvou hradel (resp. vstupti), které jsou pod nim v pfedchozi vrstvé.
Piislugny SC'I-graf sloupcové architektury z obrazku 11.3 je nacrtnut na
obrazku 11.4, kde kazdy vrchol grafu odpovida vystupnimu hradlu a hrany
predstavuji neprazdné priniky odpovidajicich kuzelid. Stromova dekompo-
zice takového SC'I-grafu s minimdlni §ifkou je v tomto pfipadé cesta, kde
kazdy vrchol stromu sdruzuje sousedni 3 vystupni hradla. Tedy sitka ra-
mene SCI-grafu z obrazku 11.4 je 2 a v obecném pfipadé je d — 1. Sloupcové
architektura spliuje pfedpoklady véty 11.12, a tedy LP lze pro ni fesit v li-
nearnim case. Také podle vyjadieni neurofyziologu sloupcova architektura
udajné pripominé korové struktury v nékterych ¢astech lidského mozku, kde
spoje jsou lokalizované okolo neuronu.

N

Obr. 11.4: SCI-graf sloupcové architektury z obrazku 11.3.

Na druhou stranu udici algoritmus z véty 11.12 je prakticky nepouzi-
telny, protoze multiplikativni konstanta jeho linedrni slozitosti je pFilis velka.
7, dukazu této véty vyplyva, ze pFislusnd konstanta zavisi podstatné na ma-
ximaln{ velikosti prostoru konfiguraci kuzele. V uvedeném algoritmu se vy-
uziva toho, ze u mélkych architektur je tato velikost konstantni, a proto
lze konzistentni ¢4steéné konfigurace kuzele vyhledat z tiidy vsech takovych
konfiguraci v konstantnim case tak, ze provéiime vechny moznosti. Efek-
tivni implementace tohoto algoritmu by vyzadovala efektivni proceduru pro
nalezeni konzistentni ¢astecné konfigurace kuzele. Slozitost takové procedury
zévisi na hloubce obvodu. Proto se uvazuji tzv. hluboké architektury, které
maji neomezenou hloubku. Prototypem takové architektury je tzv. trojihel-
nikovd (triangular) architektura, jejiz struktura odpovidd kuzelu sloupcové
architektury bez omezeni na hloubku. Pfiklad trojihelnikové architektury
hloubky d = 6 je na obrazku 11.5. Slozitost LP pro t¥idu trojahelniko-
vych architektur, které jsou pravdépodobné nejjednodussi regularni hluboké
architektury, vystihuje problém uceni hlubokych architektur. Dikaz nésle-
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Predchozi formalni zapis ilustrujeme na prikladé. Uvazujeme booleovskou
formuli f s n = 4 proménnymi, tj. x = {1, 29, z3, 24}, v konjunktivni
normalni formé s p = 2 klauzulemi

K = {l‘l,i'g}, Ky = {i‘g,l’g,ik}}. (1131)

Odpovidajici instance LP bude mit trojihelnikovou architekturu hloubky
d = 7 a tréninkovou mnozinu

7 = {(10101010, 0), (11010010, 1), (01001100, 1)} . (11.32)

Daéle se omezime na pfipad, kdy napf. {OR, AN D} C F, protoze dikaz
pro {AN D, OR} C F je analogicky. Staéi totiz znegovat pozadované vystupy
tréninkovych vzora z 7 v instanci LP a v nasledujicim popisu nahradit O R,
AN D po Fadé jejich negacemi OR, AN D.

Céstetnou konfiguraci £y, : Vi — F prvni vistvy Vi C V obvodu
budeme znaéit pomoci hradlovych funkci

flaglafzagQa~~~afn—1agn—1afnEf (1133)

a odpovidajici vystupy hradel z V4 pro dany vstup x = 1, ..., 22, € {0,1}?"
obvodu pomoci vektoru

yvi(x) = (fi(z1,22), 91(x2,23), ... (11.34)
o One1(Tan 9, Ton_1), fa(Ton_1,29,)) € {0,111,

Necht tedy nejprve £ : V. — F je konfigurace takové, ze C* E 7, a
tomu odpovida ¢astecné konfigurace £y, = ¢, kterou znacime (11.33). Podle

(11.27) plati
yv, (10)") #ywv,(x) (x,1)eT (11.35)

pro vSechny tréninkové vzory s jednotkovym vystupem, protoze pro vstup
(10)™ je pozadovan nulovy vystup. Z konstrukce (11.28) je také zfejmé, 7Ze
hradlové funkce g; pro i = 1,...,n — 1 nemaji na vztah (11.35) zddny vliv,
protoze pro jejich mozné vstupy 1,0 nebo 0,1 tréninkovych vzord z 7T je
9:(1,0) = ¢;(0,1) (s =1,...,n—1) kvili symetrii g; € F C {0,1,OR, AN D,
OR, AN D}. Tedy podminka (11.35) musi byt splnéna pomoci hradlovych
funkei fi1,..., fn. Uvazujme pFiklad (11.32), kde vztah (11.35) lze pFepsat
nasledujicim zptsobem:

(f1(1,0) # fi(1, 1) nebo f(1,0) % f5(0,0)) a (11.36)
(f2(1,0) # f2(0,0) nebo f3(1,0) # f3(1,1) nebo fa(1,0) # f4(0,0)).
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Dikaz: Ziejmé Perfr € NP, protoze nedeterministicky algoritmus v po-
lynomidlnim ¢ase uhddne konfiguraci, tj. pro kazdé hradlo uréi jeho funkci
2 F C{0,1,0R,AND,OR, AN D}, tj. z nejvyse esti moznych, a ovéii, zda
funkce sité je konzistentni s tréninkovou mnozinou.

Dikaz N P-tézkosti Per fx provedeme polynomialni redukci N P-aplného
problému SAT (viz dikaz véty 8.9). Necht tedy x = {#1,...,2,} je mnozina
n booleovskych proménnych a K1, ..., K, jsou klauzule booleovské formule f
v konjunktivni normalni formé, tj. instance problému SAT'. V polynomialnim
¢ase zkonstruujeme odpovidajici instanci (A, 7) problému Perfr takovou,
ze f je splnitelnd, pravé kdyz (A, 7) € Perfr.

Bez jmy na obecnosti budeme pfedpokladat, ze pozitivni literdly (pro-
ménné) se v klauzulich formule f stfidaji pravidelné s negativnimi literaly
(negace proménnych) pfi daném usporadani proménnych x. V opaéném pti-
padé, kdyz v n&jaké klauzuli K; (1 < j < p) po sobé nésleduji nap¥. dva
pozitivn{ literdly ---a;, V &;,--- pro 1 < 43 < i3 < n (podobné negativni
literaly), pfiddme novou proménnou x;, v uspofddani x mezi z;, a z;,, tj.
1 <14y < iy < i3 < n. Déle opravime klauzuli K; pomoci piislusného nega-
tivniho literdlu - --z;, V &;, V &5, - - - a navic pfidame klauzuli Kj: = {;,}
obsahujici jen pozitivni literal #;,. Klauzule K, vynuti jednotkovou hodnotu
proménné z;, pfi spliujicim ohodnoceni a zabrani tak vlivu pfidaného nega-
tivntho literdlu Z;, na klauzuli K;. Opakovanim uvedeného postupu ziskame
v polynomiélnim ¢ase formuli f v pozadovaném tvaru.

Trojthelnikové architektura A = (V, X,Y, E') (viz obrazek 11.5) odpovi-
dajici instance LP je ddna svoji hloubkou d = 2n — 1, tj. mé 2n vstupt a je-
den vystup. Ptislusna tréninkova mnozina 7 obsahuje jeden tréninkovy vzor
s pozadovanym nulovym vystupem a p tréninkovych vzori s pozadovanym

jednotkovym vystupem, které odpovidaji klauzulim K; pro j =1,...,p:
7 = {((10)",0)} U (11.27)
U {(ﬁ]] ﬁ]”’1)|ﬂ]2 € {0’1}2’ 1= 1aana]: 1a"'ap} 3
kde
11 z; € Kj
) 00 = €EK;
fij = 01 =,% & Kj; xr,i) € Kj,resp. Ty, € Kj (11.28)
10 z4,2 & Kj; Zx,i) € Kj ,resp. 24,1y € Kj
proj=1,...,p,i=1,...,na
7j(i) = max{i’ <i|zy € Kjnebozy € Kj} (11.29)

Qj(i) = min{il > 1 | T € f(j nebo z; € I(j}. (11.30)
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(viz obrézek 11.6), je N P-Gplny. V tomto dikazu je naopak velikost ar-
chitektury (3) a pocet vystupt (1) konstantni, zatimco pocet tréninkovych
vzoril a vstuptu roste. Tento vysledek plati pro t¥idu booleovskych hradlo-
vych funkci, které jsou prahové, tj. pro vicevrstvé perceptrony. Uvazovana
architektura predstavuje vlastné nejjednodussi vicevrstvou sit s pravidelnou
topologii. Nejprve zavedeme nasledujici znaceni.

T € Tn

Obr. 11.6: Architektura prahové 3-sité.

Definice 11.15 Rekneme, Ze obvod C = (V, X,Y, E, ) je 3-sit, pokud pro
architekturu A = (V,X,Y, E) plati, Ze V = {a,b,c}, X = {x1,...,2,},
Y ={c} a

E={(zi,a),(z;,0)|i=1,...,n}U{(a,c),(b,c)}. (11.40)

Nejprve uvazujeme prahovou 3-sit, kde C' je prahovy obvod. Oznacme repre-
zentace prislusnych booleovskijch prahovijch funkci:

la) = (wi,...,wy;—wo) (11.41)
L) = (vi,...,vn;—00) (11.42)
Uc) = (u1,uz;—uo), (11.43)
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Navic vime, Ze nekonstantni funkce f; € F C {0,1,OR, AND,OR, AN D}
(i=1,...,n) jsou monoténni, tj. f;(0,0) # fi(1,1). Tedy po oznaleni napf.
Fa={AND,AND} ze vztahu (11.36) dostavame:

(fi €Fa nebo f3 & Fa) a (11.37)
(fo & Fa nebo f3 € Fu nebo fu & Fa),

coz odpovidd sémantice pavodni formule (11.31) pfislusné instance SAT,
pokud z; chapeme jako ,f; € Fa“. Obecné definujeme ohodnoceni w :
X — {0, 1} proménnych f tak, ze

N_J 1 fieFa .
w(ml)_{ 0 jinak i=1,...,n, (11.38)

které splnuje f, a tedy f je splnitelné.

Necht naopak f je splnitelnd a ohodnoceni w : x — {0,1} promén-
nych dosvédéuje splnitelnost f. Definujeme konfiguraci £ : V. — F ({OR,
AND} C F), tj. nejprve fy,:

o AND  w(z;)=1 .
fi = {OR STy =L (11.39)
g = AND i=1,...,n—1.

Daéle ve druhé vrstvé hradla poéitaji funkct AN D a ve zbylych vrstvach OR.
Podle (11.39) plati yv, ((10)") = 127~! a z ekvivalence (11.37) a (11.35) do-
staneme, Ze yv, (x) # 12"~ pro (x,1) € 7. Z uvedeného vyplyva, ze vypocet
obvodu s definovanou konfiguraci £ v dalsich vrstvach vede k pozadovanym
vystuptim, tj. C# =7, a tedy (A,7) € Perfr. O

11.3 Neuronové sité se 3 neurony

V této podkapitole se budeme zabyvat jingym typem dikazu N P-taplnosti L P
nez v podkapitole 11.1. V dikazu véty 11.3 je instance tézkého problému
3SAT zakédovana do nepravidelné architektury obvodu, a proto v tomto
pripadé N P-tplnost LP je pravdépodobné déna komplikovanou pevnou ar-
chitekturou, kterd je na vstupu uéiciho algoritmu. V praxi se v8ak obvykle
pouzivaji vicevrstvé sité, které maji pravidelnou topologii. Uvedeny vysle-
dek také napf. nezdvisi na volbé tf¥idy hradlovych funkei (viz disledek 11.4
a poznamku k vété 11.5). Navic v uvedeném Juddové dikazu roste velikost
obvodu a pocet vystupnich hradel, zatimco pocet tréninkovych vzori (3) a
vstupa (2) je konstantni.

Budeme prezentovat alternativni dukaz Avrima Bluma a Ronalda Ri-
vesta [38], Ze LP pro tzv. 3-silé, tj. pro dvouvrstvé sité jen se tFemi neurony
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(A,T) € LP mé FeSeni. Architektura A prahové 3-sité C' je dana poctem
vstupll n = |@| a tréninkovd mnozina T = ToUT; se skldddz |T| =n+p+1
vzori, kde

To = {07107 0)|i=1,...,n}
7 = {(0",1)}u (11.48)
U{(zj1...2zjn, D |zjs=1l—qer;,i=1...nj=1...,p}.

Uvedeny formélni zapis ilustrujeme na piikladé. Uvazujeme mnozinu @ =
{11, 92,93} s n = 3 prvky asystém R = {r1,72} s p = 2 jejimi podmnozinami:

1 = {q1,q2}, r2={q2,q3}. (11.49)

Odpovidajici instance LP bude mit architekturu 3-sité s n = 3 vstupy a
tréninkovou mnozinu 7 = Ty U Ty s |T| = 6 vzory, kde

To = {(100,0),(010,0),(001,0)} (11.50)
7. = {(000,1),(110,1),(011,1)} . (11.51)

Necht tedy @1, @2 je FeSeni SSP. Definujeme konfiguraci £ prahové 3-sité
C, tj. reprezentace booleovskych prahovych funkei hradel a, b:

_ ) -2 g€t .
wo =1 wz_{ M g O i=1,...,n (11.52)
7i € Q2 1

-2
vg =1 Vi= 9, g & Qs ? e

Ovéifme, 7e Cf' = 7. Pro ¢; € Q1 podle (11.52) plati, 7e &,(0°=110"%) =
wo + wi = —1 < 0 pro tréninkovy vzor (0°~110"%0) € 7o, tj.
Y.(0°7110""%) = 0, a proto y.(0°~110""%) = 0 se shoduje s pozadova-
nym nulovym vystupem. Podobné pro ¢; € Q2 podle (11.53) plati, ze
& (007110778 = wg + v; = —1 < 0 pro tréninkovy vzor (0°~1107~% 0) € 7o,
tj. yp(0°=11077%) = 0, a proto y.(0°~110"~%) = 0 se shoduje s pozadovanym
nulovym vystupem. To znamena, 7e C;' |= 7o. Zfejmé pro tréninkovy vzor
(07,1) € 7; plati podle (11.52) a (11.53), Ze £,(0") = &(0™) = 1, a tedy
1 94,(0") = »(0") = y.(0") = 1. Pro tréninkovy vzor (z1...2,,1) € Ty
odpovidajici podmnoziné r; € R plati podle (11.52), ze {4(2j1...25,) =
wo + quE” w; > 0, tj. ya(2j1...25,) = 1, protoze diky r; € () existuje
aspoil jedno ¢; € r; \ Q1. Podobné plati & (z;1...25,) = vo + EQiETj v; >0
podle (11.53), tj. yp(xj1...25,) = 1, protoze diky r; @, existuje aspon
jedno g¢; € rj \ Q2, tedy ye(zj1...25n) = 1. Z toho vyplyva, ze C* = 71, a
tedy Ci* = 7.

n. (11.53)
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zvdZené sumy &;(x) (véetné opacného prahu) a vystupy y;(x) hradel j € V
pro vstup x € {0,1}":

Ea(x) = wg + Zwizi Ya(x) = 0(&q(x)) (11.44)

&(x) =wvo + Z VX Yo(x) = 0 (&p(x)) (11.45)

£(x) = wo+ ua(x) + uamn(x)  we(x) = 0(6e(x)),  (11.46)

kde o je aktivacni funkce ostrd nelinearita (1.7):

a(g):{ : 238 (11.47)

Architektura prahové 3-sité je zndzornéna na obrazku 11.6.

Intuitivné nejprve naznaéime, pro¢ by LP pro prahové 3-sité mél byt
tézky. Predpokladejme pro jednoduchost, ze ¢(¢) = AN D. Pro tréninkovy
vzor (x,1) € T s pozadovanym jednotkovym vystupem musi byt obé hradla
a, b aktivni, tj. y.(x) = y»(x) = 1. V opaéném piipadé, kdy pozadovany vy-
stup tréninkového vzoru je nulovy, obecné existuji tréninkové vzory (x,0) €
T, pro které je y,(x) # ys(x), jinak by stacilo jen jedno prahové hradlo pro
feseni LP. Avsak v takovém piipadé ma ucici algoritmus exponencialni po-
¢et moznych voleb y,(x) € {0,1} (ya # ¥») pro tréninkové vzory (x,0) € 7.
Nyni jiz zformulujeme pfislusnou vétu.

Véta 11.16 (Blum, Rivest [38]) LP pro prahové 3-sité je N P-iplng pro-
blém.

Dukaz: Dtkaz, ze LP je ve tfidé N P, probihd stejné jako v ¢ésti (i¢) du-
sledku 11.4. Nejprve ukdzeme N P-tézkost LP pro {(c¢) = AND, tj. napf.
ur = 1, us = 1 a up = —2 (viz vétu 6.26), a pozdéji dikaz zobecnime pro
obecnou booleovskou prahovou funkei £(c). Postupujeme tak, ze néasledujici
N P-tplny problém rozkladu mnoziny [178] redukujeme v polynomidlnim ¢ase
na LP.

Problém rozkladu mnoziny SSP (Set-Splitting Problem):

instance: Koneénd mnozina @) a soubor jejich podmnozin R = {r; C Q|
i=1,.. .0}

otdzka: Existuje disjunktni rozklad mnoziny Q@ = Q1 U Q> (Q1 N Q2 = 0)
takovy, ze r; € Q1 a r; € Q2 pro vechna j =1,...,p7

Necht tedy (@, R) je instance SSP a oznatme Q = {q1,...,qn}, R =
{r; CQlj=1,...,p}. V polynomidlnim ¢ase zkonstruujeme odpovidajici in-
stanci (A, 7) problému LP takovou, ze (Q, R) € SSP ma Feseni, pravé kdyz
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Naopak predpoklddejme, ze (11.61) plati. Nutné

Ya(0"F3) #£ y,(0"100) nebo y,(0"F3) # ,(07100), (11.62)
protoze (0”13 1) € 7/ a (0"100,0) € 7. Zfejmé obé& nerovnice ve formuli
(11.62) neplat{ soucasné, protoze by pak podle podobné tivahy jako v (11.60),
v £;(0™100) + &;(0™001) = &;(0"*3) 4 £;(0™101) (11.63)

pro j = a,b, kde &(0™100) a &;(0"*+3) maji riizna znaménka a &;(0"100) a
&;(07001) maji podle (11.61) stejnad znaménka, platilo, ze

¥a(07101) = y4,(0"100) a y3(0™101) = 3(0™100), (11.64)
coi je ve sporu s konzistenci £, protoze (07101, 1) € 7{. Tedy necht napf.
Ya (0" F3) = 3,(0™100) a y,(0"?) # y,(0™100) (11.65)

(opacny piipad analogicky), ¢emuz odpovida nésledujici pfepis (11.64):

¥a(0"101) # y,(07100) a y(0"101) = y(0™100) (11.66)
a podobné
¥a(07011) # y4(0™"100) a y;(07011) = (0™ 100) . (11.67)

Ze vztaha (11.61), (11.66) a (11.67) dostavame
ya(07101) = 4 (07011) # 4 (07001) = y, (0" 111) (11.68)

- e g g . < o p <
a opét aplikaci zndmé ivahy stejnd znaménka s¢itancu na levé strané nésle-
dujici rovnice by se lisila od stejnych znamének séitanci na pravé strané:

£a(0"101) +€4(0"011) = 2wo+ Wnt1 + Wny2 + 2Wny3 =
£,(07001) + £,(07111) (11.69)

coz je spor. Tedy (11.61) nemiize nastat.

Vime, ze jedno prahové hradlo nové vzory nerozlisi. Dale neplati (11.61),
tj. nové vzory s nulovym pozadovanym vystupem nemaji vSechny y,, resp. ¥,
stejné. Tedy jedind mozné booleovskd prahova funkce vystupniho hradla ¢,
kterd vyhovuje konzistenci ¢, je (¢) = AND, popt. OR, kterou viak lze
podle (i7) z lemmy 6.27 pfevést na AN D. O

Vétu 11.16 1ze dokézat pro ruzné specialni i obecnéjsi piipady, jak ukazuje
nasledujici dasledek s obdobnym dikazem, ktery neuvadime.
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Necht naopak ¢ je feseni LP, tj. C* = 7. Definujeme disjunktni rozklad
mnoziny @ = (1 U @2 nasledujicim zpisobem:

Q1 = {6 €Q|wo+w; <0} (11.54)
Q- {; €Q|vo+v; <0}\ Q1. (11.55)
Z¥ejmé wg > 0 a vy > 0, protoze (07, 1) € 73. Déle uvazujme r; € R. Kdyby
r; C @1, pak by podle (11.54) platilo &, (21 ...25,) = wg + quETJ w; < 0

pro odpovidajici tréninkovy vzor (zj1...2jn,1) € 71, tj. Ya(zj1...255) =0,
a tedy y.(zj1...2;,) = 0, coz je ve sporu s pozadovanym jednotkovym

vystupem tohoto vzoru, a proto r; € (1. Podobné r; Q5. To znamend, ze
SSP mafeseni Q = Q1 U Qs.

Nyni zobecnime pfedchozi dikaz N P-tézkosti L P pro obecnou booleov-
skou prahovou funkei £(c¢). Sta¢i modifikovat konstrukei (11.48) instance LP
tak, ze novéa architektura A’ 3-sité bude mit n + 3 vstupi, déle pavodni
tréninkové vzory z 7 budou mit 3 nové vstupy nulové a navic pfidame tré-
ninkové vzory tak, aby novéd tréninkovd mnozina 7' = 77 U 7Y vynutila

lc)=AND:
T, = 7ToU{(0"100,0),(0"010,0),(0"001,0),(0"111,0)} (11.56)
T = T U{(0"101,1),(0"011,1)}.

Konzistentni konfiguraci (11.52) a (11.53), kde navic £(¢) = AN D, pak do-

definujeme pro 3 nové vstupy nasledujicim zpasobem:
Wnts = —2 (11.57)
Un43 = 2. (11.58)

Wn41 = Wn42 = 2;

Un41l = Un42 = _23

Naopak necht konfigurace £ = 7' je konzistentn{ s tréninkovou mnozi-

nou 7'. Ukazeme, ze nové vzory (11.56) vynucuji £(¢) = AN D. Nejprve si

uvédomime, Ze jedno prahové hradlo tyto nové vzory nerozlisi. Kdyby tomu
tak bylo napf. u hradla a, pak by podle (11.56) platilo

Ya (0713) = 4, (07 101) # y4(0"100) = 4 (07001) (11.59)

a stejnd znaménka s¢ftanci na levé strané rovnice (11.60) by se lisila od
stejnych znamének sc¢itanct na pravé strané:

£ (0" 4E,(07101) = 2wotwn 1 Fwnys = E,(07100)4€,(07001), (11.60)

COZ je Spor.
Déle ukazeme, ze nemuze zaroven nastat:
¥a(07100) = ¥4 (07010) = y4(0"001) = ya(0™111) (11.61)
y5(07100) = y(0"010) = y(07001) = g (0" 111).
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11.4 Kaskadové architektury

Dalsim dusledkem véty 11.16 je NV P-Gplnost tréninkového problému pro tzv.
kaskddovou 2-sit, kterd odpovidé nejjednodussi kaskddové neuronové siti (viz
podkapitolu 2.4) jen se dvéma perceptrony.

Definice 11.20 Rekneme, Ze prahovy obvod C = (V,X,Y, E, () je kaska-
dova 2-sit, pokud pro architekturu A = (V, XY, E) plati, Ze V = {a,f},
X={z1,..,2,}, Y ={F} a

E={(zi,a), (e, 8) |i=1,...,n} U{(a, B)} . (11.72)

Podobné jako v definici 11.15 zvdZenou sumu (véetné opacného prahu) zna-
¢ime &;(x) a vystup y;(x) pro hradlo j € V a vstup x € {0,1}".

Architektura kaskddové 2-sité je zndzornéna na obrazku 11.7.

L1 €Ly L
Obr. 11.7: Architektura kaskddové 2-sité.
Véta 11.21 (Lin, Vitter [173]) LP pro kaskddové 2-silé je N P-iplny

problém.

Dukaz: Dtkaz, ze LP je ve tfidé N P, probihd stejné jako v ¢ésti (i¢) du-
sledku 11.4. Dukaz N P-tézkosti LP pro kaskddové 2-sité provedeme polyno-
midlni redukei LP pro prahové 3-sité s £(c) = AN D, ktery je podle dikazu
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Dusledek 11.17 (Blum, Rivest [38])

(1) LP pro prahové 3-sité je N P-iipiny problém, i kdyz plati jedna z ndsle-
dujicich podminek:

e w,=uv, €{-1,1} proi=1,...,n.
e {(c)=XOR a vstup x € {—1,0,1}".

(i) LP pro obvod s polynomidlnim poclem prahovych hradel v proni vrsivé
vzhledem k poctu vstupi a s jednim vystupnim AN D hradlem ve druhé
vrstvé (prahovd 3-sit s {(c) = AND je jeho specidlni pripad) je
N P-dplny problém.

Nyni upozornime na zajimavou skuteénost, ze slozitost L P zévisi na za-
kédovani vstupnich hodnot. Nejprve zavedeme nésledujici znaceni.

Definice 11.18 Oznacéme Ty iFidu tréninkovych mnoZin, kieré jsou konzis-
tenini s prahovym hradlem s n vstupy, a Tayx iridu iréninkovijch mnoZin
konzisteninich s prahovou 3-siti s n wvstupy a £(c) = XOR. Podobné T -
je trida tréninkoviich mnozin, kieré jsou konzistenini s prahovym hradlem
s 2n + n(n — 1)/2 vstupy, které odpovidaji n puvodnim vstupim, n jejich
mocnindm a n(n —1)/2 soucindm vSech riznych dvojic.

Lemma 11.19 (Blum, Rivest [38]) Ty C Tanyx C Tye.

Dikaz: Zfeymé Ty C Tayx. Také dikaz Tzyx C Tpz je snadny. Pro
tréninkovy vzor (x,1) € T € Tayx plati

(w0+zwi-’b’i) (U0+Zvil’i) <0, (11.70)
i=1 i=1
coz lze prepsat

n n
2
—wovo + E —(wovz’-I-vowz')l‘i-l-E —vw;T; +
i=1

i=1

n—1 n
+ Z Z —(wivy + viwj)zie; >0, (11.71)
i=1 j=i+1

atedy (x,1) €7 € Tye. O

Z¥ejmé LP pro Tu, T n2 je FeSitelny pomoci linedrntho programovani v po-
lynomidlnim Case [145], zatimco LP pro tfidu Tanyx, kterd se podle lem-
my 11.19 nachdzi v uspofddani podle inkluze mezi nimi, je podle (i) z du-
sledku 11.17 N P-Gplny problém. Tato zajimava skutecnost je pravdépo-
dobné déna tim, ze tréninkové vzory z T pnz jsou piedzpracovany, a proto
je pro né LP lehdi.



290 KAPITOLA 11. SLOZITOST UCENI NEURONOVYCH SITI

Nejprve predpokladejme, ze v > 0. Odtud dostavame nasledujici impli-
kace:

XTp41Tnt2 € Qo — (XTpy1Tpg2, 1) €T’ (11.78)
XTnt1Tnto & Q1 —  (XTny1¥n42,0) €T’ (11.79)
(XTpp12Zn42, 1) €T — XTpp12p42 € Qo V (11.80)
V(Yo (XTnp18nt2) = LAXTn 128012 € Q1)

Pokud pro vsechna (x,1) € 7 je x00 € Qq, pak definujeme nésledujici
konfiguraci ¢ pro prahovou 3-sif s {(¢) = AN D:

La) =€(b) = (v1,...,0n;—00). (11.81)

Ziejmé v tomto piipadé pro (x,1) € 7 plati ya(x) = w(x) = 1, tj.
y.(x) =1, a (x,0) € 7 implikuje (x00,0) € 7', pro které plati £5(x00) =
vo + iy Uit + vya(x00) < 0, z Eehoz diky v > 0 vyplyva, ze &q(x) =
E(x) = vo + Dimq viz; < 0, tj. ya(x) = yp(x) = y.(x) = 0 pro (x,0) € 7.
Odtud CZA ET.

Pokud naopak existuje aspon jeden tréninkovy vzor (x',1) € 7 takovy,
ze x'00 ¢ Qo, pak podle (11.80) plati soucasné y,(x'00) = 1 a x'00 € Q;.
Ukézeme sporem, ze v takovém piipadé to plati jiz pro vSechny (x,1) € 7,
t].

(yo(x00) = 1) A (x00 € Q1) (x,1)€eT. (11.82)
Necht tedy (11.82) neplati pro néjaky vzor (x,1) € 7. Podle (11.80) pak
x00 € Qo, coz spolu s (x01,0),(x01,0) € 7' implikuje vn41,vn42 < 0, a
tedy x11 ¢ Qo. Avsak (x11,1) € 7', a proto podle (11.80) plati y(x11) =1
ax1l € @1, coz spolu s vp41, Uny2 < 0 implikuje x01,%x10 € Q1. Z x10 € Q4
plyne vo + Y1 vi&; + vpq1 + v > 0, ale diky (x10,0) € 7' dostdvame
€3(X10) = vo+ D1y Vi + Vpg1 + vYa(%10) < 0, a tedy nutné y,(x10) = 0,
tj. £a(x10) = wo + 27:1 W& + wpy1 < 0. Podobné z x01 € @ vyplyva
Ya(X01) = 0, tj. £4(%X01) = wo + > iy wiZ; + wpt2 < 0. Na druhou stranu
vime, ze yo(X11) = 1, tj. €u(X11) = wo + Dy wid; + Wny1 + Woga > 0,
z Cehoz dostavame wp 41, Wry2 > 0.

Dale z x'00 ¢ Qo diky v,41,vn42 < 0 plyne také x'11 ¢ Q. Avsak
(x'11,1) € 7', a tedy podle (11.80) yo(x'11) = 1 a x'11 € @, tj.
Vg 4+ Y iy Uit + Vg1 + Upgo + v > 0. Protoze navic v,41,0540 < 0,
dostdvame x'01,x'10 € Q7. Vime, ze yo(x'00) = 1 a wpy1,wypq2 > 0, a
tedy také yo(x'01) = yo(x'10) = 1, coz spolu s x'01,x'10 € Q; implikuje
yp(x'01) = yg(x’10) = 1, coz je spor s C'f,ll E 7'. Tim jsme ukézali (11.82),
a muzeme definovat konfiguraci £ prahové 3-sité s {(¢) = AN D:

la) = (wi,...
L) = (vi,...

awn;_wO) (1183)

,’Un;—’U()—’U),
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véty 11.16 N P-tplny. Necht tedy (A, 7) je instance LP pro prahovou 3-sit
s n vstupy a {(c) = AN D, pfitom vyuzijeme znaceni z definice 11.15. V poly-
nomidlnim ¢ase zkonstruujeme instanci (A’, 7') tréninkového problému pro
kaskddové 2-sité (viz definici 11.20) s n + 2 vstupy takovou, ze (A,7) ma
feSeni, pravé kdyz (A’,7') ma feSeni. Tréninkovd mnozina 7' pro A’ ma
néasledujici tvar:

T' = {(x00,d), (x10,0), (x01,0), (x11,1) | (x,d) € T} . (11.73)

Necht nejprve £ je konfigurace prahové 3-sité (viz definici 11.15) takové,
ze C{ = T. Definujeme konfiguraci ¢ pro odpovidajici kaskddovou 2-sit, tj.
reprezentace booleovskych prahovych funkei hradel a a 8:

Ua) = (wi,..., W, =W — |wo|, =W — |wo|; —wo)  (11.74)
K(ﬁ) = (Ul,u~,Un,2V,2V,3V+U0;3V), (1175)

kde volime W > "7 | |w;|, V > Z?Izl |vi| a w(a, B) = 3V 4 vqg je vaha spoje
(@, B). Nyni je snadné ovéfit, ze Cit = T'. Ziejmé ya(x00) = yq(x) a

£3(x00) = =3V + (&(x) — vo) + (B3V + v0)ya(x00), (11.76)

tj. pro ya(x) = 1 je £3(x00) = &(x), a tedy ys(x00) = y(x). To pro
yo(x) = 1 diky £(c) = AND znamenad, ze y.(x) = yp(x00). V piipadé, ze
Ya(x) =0, tj. y.(x) = 0, je podle (11.76) £5(x00) < 0, tj. ys(x00) = 0. Dale
Ea(x10) = £4(x01) = &a(x) — W — |wo] < 0, t]. Ya(x10) = ya(x01) = 0, a
Ep(x10) = €p(x01) = =3V +(&(x)—v0)+2V <0, tj. ys(x10) = yp(x01) =0
se shoduje s pozadovanym nulovym vystupem. Nakonec &, (x11) = &4(x) —
2W —2|wo| < 0, tj. ya(x11) =0, a {p(x11) = =3V + (&(x) —vo) +4V > 0,
tj. yg(x11) = 1 se shoduje s pozadovanym jednotkovym vystupem.

Necht naopak £ je konfigurace pro kaskddovou 2-sit takovd, ze C[}I E7.
Ozna¢me

Ua) = (wi,..., Wn, Wnt1, Wnta; —Wp) (11.77)
El(ﬁ) = (Ula"'aUn;Un+1;Un+2;U;_U0):

kde w(a, 3) = v je vaha spoje (a, f). Déle definujeme nasledujici dvé mno-
7iny vstupu pro A’

{xm"+1”7n+2 € {0, 1}"+?

Qo =

n+2
vg + Z“iﬂ’fi >0, (x,d) € T}

i=1

XTn4+1Tn+2 € {Oa 1}n+2

n+2
1)0—{—21)2'.1:2'—{—1) >0, (x,d) ET} .
i=1
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vrstvé, jednim vystupnim hradlem v druhé vrstvé a s tfidou hradlovych
linearnich prahovych funkei (viz definici 6.3), LP je FeSitelny v polynomial-
nim ¢ase [57, 191]. AvSak pFislusny algoritmus zavisi exponencidlné na poctu
vstupl a velikosti obvodu, a tedy je pro vétsi tlohy prakticky nepouzitelny.

V této podkapitole déle zobecnime dikaz véty 11.16 a ukadzeme N P-
tézkost LP pro analogovou prahovou 3-sit s aktiva¢ni funkci standardni sig-
moidou a s redlnymi vahami, kterd odpovida modelu neuronové sité pouzi-
vané v ucicim algoritmu backpropagation v praktickych aplikacich. To pfed-
stavuje dolni odhad slozitosti L P pro tento model neuronové sité. Na druhou
stranu je velmi pravdépodobné, ze pFislusny LP je rekurzivni [185] (horni
odhad). Tvrzeni nésledujici véty také jesté vyzaduje technicky pfedpoklad,
ktery omezuje vystupni hradlovou funkeci ¢(¢) a jehoz odstranéni je prav-
dépodobné technickou otdzkou. Nicméné tento pfedpoklad je napf. splnén,
pokud vystupni prahové hradlo ¢ ma nulovy prah, coz je ¢asty predpoklad.
Uvedeny vysledek potvrzuje praktické zkusenosti s neefektivitou uéiciho al-
goritmu backpropagation [270, 271] a naznacuje, Ze jej pravdépodobné nelze
vylep§it, protoze ptekazky spocivaji v samotné slozitosti tréninkového pro-
blému. Nejprve zformulujeme zminovany technicky predpoklad.

Definice 11.22 Rekneme, e analogovd prahovd $-sit (viz definici 7.42 a
11.15) splituje vystupni separacni podminku pro redlné koeficienty €(c) =
(u1,u2; —ug) linedrni funkce vystupniho hradla c, jestlize v pFipadé, Ze cisla
ug, ug + w1, ug + us, ug + u1 + uy nemayi vSechna stejnd znaménka, plati

UO(U0+U1)(U0+U2)(U0+U1 —|—U2) <0. (1188)

Vystupni separaéni podminka ma jednoduchy geometricky vyznam. Rika,
ze piimka s rovnici ug + u1ys + usys = 0 neoddéluje ostie zadné dva body
z mnoziny {[0,0],[L,0],[0,1],[1,1]} od zbylych dvou. Ziejmé pro ug = 0
(pfimka prochézi poc¢atkem [0, 0], ktery jiz proto nemuze byt ostfe oddélen)
je tato podminka splnéna.

Véta 11.23 (Sima [266]) LP pro analogové prahové 3-sité s aktivacni fun-
ket standardni sigmoidou (1.9) a s nulovou separact (7.26) bindrniho vystupu
(1. €(c) je booleovskd prahovd funkce), které splituji vystupni separacni pod-
minku (specidlné uo = 0) z definice 11.22, je N P-1€zky problém.

Dukaz: Diukaz N P-tézkosti LP pro uvedené analogové prahové 3-sité pro-
bih4 podobné jako v dikazu véty 11.16 polynomidlni redukei N P-aplného
problému SSP na LP. Necht tedy (@, R) je instance SSP a oznatme @ =
{91, ,gn}, R={r; CQ|j=1,...,p}. V polynomidlnim Case zkonstruu-
jeme odpovidajici instanci (A, 7) problému LP takovou, ze (Q, R) € SSP
ma FeSeni, pravé kdyz (A,7) € LP mé feSeni. Architektura A analogové
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pro kterou yo(x) = w(x) = wy.(x) = 1 pro kazdé (x,1) € 7. Na
druhou stranu (x,0) € 7 implikuje (x00,0) € 7', pro které plati
€3(x00) = wvo + D.i; viz; + vya(x00) < 0. Pokud yo(x00) = 1, pak
&(x) = vo+ v+ D via; <0, t). y(x) = 0, a tedy ye(x) = 0. Pro
Yo (x00) = y,(x) = 0 také y.(x) = 0. Odtud C{* = 7.

V piipadé, ze v < 0, postupujeme podobné. Modifikujeme definici tri-
vialn{ konfigurace (11.81):

La)=L€(b) = (v1,...,0n;—vg — V). (11.84)
Misto podminky (11.82) dokdzeme
(y2(x00) = 0) A (x00 € Qo) (x,1) €T, (11.85)

coz umozni upravit definici konfigurace (11.83) nésledovné:

la) = (—wi,...,—wy;wo+ 1) (11.86)
é(b) = (121,...,1}”;—1}0),

kde volime

0 < i —wg — i | - 11.87
<77_(x1,%lel7’( wo Zz:;wx) ( )

11.5 Backpropagation neni efektivni

Véta 11.16, resp. dtsledek 11.17 ukazuje, ze pravdépodobné neexistuje efek-
tivni algoritmus pro uéeni vicevrstvych neuronovych siti s pravidelnou ar-
chitekturou, které se Casto pouzivaji v praktickych aplikacich. Tyto vy-
sledky plati pro diskrétni neuronové sité s perceptrony, které pocitaji boo-
leovské prahové funkce, na jejichz vlastnosti se prislusné dikazy odkazuji.
Avsak v praxi se nejast&ji pouziva ucici algoritmus backpropagation (viz
podkapitolu 2.2), ktery vyzaduje diferencovatelnou (tj. spojitou) aktivaéni
funkci. Proto néktefi inzenyfi povazovali uvedené vysledky za irelevantni
(N P-tiplnost ve vété 11.5 vychézi spiSe z nepravidelnosti architektury nez
z pouzité tiidy hradlovych funkci) a snaha byla zobecnit vétu 11.16 pro
standardn{ sigmoidu (1.9). Napf. Klaus-U. Hoffgen dokéazal, Ze LP pro ana-
logovou prahovou 3-sit (viz definice 7.42 a 11.15) s jednotkovymi vdhami je
N P-tplny problém [116]. Nebo autofi ¢lanku [57] ukdzali N P-tplnost LP
pro analogové prahové 3-sité, resp. analogové kaskadové 2-sité, se saturova-
nou linedrni aktivaéni funkei (1.8) a redlnymi vahami.

Na druhou stranu, pokud pfipustime obecné celociselné (resp. racionalni)
vstupy a uvazujeme obvod s konstantnim poctem vstupt a hradel v prvni
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fe EL(0F7M0%HI-Y) = w4+ w; = —2n 4+ 1 a &(0F10%tioh) =
vo + v; = —2n + 1 pro tréninkovy vzor (0°=1102"+1=1 0) € 7y (¢; € @2),
tj. £.(017110?7 1) = —20(—2n+ 1)+ 0(=2n+1) < 0, a proto podle (7.26)
y.(0°=1102"+1=%) = 0 se shoduje s pozadovanym nulovym vystupem. To
zmamend, 7e C}' |= Ty. Ziejmé pro tréninkovy vzor (027+11) € 7; podle
(11.91) plati, ze & (02"+1) = —1 a &(0%*t1) = 1, a tedy £.(0%*1) =
—20(=1) + o(1) > 0, tj. y.(0?"*!) = 1 podle (7.26). Pro tréninkovy vzor
(zj1...2;,0"*1 1) € Ty odpovidajici podmnoziné r; € R podle (11.91) plati,
ze Eq(@j1 ... 2jn 07 1) = wo—i—queﬁ w; < —142(n—1)—2n+2 = —1, protoze
diky r; € @1 existuje aspon jedno ¢; € 7; \ Q1. Podobné podle (11.91) plati,
ze &p(wj1 .. .xjn0”+1) = vy + queﬁ v; > 1 —2n(n— 1)+ 2n? —2n = 1,
protoze diky r; € (2 existuje aspon jedno ¢; € r; \ Q2. To znameni,
e E(zj1 ... 2j,0" ) > —20(—1) + o(1) > 0, coz podle (7.26) implikuje
Ye(zj ... 2j,0"FL) = 1. % toho vyplyva, ze C} | Ty.

Podobné z (11.91) vyplyva, ze EG(O”‘H_llO"_il) = Wy + Wp4i + Wany1 =
—1 a &(0"~110""1) = vy + vnpgi + vaugr = 1 pro tréninkovy vzor
(orti-l1on=i 1) € 7 (1 < i < n), a tedy &(OnHTl1077i1) =
—20(—1) + o(1) > 0, coz podle (7.26) implikuje y.(0"+~1107~1) = 1.
To znamend, ze Cj* = 7/. Déle pro (0"1,0) € 7 plati podle (11.91),
ze £4(07"1) = wo + wane1r = 0 a &(07"1) = wg + vae1 = 2n+ 1, a
tedy £.(0%"1) = —20(0) + o(2n + 1) < 0, z &ehoz podle (7.26) vyplyva,

ze y.(0*"1) = 0. Koneéné pro tréninkovy vzor (0"zji...zj,1,0) € 7§
odpovidajici podmnoziné r; € R plati podle definice vah (11.91), ze
Ea(0"xj1 .. xj,1) = w0+EierJ Wryi+Wany1 = —|rj] a (0751 ... 2j,1) =

vo + Eie” Unti + V241 = 1 — 2n|r;| + 2n. Ze vztahu 2 < |rj| < n plyne
—142n|r;| — 2n — |rj| > 0, coz implikuje el™sl(1 — 2¢=1+2nIral=2n-Irily <
z tehoz dale dostavame —2(1 + e~(1=2nlral+20)y 4 (1 4 elmsly < 0. Nako-
nec vydélime vyrazem (14 e~(1=22151+2n))(1 4 ¢lmil) > 0 a miizeme uzaviit
E(0"zj1 .. .xjnl) = =20(—|rj|) + o(1 — 2n|rj| + 2n) < 0, tj. podle (7.26)
Ye(0"zj1...2j,1) = 0 pro (0"aj1...2j,1,0) € 74. Proto C# = 74, a tedy
CAET.

Necht naopak Cf' |= 7 pro konfiguraci ¢ spliujici vystupni separaéni
podminku. Protoze ToU7d # 0, TUT/ # 0 a 0 < ys,yp < 1, redlnd
Cisla ug, ug + w1, ug + us, ug + w1 + us odpovidajici po fadé hranié¢nim bo-
dam {[0,0],[1,0],[0,1],[1, 1]} nemaji vSechna stejnd znaménka. Tedy podle
(11.88) plati

UO(U0+U1)(U0+U2)(U0+U1 +U2) <0. (1192)

Omezime se na piipad, kdy mezi redlnymi ¢isly wg, wo + uy, ug + us,
ug + u1 + ug je pravé jedno kladné a zbyla tfi ¢isla jsou nekladna. V tomto
pfipadé dale vyuzijeme jen tréninkové vzory z 7y U 7; a jim odpovidajici
vahy (resp. prahy) wg, ..., wy, vg,..., v, & ug,uy, uy. Opaény pFipad, kdy
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prahové 3-sité C' je dana poctem vstupt 2n + 1 a tréninkova mnozina 7 =
ToUTh UTy UT! seskladd z |[T| = 2(n+p+ 1) vzort, kde

To = {07071 0)|i=1,...,n} (11.89)
Ti = {0, D}y
{($j1...$jn0"+1,1)|xﬂ:1<—>Qi€7“j,i:l,...,n;j:l,...,p}
Ty = {(0*"1,0)}u
{(0%%j1 ... 2ju1,0) [2js =1l =qerj,i=1,...,n;j=1,...,p}
7/ = {(O0"*=M0"i ) [i=1,...,n}.

Uvedeny formadlni zépis ilustrujeme na pfikladé z dikazu véty 11.16, kde
instanci (11.49) problému SSP odpovida instance (A, 7) problému LP, v niz
architektura A 3-sité ma 7 vstupa a tréninkovd mnozZina obsahuje nésledu-
jicich 12 vzoru:

Ty = {(1000000,0),(0100000,0),(0010000,0)}  (11.90)
7, = {(0000000,1),(1100000,1), (0110000, 1)}
7/ = {(0000001,0),(0001101,0),(0000111,0)}
T/ {(0001001, 1), (0000101, 1), (000001 1,1)} .

Necht tedy @1, @2 je FeSeni SSP. Definujeme konfiguraci ¢ analogové
prahové 3-sité C', kterd spliiuje vystupni separaéni podminku (ug = 0):

wp = —1 wi:{Q 9 € G 1=1,.

—2n+4+2 ¢ & Q ol
Wong1 =1 Wpyy = —1 1=1,...,n
vg =1 V5 :{ 2—7;2271_ o Zi;gz i=1,...,n (11.91)
Voppl = 2N Ungi = —20 1=1,...,n
ug =0 U = —2 ug = 1.

Ovéifme, 7e CA | 7. Pro ¢ € @i podle (11.91) plati, 7e
E (0711077478 — wo+w; = 1 a & (071102018 = v+ v; = 2n% —2n+ 1
pro tréninkovy vzor (0:=1102"+1-% 0) € 7y (¢; € Q1), tj. £.(077110%2n+1-8) =
—20(1) + 0(2n? — 2n + 1) < 0, kde ¢ = 1/(1 + e7¢) je standardni sig-
moida (1.9), a proto podle (7.26) y.(0°=1102"*1=%) = (0 se shoduje s po-
zadovanym nulovym vystupem. Podobné pro ¢; € Q2 podle (11.91) plati,
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Gjmy na obecnosti oznaéme prvky r; = {q1,...,¢,} C @, kde r = |r;| < n.
Z C'fl E7ya C’f E 77 podle (11.89) a (7.26) dostavame:

E(071107" M=) = wg + wio(wo + wi) + uzo(vo +v;) < 0
1=1,...,r<n
(07" 1) = up + uro(wo) + uac(vo)

Eczjn .. .acjn0"+1) = ug + uio (”LU() + Z wi) + uso (vo + Z Ui)

i=1 i=1

v
o

v
o

coz lze pomoci explicitniho tvaru (1.9) standardni sigmoidy o upravit:

gvotvi (Us +Use™) < Up+Use” i=1,...,r (11.102)
e’ (Uz—l—Us) > Us+ U, (11.103)
etV (Uy + Use™™) > Ug+ Ure™m, (11.104)
kde (11.94) lze pfepsat:
Uy = —ug>0 (11.105)
U, = —(UO + u1)ew° >0
Us = wog4+us <0
Us = (uo+us+u)e“® >0

a Wi :Elewi, Ve :Elevi prok=1,...,r.

Podle (11.105) vime, 7e Uy + Uy, U 4+ Ure™"™ > 0, a tedy z nerovnosti
(11.103) a (11.104) vyplyvé, e Us + Us > 0 a Uy + Uze™"™ > 0. Navic
ukazeme, 7e Us + Use¥i > 0 a Us + Use™: > 0proi =1,...,r. V pripadé,
ze 7j C @1, pro viechny i = 1,...,r plati w; > 0, a tedy Us + Uze"i >
Us+Usze®¥* > Us+Uz > 0proi =1,...,r. V piipadé, ze r; C @2, pro vSechny
i=1,...,rplati w; < 0, atedy Us+Usze¥i > Us+Uszei > Ug+Uze™ > 0
pro i = 1,...,r. To ndm umozni vyjadfit (11.102) a (11.103) nésledujicim
zpusobem:

Uog + Upe® |
vo+v; - - =1.... 11.106
€ < U2+U3€w’ 3 ) y T ( )
_ Us +Us
v o 22T 73 11.107
¢ - U+ U ( )

Déle ukdzeme indukei dle &, ze nerovnosti (11.106) a (11.107) implikuji

Uy + Ulewk

vo+ Vi _
Uy 4+ UzeWs ’ ’

T. (11.108)
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je jedno z cisel ug, ug + u1, ug + usg, ug + u1 + us zdporné a zbyla tii jsou
nezapornd, lze totiz prevést na predchozi pfipad pomoci tréninkovych vzora
7 Ty UT{. Za timto G¢elem jsou definovany nové véhy wy, ..., wh, vg, ..., vl a
up, uf, uy konfigurace ¢’ analogové prahové 3-sité C' néasledujicim zplsobem:

o [ y

Wy = Wg + Wap41 W; =Wp4i t=1,...,n

o [ y

vh = vo + Vap 41 Vi =Upyi t=1,...,n (11.93)
! r r

Ug = —Up Uy = —Uuj Uy = —U3 .

Ziejmé podle (11.93) je mezi Cisly up, uf + uf, uf + uh, uf + uj + vy prave
jedno kladné a zbyla jsou nekladnd, jak pozadujeme. Navic podle (11.93)
plati Cfl = To U Tq, protoze C{ = TJ UT/.

Déle budeme bez Gjmy na obecnosti predpokladat, ze

U0<0 U0+U1§0 U0+U2§0 U0+U1+U2>0, (1194)

kde ostrost prvni nerovnosti vyplyva z ostatnich. Ostatni tfi kombinace zna-
mének lze opét pfevést na (11.94) pfi zachovani funkce C’f analogové prahové
3-sité C'. Tuto transformaci naznacime jen pro jeden pfipad, zatimco ostatni
jsou podobné. Necht napt. ug <0, ug+uy < 0, ug+ug > 0, ug+uy +us <0.
V tomto pFipadé definujeme nové vahy w; = —w;, v; = v; proi=10,...,n
a uy = ug + up, ) = —uy, uh, = uy. Jelikoz pro standardni sigmoidu o
plati o(=¢) = 1 — a(§), vystupy y,, y; hradel a,b v prvni vrstvé pro tyto
nové vahy jsou y, =1 —y, a y; = yp. Ovéfime, Ze analogova prahova 3-sif
s novymi vahami poéit4 plivodni funkei CJ, tj.

& = uptul Yy +ubyy = votur—ui (1—ya)Fuaye = voturyatuzys . (11.95)
Nové vahy navic spliuji (11.94):

ug = uo + U1

u6+u'1:u0+u1—u1:uo

/ /
Uy + Uy = Up + U + U2

0
0
0
up 4 uf +uh = ug+ur —ur +us = ug + us 0

vV OIAIAN A

Nyni jiz muzeme definovat disjunktni rozklad mnoziny @ = @1 U @,
nasledujicim zptsobem:
@1 = {g€Q|w >0}
Q: = Q\Qi.

Ukézeme sporem, ze @1, Q2 je FeSenim instance (@, R) problému SSP. Necht
tedy naopak existuje r; € R takové, ze bud r; C @1, nebo r; C (2. Bez

(11.100)
(11.101)
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vstupu LP. Moznym vychodiskem z této situace je umoznit uc¢icimu algo-
ritmu volit architekturu sfté, av§ak kvili generalizaéni schopnosti pozadovat
jeji minimalitu (viz odstavec 2.2.6), kterou lze formalizovat riznymi zpi-
soby. V tomto pfipadé se hovoii o tzv. konstruktivnim uceni [54]. Nicméné
pro ruznd kritéria minimality architektury je mozné ukézat, ze konstruktivni
tréninkovy problém je N P-Gplny. Na druhou stranu je v literatufe popsano
nékolik polynomiélnich konstruktivnich uéicich algoritmi neuronovych siti,
které naleznou architekturu konzistentni s tréninkovymi vzory, avsak diky
omezenym generaliza¢nim schopnostem je lze jen v omezené mifte prakticky
pouzit [68, 192, 232, 240].

Také puvodni neurofyziologické motivace nam potvrzuji, ze mus{ existo-
vat néjakd moznost efektivniho uceni, protoze zivé organismy jsou prece jen
schopny ucit se v redlném ¢ase, 1 kdyz napt. u ¢lovéka to predstavuje nékolik
vyvojovych let jedince. Av8ak v pFipadé zivych organismi je situace odlisna
tim, ze jedinec navic dédi genetickou informaci, kterd podstatnym zptsobem
prispiva k jeho schopnosti uéit se. Nékteré funkce jsou jiz dokonce predpro-
gramovany, napt. ¢asti mozku ¢lovéka, které #idi zakladni funkce organismu.
To u modelt neuronovych siti mize odpovidat pocateéni konfiguraci sité,
kterd nemusi odpovidat jeji smysluplné funkci, ale pfedstavuje vychozi stav
adaptace, ze kterého lze sit ucit efektivné. Proto napf. pocatecni nastaveni
vah uéiciho algoritmu backpropagation muze rozhodujicim zptsobem ovliv-
nit dobu a kvalitu uceni (viz odstavec 2.2.2). Otézka, kde se v pfirodé vzala
tato pocatecni informace, tj. zda napt. v pribéhu evoluce ¢lovéka nebo pii
stvofeni svéta, a zda ji budeme schopny nékdy popsat, je pak jiz filozoficky
problém.

11.6 Ucdeni cyklickych neuronovych siti

V této podkapitole pfipojime jen struénou poznamku o slozitosti uc¢eni cyk-
lickych neuronovych siti. Nejprve zformulujeme obecny tréninkovy problém
pro Hopfieldovy sité (viz podkapitoly 8.3 a 8.4), jehoz slozitost je doposud
otevieny problém [66].

Tréninkovy problém pro Hopfieldovy sité HNS (Hopfield Net Syn-
thesis):

instance: Celé &islo r; tréninkova mnozina 7 = {x;, € {0,1}" |k =1,...,p}
takova, ze mezi kazdymi dvéma rtznymi vzory x;,x; € 7 je Hammingova
vzdalenost H(xy,x;) > 2r (viz definici 8.23) pro 1 <k < j < p.

otdzka: Existuje Hopfieldova sit velikosti n takové, ze kazdy tréninkovy vzor
x; € T je jejim stabilnim stavem s polomérem atrakce aspon r?
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Nejprve pro k = 1 nerovnost (11.108) odpovidé pfesné (11.106) pro ¢ = 1.
Déle pfedpokladejme, ze (11.108) plati pro néjaké k € {1,...,r —1}. Potom
pomoci (11.106), (11.107) a faktu, Ze v8echny cleny jsou kladné, obdrzime
nésledujici nerovnost:

61)0+Vk+1 evo+Vkevo+’l)k+1e—Uo <

Uo+ Ure"® Uy + Ure¥s+1 Us + Us
Ug + UseWr Uy + Usevr+r Ug+ Uy

(11.109)

Chceme dokézat (11.108) pro k nahrazené k+ 1. Za timto G¢elem staéi podle
(11.109) ukézat:

Uo + Upe™* U+ Use™ 1 Uy +Us Ug + UpeWet
Uy + UseWe Uy + Ugewr+r U4 Uy = Uz + UgeWrsr

(11.110)

coz lze prepsat jako
(UrUs — UgUs) (e™* — 1) (e — 1) (U1 Use™ 4 — UpUy) < 0. (11.111)

Prostiedni dva ¢initelé e"* —1 a s+ —1 v nerovnosti (11.111) jsou bud oba
nezaporné, kdyz r; C @1, nebo oba nekladné, pokud r; C Q2. Navic podle
(11.105) je prvni ¢initel v (11.111) zdporny a posledni je nezdporny. Tedy
nerovnost (11.111) plati, ¢imz jsme ukézali (11.108) specidlné pro k = m,
a tedy negaci (11.104), coz je spor. Proto r; € Q1 r; € Q2 pror; € R a
Q1, Q2 je FeSeni instance (@, R) problému SSP. O

Dusledek 11.24 LP pro analogovy prahovy obvod s aktivacni funkci stan-
dardni sigmoidou (1.9), ktery md dany konstanini pocet hradel v proni vrstvé
a jedno vystupni prahové hradlo ve druhé vrstvé